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Uvod

Ptestoze bankovni instituce v soucasné dob¢ zacinaji hledat nové zdroje svych ptijmda,
zustava ziskavani finan¢nich prostfedk od vefejnosti jejich hlavnim zdrojem pfijmu.
Své finan¢ni aktiva nakupuje banka v podob¢ cennych papirti, dluhopisti, vklada klientii
a uvera.

Problém, ktery nejen bankovni instituce musi fesit, je dluznikova schopnost udéleny
uver véas a v plné vysi splatit. Dluznikova schopnost dostat svym zavazkiim se nazyva

bonita klienta a banka ji vyhodnocuje v ramci hodnoceni kreditniho rizika.

Prestoze by se banky mély snazit toto riziko minimalizovat tak, aby poskytovaly Gvéry
jen bonitnim klientim, v rdmci konkurenéniho boje a vidiny vysSich ziski bankovni
instituce toto riziko v minulosti podcenovaly. Toto podcefiovani vyustilo v 80. letech
v akutni dluhové krize, coz vedlo ke vzniku Basilejského vyboru pro bankovni dohled.
Toto forum vydalo v roce 2006 dilezity dokument, ktery vyznamné ovlivnil zplisob
mefeni rizik v bankovnich institucich, jednalo se o Novou basilejskou kapitdlovou

dohodu (New Basel Capital Accord) oznacovanou jako Basel II.

Basel II pfinesl flexibilitu v moZnostech méfeni rizik, kdyZ umoznil rizika méfit pomoci
internich hodnoceni pro zjisténi pozadované minimalni kapitalové urovné. Cim

spolehlivéjsi nastroj pro méfeni rizik bankovni instituce vlastni, tim niZ$i je ji povolena

uroven kapitalu, ¢imz dochazi ke sniZovani nékladl na kapital.

Pristupy k méfeni kreditniho rizika je mozné rozdé€lit na dva typy. Prvnim typem je
expertni posuzovani a druhym statistické modelovani. Expertni posudky jsou silné
vazané na implicitni znalosti financnich expertd. Zaroven je tento piistup Casove

naroc¢ny, jelikoZ expert je nucen posuzovat jednotlivé kazdou zadost, coZ je pracné.

Druhy pfistup je schopen pracnost a asovou narocnost vyhodnoceni zadosti o Uvér
znaéné zredukovat. Zaroven si také zachovava objektivitu a na rozdil od finan¢nich
expertli pii vys$§im zatizeni nepodléha unaveé, ktera muze vést k chybam v klasifikaci

a pomalému vyhodnocovani zadosti.

Tradi¢ni statistické metody v oblasti klasifikace dat byly piekonany, a to piedevsim
nastupem umélych neuronovych siti a technikami na téchto sitich zalozenych.
| neuronové sité¢ ale maji nedostatky, které se snazi odstranit metoda Vladimira Vapnika

Support Vector Machine.



Tato prace se zabyva pravé metodou Support Vector Machine (zkrdcené SVM), Casto
prekladanou jako metoda podplrnych vektorti, a moznosti jejiho vyuziti ke klasifikaci

Klientskych zadosti o spotiebitelské uvéry.

Prvni ¢ast prace se zabyva spotiebitelskymi tvéry a divody potieby klasifikace zadosti
podle klientovy schopnosti splacet, coz souvisi s iivérovym rizikem a bonitou klienta,
ale také Basilejskym vyborem pro bankovni dohled, ktery, ackoli neformalni autorita,

vydava natizeni o fizeni a méfeni rizik pro bankovni instituce.

Nésledné jsou popsany metody strojového uceni, které by mohly byt alternativou
podpirnym vektorim, ovSem nejvétsi pozornost je poté veénovana pravé metodé
Support Vector Machine.

Zbytek prace se pak vénuje implementaci vybranych algoritml metody Support Vector

Machine. S tim souvisi navrh struktury vstupnich dat pro vytvofeni modelu a ovéfeni

jejich fungovani na rtiznych variantach vstupnich dat.



Cile prace

Cile této diplomové prace byly vymezeny nasledovné:
1. Uvedte do problematiky klasifikace spotrebitelskych uveru

Uvod do problematiky bankovnich uvérovych produktil se zaméfenim na spotiebitelské
uvery a nutnost jejich klasifikace podle bonity klientl je zpracovan v prvni kapitole této
diplomové prace. Zabyva se tedy pifedevSim uve€rovym rizikem a potiecbou jej
vV bankovnich institucich efektivné méfit. Informace o tomto tématu byly cerpany
z nékolika publikaci, mezi které patii napiiklad Rizeni obchodnich bank
od V. Kasparovské (2006), Bankovnictvi pro bankéie a klienty od P. Dvoiaka (2005),
které byly zdrojem piedevSim pro kapitoly tykajici se spotfebitelskych uvért a jejich
rizik. Dale byly pouzity naptiklad Bankovni regulace a dohled od L. Juroskové (2012)
nebo internetové stranky Basilejského vyboru pro bankovni dohled - Bank
for international settlements sekce Basel committee on banking supervision
(www.bis.org/bcbs). Tyto dva zdroje slouzily piedev$im jako podkladové materialy
pro kapitoly o Basilejskych dohodach. Jedna se tedy o reSerSni cast tykajici

se spotiebitelskych avért.
2. Charakterizuje vybrané metody strojového uceni

Druhd a treti kapitola je zaméfena na strojové uceni a jeho vybrané metody vhodné
pro Klasifikaci dat, a to ptedevsim na techniku Support Vector Machine. V kapitole 2 je
obsazen obecny tivod do strojového uceni a popis nékterych z metod strojového uceni.
Jako zdroje informaci zde poslouzily napiiklad Uméla inteligence od V. Matika (1993),
Uvod do umélych neuronovych siti od Milose K¥ivana (2008) nebo Pattern recognition
and machine learning od Christophera Bishopa (2009). V kapitole 3 je detailnéji
popsana metoda podplrnych vektorti. Jako zdroje informaci byly v tomto pfipadé
pouzity Computational inteligence and it’s applications od H. K. Lama (2012), Pattern
Classification (Duda, Hart a Stork, 2001), ale také fada zahrani¢nich odbornych ¢lankt
a tezi, které se metodou SVM a piedevsim jeji aplikaci nebo zpiisoby implementace
zabyvaji.
3. Implementujte vybrané algoritmy SVM v SW Mathematica

Cil implementace vybranych algoritmi metody Support Vector Machine se pokousi

naplnit tfeti ¢ast této diplomové prace. Nejprve je feSen navrh struktury a mozna

9


http://www.bis.org/bcbs

zakddovani atributl popisujicich zadatele o spotiebitelsky uvér tak, aby byla metodou
zpracovatelna. Dale jsou v této Casti prace struéné popsany softwarové ndstroje
a programovaci jazyky, ve kterych implementace probihala. Témito jazyky byla zvolena
Java pro zpracovani vstupnich dat a vytvofeni trénovaciho modelu a Wolfram
Mathematica, ve kterém dochazi k tvorbé pfislusnych rovnic a vizualizaci jejich

vystup.
4. Provedte vypocty pomoci implementovanych algoritmii nad vstupnimi daty

Vypocty pomoci implementovanych programi jsou provedeny v kapitole 8. Zde je
feSeno nékolik variant vstupnich dat, na kterych byly ovéfeny nékteré teoretické
poznatky ziskané v reSersSni ¢asti této diplomové prace. K provedeni vypocti je kromé
zdrojovych kodl vytvorenych v ramci této prace vyuZita externi knihovna LIBSVM
Vv jazyce Java, ktera slouzi k feSeni vypoétt kvadratického programovani. Vypocéty jsou
provedeny nad tfemi sadami vstupnich dat, kdy na prvni sadu je aplikovano linearni
jadro a jedna se o dokonale odd¢litelna data, ve druhém piipadée je opét vyuzito linearni
jadro, ovSem data jiz nelze jednoznacné oddélit, a je tak demonstrovéana klasifikace
Schybou a ve tfeti sad¢ je vyuzita Gaussova jadrova transformace na linedrné

neoddélitelna data.
5. Zhodnotte vysledky provedenych vypocti a formulujte zaver

Devata kapitola se pokusi shrnout poznatky ovéfené provedenim vypocti pomoci
implementovanych algoritm@i strojového uceni. Také je nastinéno néckolik variant
dal§iho moZného pokracovani v této praci. Zaveér obsahuje zhodnoceni dosazenych cili

vyty€enych v ramci této diplomové prace.
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1 Uvérové produkty

Uvérové produkty tvoii znaénou &ast aktiv bankovnich instituci, jsou tedy vyznamnym
zdrojem pfijmi. Poskytovani uvéra sebou ale piinasi fadu rizik, ktera musi kazda
bankovni instituce pfed poskytnutim Gvéru vyhodnotit. Jinak pfi nesprdvné nastaveném
a piili§ rizikovém portfoliu aktiv, které sice mize pfinaset vys$si mozny zisk, hrozi

bankovni instituci propad do insolvence.

Podle Dvotdka (2005) se clenéni bankovnich uvérovych produktd 1isi jak mezi
jednotlivymi staty, tak ale i mezi bankami v ramci jednoho statu, proto neni vhodné
zavadét podrobnou systematizaci a ¢lenéni bankovnich tvérovych produktd. Je vSak

mozné definovat parametry popisujici Gver:

e Prijemce uvéru, kterym muze byt stat, podnikatelské osoby nebo fyzické
osoby.

e Forma poskytnuti uvéru, kde jsou rozliSovany dva zakladni typy. Penézni
uvér a zavazkové uvéry.

e Doba splatnosti uvéru. Uvéry v tomto ohledu lze rozdélit na kratkodobé,
stftednédobé a dlouhodobé.

e Ucel pouziti. U tuéelovych uvéri lze poskytnuté finanéni prostfedky
pouzit pouze na tcel vymezeny v rdmci smlouvy o poskytnuti uvéru.

e Mena, ve které je uvér poskytnut. Uvéry poskytované v zahrani¢ni méné
se nazyvaji devizové.

e Zplsob zajiSténi. Zajisténi Uveru mulze probihat riznymi zplsoby,
napiiklad zajiSténi zastavou nemovitosti, zastavou movité véci nebo je
také mozné zajisténi rucitelem.

Uvérové produkty jsou jednou z nejzadangjsich forem financovani jak u podnikateld,
tak 1 u spotiebitelti. Mezi vyznamné bankovni Gvérové produkty patii hypote¢ni tvéry,

investi¢ni very, ale také spotiebitelské uvéry.

Pravé na problematiku spotiebitelskych avéra, respektive na ohodnocovani schopnosti

zadatele splacet tento typ tvérového produktu je tato prace zameétena.
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1.1 Spotiebitelsky uvér

Spotiebitelské uvéry jsou poskytovany fyzickym osobam nejednajicim v ramci
své podnikatelské Cinnosti. Od roku 2011 vstoupil v plathost novy zakon
0 spotiebitelském uveru, ktery zvysuje povinnosti poskytovateli spotiebitelskych tveért

a zaroven posiluje postaveni spotiebitele. Jedna se o zakon ¢.145/2010 Sb..

Podle tohoto zakona je spotiebitelsky avér definovan jako odlozena platba, pajcka, avér
nebo jina finan¢ni sluzba poskytovana nebo pfislibend spotiebiteli vétitelem,

nebo zprostiedkovatelem.

Zakon ¢.145/2010 Sb. vymezuje dulezité pojmy uverového vztahu. Spotiebitele zakon
definuje jako fyzickou osobu, kterd nejedna v ramci své podnikatelské Cinnosti.
Véfitelem je osoba, které nabizi nebo poskytuje spotiebitelsky uvér v rdmci
své podnikatelské cCinnosti. V rdmci spotiebné uvérového vztahu miize vystupovat
také zprosttedkovatel, coz je osoba, ktera neni véfitelem, ale za odménu nabizi
spotiebiteli moznost uzavieni smlouvy o spotiebitelském uvéru. Pro spottebitele je
dalezitym udajem ro¢ni procentni sazba ndkladii (RPSN), coz jsou celkové naklady
spotiebitelského Uveéru vyjadiené jako rocni procentni podil z celkové vySe uvéru.

Tyto néklady jsou véetné uroku, provizi a dani s vyjimkou nakladt na notare.

Tento zédkon byl vydan s cilem posilit postaveni spotiebitele, ktery je v spotiebitelsko-
uv€rovém vztahu slabsi stranou. Toho se snazi dosdhnout zvySenou informacni
povinnosti vétitele tak, aby spotiebitel obdrzel vSechny informace vzdy a vCas. Zakon
oSetfuje naptiklad 1 fazi pred uzavienim Uvéru (reklamu). Spotiebitel musi obdrzet
informace o véfiteli, o urokové sazb€, o poctu a vysi splatek, o pravu uvér predcasné

splatit nebo o pravu odstoupit od smlouvy o spotiebitelském tvéru.

Kromé zadkona o spotiebitelském uvéru, ktery plati pro bankovni i nebankovni véfitele
nebo zprosttedkovatele, je vytvaien na bankovni subjekty tlak ze strany Basilejského
vyboru pro bankovni dohled (dale jen Basilejsky vybor), ktery vydavanymi standardy
usiluje o regularizaci norem a stabilitu bankovniho sektoru, protoze stabilni a rizikim

odolny bankovni sektor pozitivn€ ovliviiuje ekonomicky vyvoj.

Poskytnuti tivéru sebou pro véfitele nese fadu rizik. KaSparovska (2006) tato rizika

rozdéluje do péti zédkladnich kategorii:
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1. Uvérové riziko piedstavuje situaci, kdy dluznik nebude schopen dostat
svym zavazkim. Toto riziko bude dikladnéji popsano v nasledujici samostatné
podkapitole.

2. Trzni riziko definuje Ceska narodni banka jako potencialni ztratu zptisobenou
zménami cen, kurzii a sazeb na finan¢nich trzich. Trzni riziko je tvofeno rizikem
urokovym, ménovym, akciovym, komoditnim a dluhopisovym. Rizikem je tedy
fluktuace trokovych mér, ménovych kurzt a fluktuace, kterd vyplyva z vyvoje
cen akcii, dluhopisti a dalSich komodit.

3. Riziko likvidity je riziko, ze banka nebude schopnd dostat svym zavazkim
v dobé jejich splatnosti nebo ze banka nebude schopna financovat své aktiva.
Toto riziko Ize rozliit na dva typy. Prvnim je, Ze banka nebude schopna uzavfit
pozici daného finanéniho nastroje z divodu melkosti trhu nebo rozvratu na ném,
coz se nazyva trznim likviditnim rizikem. Druhy typ je likviditni riziko
financovani, tedy ze v bance dojde k nesouladu splatnosti aktiv a pasiv.

4. Operacni riziko. O operaéni riziko se jednd, pokud dojde ke =ztraté
vlivem selhani vnitinich procestt banky, absenci téchto procest, selhanim
lidského faktoru, vlivem wvné&jSich udélosti nebo poruSenim ¢i nenaplnénim
pravni normy.

5. Ostatni rizika. Do této skupiny KaSparovska (2006) zahrnuje ztratu reputace,
zménu podminek reguldtorem, nedostateCnou velikost kapitalu vzhledem

K rizikiim nebo riziko ztraty dobrého jména.

U bankovnich Gvéri se s nejvetsi intenzitou posuzuje uverové riziko, které se banka
snazi minimalizovat, protoze, a to piedev§im u retailovych bank, tento typ Gvéru
zaujima vyznamnou pozici mezi ostatnimi produkty, jelikoZ je vyznamnym zdrojem
piijmu.

Komarkova ve své studii (2012) rozsifuje vySe uvedenou kategorizaci rizik o riziko
teritoridlni a svrchované. Teritoridlni riziko je riziko, které souvisi s politickymi
udadlostmi a administrativnimi opatfenimi, ale také napfiklad s moZnosti piirodni
katastrofy.  Globalni  finanéni  krize znovu odhalila  svrchované riziko,
které se v minulosti jiZz pfiliS§ neuvazovalo. Toto riziko souvisi s neschopnosti vlady

dostat svym zavazkim, coz vede ke statnimu bankrotu.
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Graf 1: Vyvoj spotiebitelskych avéri v mil. Ké
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Zdroj: CNB, systém ARAD, 2015

Z grafu 1 sestaven¢ho z dat systému &asovych fad ARAD Ceské narodni banky je
ziejmé, ze obliba spotiebitelskych uveérta od roku 1997 prudce rostla az do roku 2010,
kdy svét postihla globalni finan¢ni krize. Po mirném poklesu objemu spotiebitelskych
uvért nastava opét obdobi ristu jejich popularity, coz je vidét na detailnéjsim grafu 2,
kde od ledna 2013 zacal objem spotiebitelskych uvérti opét stoupat.

Graf 2: Mési¢ni vyvoj spotiebitelsky Gvéra v mil. K&
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Zdroj: CNB, systém ARAD, 2015
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1.1 Uvérové riziko

Uvérové riziko, nebo také jinak kreditni riziko, je riziko vyplyvajici ze selhani klienta
tim, Ze nedostoji svym zdvazkim podle podminek smlouvy, na zaklad¢ které se banka

stala véfitelem klienta.

Ceskou narodni bankou je toto riziko definovano jako ,.riziko, Ze protistrana nedostoji

pln€ svému finan¢nimu zavazku®.

Kreditni riziko je povazovano za nejvyznamngjsi bankovni riziko, a i proto je

mu vénovana nejvetsi pozornost.

Podle tohoto rizika se banka rozhoduje, zda obchod realizuje, s jakou trokovou sazbou
nebo jaky zvoli zpiisob zajiSténi. Proto je potieba toto riziko kvantifikovat. Snahou

banky je uvérové riziko minimalizovat. O to se snazi jiz na urovni obchodi s klienty

zjistovanim bonity klienta.

Bonita klienta je slozena zpravnich, finan¢nich a ekonomickych charakteristik,
které jsou dllezitymi indikatory jeho schopnosti splnit zavazek vic¢i bance. Bonita
klienta se zjiStuje pomoci ratingu, coZ je proces stanoveni bonity a jeji vyjadieni
pomoci pevné stanovené stupnice. Stanoveni bonity klienta mize provadét sama banka,
pak se jedna o interni rating, Vv piipadé, ze jej provadi externi ratingova agentura,

jej pak nazyvame externim ratingem. (Kasparovska, 2006)

Interni rating obvykle vychazi z avérové analyzy. Ta vyuzivd metodické postupy,
Knimz patii finanéni pomérova analyza nebo scoring (metoda zjednoduseného

bodového hodnoceni).

Pohledavky vzniklé z udélenych spotiebitelskych uvért 1ze rozdélit do dvou zakladnich
kategorii. Pohledavky se selhdanim jsou takové pohleddvky, kdy dluznik nesplati
svij zdvazek podle smlouvy o spotiebitelském uvéru, nebo kdyz alespon jedna

ze splatek je vice nez 90 dnii po jeji splatnosti.

Pti hodnoceni bonity klienta mohou nastat dvé chyby. Chyba I. druhu je situace,
kdy bonitni klient je vyhodnocen jako neschopen vér splatit, chyba II. druhu je chyba,
kdy klient je vyhodnocen jako kvalitni, schopen dostat svym zdvazkl, piestoze to tak

neni. (Kasparovska, 2006)
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U chyby I. druhu vznikaji bance naklady uslé prilezitosti a naklady na analyzu klienta,
chyba II. druhu pfedstavuje pro banku redlnou ztratu v podob¢ nesplaceni poskytnutého
uveéru.

Banka se snazi minimalizovat pravdépodobnost chyby V hodnoceni zadosti o uvéry,
¢ehoz muze docilit zapojenim kvalitnich experti s dostatecnymi tacitnimi znalostmi,
coz vyzaduje vysoké naklady jak na cas, jelikoz export posuzuje kazdy ptipad
jednotlive, ale také vysoké naklady financni, protoZe experti s dostatkem znalosti

a zkuSenosti schopnych objektivné piipad posoudit jsou nalezité finan¢né ocenovani.

Z téchto divodid muze byt pro banku vyhodné do hodnoceni bonity klienta zapojit
metody statistického modelovani, které pii spravné konfiguraci zajisti rychlé

a objektivni zhodnoceni klientovy Zadosti o spotiebitelsky uver.

1.2 Basilejsky vybor pro bankovni dohled

Basilejsky vybor pro bankovni dohled (déle jen Basilejska komise) byl zalozen v roce
1974 centralnimi bankami zemi G-10. Prestoze Basilejska komise je relativné
neformalni férum, clenské autority se zavazuji vydané standardy a doporuceni
implementovat. Od roku 2012 Basilejska komise S cilem posilit bankovni systém
azvysit divéru vefejnosti monitoruje zavadéni vydanych doporuceni. Pozadavky
Basilejska komise vydava pod nazvem Dohoda o kapitalové piimétenosti a vétSinou
se zkracen¢ oznacuji jako Basel. Tyto pozadavky vyraznym zptisobem ovliviuji proces
fizeni rizik v bankach, jelikoZ témto institucim ukladaji povinnost udrZzovat minimalni

vysi regulaéniho kapitalu. (BCBS, 2014)

Basilejsky vybor pro bankovni dohled se také zabyva zvySovanim efektivity spoluprace
a vymény informaci v oblasti bankovniho dohledu. Dohled v Ceské republice vykonava
Ceska narodni banka, ktera je Glenem Skupiny bankovnich dohledi pro stfedni
a vychodni Evropu. Tato skupina mimo vykon dohledu také poméha s piipravami

zemim mimo Evropskou unii na vstup do Evropské unie. (CNB, 2015)

1.2.1 Kapitilova pfimérenost

Po padu Brettonwoodského systému v roce 1971 byly banky nuceny hledat nové zdroje
pfijmu, jelikoZ jejich klienti pfedev§im kvuli vysoké inflaci prestavali spofit a vice
se zamé&rovali na investovani za pomoci investi¢nich spole¢nosti. Banky tak ptijcovaly
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vice prostredkid nez v minulosti, ¢imz se snizovala troven jejich udrzovaného mnozstvi

kapitalu.

Piedev$im diky dluhové krizi z 80. let se pozornost bankovnich regulatori obratila
naftizeni rizik bank. Guvernéti zemi G-10 povéfili predsedu Basilejského
vyboru vytvofenim a konsolidaci pravidel kapitdlové pfimétenosti. Na prosazeni
téchto pravidel mé¢ly zajem piedevsim Velka Britanie a USA, které se obavaly rychlého
ristu a expanze japonskych bank, které zadné kapitalové pozadavky nedodrzovaly,

coz bylo jejich konkuren¢ni vyhodou.

Jednim z hlavnich divodi existence pravidel kapitdlové piimétfenosti je ochrana
spotiebitele pfed bankovnim selhdnim. Banky pfirozené inklinuji ke snizovani svého

kapitalu, protoze néklady na tento drzeny kapital jsou vysoké.

Stanoveni vySe minimalniho kapitdlu neni postaveno na podilu vlastniho kapitalu
a dluhu, protoze to by vedlo banku k provadéni vynosnéjSich, avSak vyrazné
rizikovéjSich transakcei. Tento koncept by tedy nezabranil mozné insolventnosti banky.
Basilejsky vybor tedy pozadavky kapitalové piimétenosti postavil na rizikové

vyvazenosti. (JuroSkova, 2012)

1.2.2 Basel |

Basel I je prvni z basilejskych dohod z roku 1988, kterou sice podepsaly pouze zemé
G-10, ale ktera se stala celosvétovym standardem fizeni rizik. Tato dohoda natizovala
bankdm drzet kapitdl ve vySi alesponn 8% ze souctu rizikové vyvazZenych aktiv.
Toto ¢islo nebylo védecky podloZeno, avSak znamenalo vyrazné zvySeni kapitdlového
narazniku, protoZe pied dluhovou krizi se vyse kapitadlu vyznamnych bank pohybovala
okolo 4%. Na implementaci pravidel dostaly banky 4 roky a kazdy stat si mohl urcit

zpusob, jakym nova pravidla zavede.

Basel I byl velkym tspéchem vzhledem k tomu, ze se jednalo o nezavazny dokument
vydany neformalni autoritou. Pfesto obsahoval fadu nedostatkii, které byly znamy

jiz pti vydani dokumentu (Juroskova, 2012):
e rizikové véhy byly jednodusSe definovany a neuvazovaly postaveni protistrany,

coz bylo vyhodné pro snadnou aplikaci, ov§em riziko neodpovidalo realité,

o rizikova véha soukromého sektoru byla jednotné definovana jako 100%,
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e nebyla dostatecn¢ oSetfena problematika opravnych polozek k uvéram,
e nepodafilo se vytvofit stejné podminky v jednotlivych statech,

e zohlednovano bylo pouze Gvérové riziko.

I pies své nedostatky byla prvni basilejska dohoda velkym posunem v oblasti regulace a
bankovniho dohledu. Diky svoji jednoduché struktute a zapojeni mnoha stati i mimo
G-10, do které pattily Belgie, Kanada, Francie, Némecko, Italie, Japonsko, Nizozemi,
Spojené staty americké, Svédsko a Velké Britanie, zajistila tato dohoda vyznamny riist

minimalni arovné kapitalu bank.

1.2.3 Basel Il

Druh4 basilejskd dohoda oznacovana jako Basel II vysla ve svoji prvni verzi jiz v roce
1999, ovSem V platnost vesla az jeji tfeti verze v roce 2004, kterd odstraiiovala pfiliSnou
obecnost prvni verze a nechténé povinné navysSeni kapitalu pro banky se sofistikovanym

ptistupem k fizeni rizik. (Dvotak, 2005)

Druha basilejskd dohoda vysla pod nazvem New Basel Capital Accord (Nova basilejska
kapitalova dohoda) a jednim jejim z hlavnich cili bylo umoznit bankdm pouzivani

vlastnich modeld pro méfeni rizik.

Zasadni rozdil mezi Basel I a Basel II je pfechod od jednoduchych metod vyjadieni
potfeby minimalni urovné kapitalu k pokrocilejsim postuptim. Basel II je tedy vyrazné
komplikovanéjsi dokument nez Basel I, ale v zasad€ 1ze jeho strukturu rozdélit do tii
pilifa.

Prvni pilit vychazi z prvni basilejské dohody, ovSem je flexibilng€j$i v moznostech
méfeni rizik. Navic jsou minimalni kapitdlové pozadavky rozSifeny o operaéni riziko.
Banka si muaze zvolit, zda bude postupovat podle definovanych norem,
nebo zda u kontrolniho organu zazada o schvaleni specialnich pfistupd k méfeni rizik.
Vyuziti specialnich pfistupii mize, pfedevSim u kreditniho rizika, pfinést znacnou
usporu nakladl na kapital. (Juroskova, 2012)

Tento prvni pilif odstranuje nedostatek prvni basilejské dohody, kterym bylo hrubé

stanovovani rizikovych vah dle obecného charakteru dluZznika, a ptechézi

se na individualni vyhodnocovéni bonity jednotlivych klientt.

Standardizovana metoda urcend pro ohodnocovani rizikovosti pohleddvky vychézela

ze stanoveni rizikovych vah pohledavek za centrdlnimi bankami a vlddami externimi
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ratingovymi agenturami. Regulator pak mohl takto urené ohodnoceni rizikovosti
upravit u pohleddvek za centrdlnimi bankami a vlddami. Rizikovost pohledavek za
bankami pak mohla byt stanovena jako o stupen horsi nez rizikovost centralni banky
zem¢ nebo na zdklad¢ externiho ratingu banky. Rizikova véha pohledavek za fyzickymi

osobami pak byla stanovena na 75%.

Metoda internich ratingi byla alternativou ke standardizované metod¢€. Rozdil spocival
Vtom, ze pii vypoctu rizikovosti vypocCet kombinoval charakteristiky vychazejici

Z interniho hodnoceni banky se stanovenymi postupy.

Druhy pilif upravuje aktivity tykajici se bankovniho dohledu, kterym je v piipadé Ceské
republiky Ceskd narodni banka. Jedni se o definici prav a povinnosti narodnich
regulatorti. Dulezitym tkolem je kontrola spolehlivosti metody méteni rizika. Efektivni
proces by se podle Basilejského vyboru mél fidit nasledujicimi ¢tyfmi principy
(Dvorak, 2005):

1. Existence postupu pro ohodnoceni své kapitalové ptfimetenosti vzhledem
ke svému rizikovému portfoliu.

2. Regulator hodnoti interné stanovenou uroven kapitadlové piimé&fenosti
a jeji schopnost monitorovani ukazateld.

3. Regulator pozaduje zvySovani stanovené kapitalové priméienosti nad minimalni
stanovenou uroven.

4. Regulator vc€as preventivné intervenuje, aby zabranil poklesu kapitalu

pod minimalni stanovenou troven.

Regulator ma prava informacni, regulacni, ale také sank¢ni a jeho ukolem je kontrola
spolehlivosti a prediktivni G¢€innosti internich metody méfeni rizika v jednotlivych

bankach.

Treti pilit upravuje trzni disciplinu, tedy zvefejiiovani relevantnich ukazateld rizik.
Banky podle tohoto pilife budou nuceny implementovat moderni metody fizeni rizik
a dale je zpiesnovat a zaroven informovat o svych postupech a detailu svého rizikového
profilu. Treti pilit druhé basilejské dohody klade diraz na transparentnost

a dokumentaci metod a vysledkd méteni.
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1.2.4 Basel Il

V roce 2010 zareagoval Basilejsky vybor na globélni finan¢ni krizi vydanim souboru
novych nafizeni s oznacenim Basel III. Tato basilejské dohoda se snazi odstranit
nedostatky jejiho piedchiidce Basel II, které se projevily piedevsim béhem krize.
Basel III se snazi jasné definovat pravidla a parametry a zaroven zavadi leverage ratio
jako dopln€k ke kapitdlové pfiméefenosti, aby se zamezilo podcenovani rizik v dobé

ekonomického ruasta.

Cilem dohody Basel III je vytvofeni odolné¢ho bankovniho systému, ktery podpoii trvale
udrzitelny ekonomicky rtst. Snazi se upravit bankovni prostfedi tak, aby dokézalo

absorbovat Soky a zmenSovat dopad selhani trha.

Zmény proti dohod¢ Basel II spocivaji pfedevSim v posileni kapitadlu bank, pfi¢emz
daraz je kladen nejen na jeho objem, ale také na dostatecnou kvalitu tohoto kapitélu.
Déle Basel III podporuje vytvareni kapitalovych rezerv v dobé ekonomického
blahobytu tak, aby mohl zmirnit dopady budouci krize, tyto rezervy se nazyvaji
proticyklicky polstaf. Zaméiuje se také na komplexnéjsi fizeni rizik. Zavadi

také globalni standardy likvidity. (JuroSkova, 2012)

Zamgéfeni se na pravidla likvidity jsou vyraznou zménou proti pfedchozim dohodam,
které fesily vylucné kapitalovou piimétenost. K této zméné ptispéla predevsim globalni
dluhov4 krize a problémy s likviditou béhem ni. Basilejsky vybor ve tieti dohod¢ zavadi
dva nové pojmy. Jsou jimi ukazatel kryti likviditou a ukazatel Cistého stabilniho

financovani.

Ceska narodni banka v roce 2011 vydala sviij postoj k nafizenim Basilejského vyboru
pro bankovni dohled. Souhlasila naptiklad se zkvalitnénim kapitalu, naopak vyhrady

meéla k tvorbé proticyklického polstate, jehoz kalibrace se jevila jako slozita.

Pravidla definovana v dokumentu Basel Ill se zacala implementovat vroce 2013
a jejich zavadéni by mélo probihat az do roku 2018 tak, aby jejich aplikace nebrzdila

rust ekonomik po finanéni krizi.
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2 Strojové uceni

Strojové uceni je oblasti umélé inteligence, ktera slouzi k odvozovani znalosti
z piedlozenych piikladd. Algoritmy strojového uceni jsou schopny provadét klasifikaci
dat, a proto nachazeji uplatnéni pii feSeni tloh v mnoha oblastech vyzkumu jako je

1€katstvi, robotika nebo tvorba bazi pro expertni systémy.

Schopnost ucdit se, neboli adaptovat se ménicim se podminkam, je vlastnosti zivych
organismi, Kterou se v minulosti odliSovali od stroji. Discipliny umélé inteligence

a strojového uceni se snazi integrovat tuto vlastnost i do technickych systémd.

Zakladnim predpokladem pro uspé$nou klasifikaci pomoci algoritmii strojového uceni
je existence diskrimina¢nich predikatd, coz jsou atributy, které¢ odliSuji jednu tfidu dat
od ostatnich. Mnozina diskriminacnich predikati miZze byt znaéné obsahla,
jejiho zjednoduseni lze dosahnout generalizaci. Opakem generalizace je specializace,
ktera ptfiddva nové prvky do skupiny predikati. Specializace se provadi,

pokud predikaty jednozna¢né nepopisuji danou tfidu dat. (Mafik, 1993)

DalSimi operacemi strojového uceni jsou abstrakce a konkretizace, dedukce a indukce.
Pokud je ubrana cast informace, jedna se o abstrakci, v opacném piipad¢ se jedna
0 konkretizaci, tedy zpfesnéni vyroku pifidanim informace. Dedukce je zpisob
odvozovani, ktery zachovava pravdivost, tedy je vzdy jisty spravny vysledek. Indukce

je typ inference, kdy neni zarucen spravny vysledek.

Problémem uceni z ptikladli je prohledavéani stavového prostoru. Pti prohledavani
Ize uplatnit vySe zminéné operatory. Znalosti obvykle maji tvar generaliza¢nich stromu,

coz je pro strojové uceni typické.

Ptesnost vysledného popisu je vhodnym kritériem pro posuzovani a porovnavani
piistupt k u€eni. Pfesnost udava procentudlni tispéSnost pii klasifikaci novych objekta,

pii aplikaci popisu.

Strojové uceni lze rozdélit do dvou zdkladnich skupin - uceni sucitelem a uceni

bez ucitele.

Uceni s ucitelem lze vyuzit v situaci, kdy je zndm dostateCny pocet piikladii vcetné
jejich vystupni hodnoty. To si mizeme piedstavit jako situaci v bance, kde pracuje
zkuSeny expert na spotiebitelské uvéry, ktery je schopen s velkou ptesnosti hodnotit
klientovu schopnost splacet. Pii velkém zajmu o spotiebitelské tvéry budeme chtit
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zvysit pocet naSich expertli a najmeme absolventy vysoké Skoly, ovSem zjistime,
ze nedosahuji kvalit naseho experta. Rozdil je ve zkuSenostech, které stavajici
pracovnik ziskal z diive zpracovanych zadosti o Uvér a nésledné platebni moralky
klientd. Tyto jeho informace o Vv minulosti zpracovanych zadostech o uvér jsou
trénovacimi daty, podle kterych formuluje rozhodnuti o nové pfichozich zadatelich.
Pokud by tato historicka data byla sepsana, jednalo by se o koncept, podle kterého
mohou nové najati pracovnici vyhodnocovat své klienty. Stavajici expert banky by tedy
reprezentoval ucitele. Pokud bychom nahradili tyto pracovniky algoritmem, ktery by
na zaklad¢ trénovacich dat vyhodnotil, zda klient je schopen splatit uvér, o ktery zada,

¢i nikoli, jednalo by se o strojové uceni s ucitelem.

U uceni sucitelem jsou tedy pfiklady, neboli trénovaci data, jiz rozfazena

do ptislusnych tiid a systém tuto informaci explicitné poskytuje.

Uceni bez ucitele ma proti predchozi situaci jeden zasadni rozdil, a tim je absence
klasifikované mnoziny trénovacich dat. Vratime-li se opét k piikladu s bankou, mizeme
si predstavit situaci, kdy pocet zaméstnanci nerozsifujeme, ale jsme nuceni zkuSeného
experta nahradit novym, méné zkuSenym pracovnikem. Novy pracovnik nemd Sanci
tézit z prikladi uveéra z minulosti. Mize vSak nové prichozi klienty roztiidit do skupin

nebo mezi nimi hledat nové vazby a néasledné aplikovat samouceni.
Tato prace se zabyva metodou Supprort Vector Machine, ktera sestavuje model
na zéklad¢ trénovaci mnoziny a spada tedy do kategorie uceni s ucitelem.

V nésledujicich podkapitolach jsou struéné popsany vybrané metody strojového uceni,

alternativy metody podptrnych vektora.

2.1 Top-down induction of decision trees

Algoritmus TDIDT je jednoduchy ptiklad uc¢eni formou induktivniho rozhodovaciho
stromu. Radi se mezi algoritmy umélé inteligence uréené pro klasifikaci dat, piestoze
postrada nékteré vlastnosti typické pro umélou inteligenci, jako je napiiklad vyuziti

diive ziskanych znalosti. (Mafik, 1993)

Vysledny popis ma tvar rozhodovaciho stromu. Pii klasifikaci je prochazen strom shora
dolli a postupné jsou provadény testy predepsané v uzlech, v listech se nachazi vysledné

ohodnoceni.
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Pfi vytvafeni rozhodovaciho stromu je nejprve vyhledan atribut, ktery v sobé nese
nejvetsi mnozstvi informace, tedy atribut, ktery nejlépe diskriminuje mezi kladnymi

a zapornymi priklady. Tento atribut se stava kofenem.

Dal$im krokem je rozdéleni mnoziny piikladi na tolik podmnozin, kolik je hodnot
kofenového atributu. V kazdé z podmnozin jsou piiklady s jedinou hodnotou tohoto
atributu. Poté je v kazdé z podmnozin vyhledan dal$i nejvyznamnéjsi atribut a takto

se rekurzivné pokracuje, dokud neni dosazeno kritérium ukonceni.

wewr

mnozstvi informace pomoci Shannovy entropie, ktera je definovana vztahem 2.1
Hj = —p; log,p, — p2log,p; (2.1)
kde jednotlivé proménné popiseme jako:

p1 ... je pomér pozitivnich piikladt v j-t¢ podmnozing k celkovému poctu prvki

této podmnoziny

ps ... je pomé&r negativnich ptikladt v j-té podmnozing k celkovému poctu prvku

této podmnoziny.

H; je kladné ¢islo, nebot’ p; a p, jsou z intervalu (0; 1). Celkova velikost entropie je

dana vaZenym souctem entropii jednotlivych podmnozin

K
H= ) BH,
j=1

kde: K... je pocet podmnozin indukovanych atributem

(22)

H; .. je entropie podmnoZiny |
P; .. je pomér velikosti j-t¢ podmnoZiny k mnoZzin¢ vSech ptikladi.

24

Podivejme se na jednoduchy modelovy piiklad. V tabulce 1 jsou zndzornéna data
o véku klienta a jeho mésicnim piijmu. Podle téchto dat se pokusime vytvofit

rozhodovaci strom.
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Tabulka 1: Data pro znazornéni TDIDT

Uvér Fadné Mési¢ni prijem
splacen Vel pod 30 let pod 20 000 K¢
ANO NE NE
ANO NE NE
NE NE ANO
NE ANO ANO
NE ANO NE
NE ANO NE

Zdroj: viastni zpracovani, 2015

Abychom spravné vybrali kofen rozhodovaciho stromu, musime vypocitat entropii

atributtl, tedy véku a piijmu.

3/ 2 2 1 1

H,s, = g(-g lngg— §l092 §> ~ 0,46
4, 2 2 2 2

leat = g<_z logzz — Zlogz Z) ~ 0,67

Niz§i entropii ma atribut veék, ktery vybereme jako kofen stromu. Vysledny strom

pro tento piiklad je zndzornén na obrazku 1.

Obrazek 1: Rozhodovaci strom algoritmu TDIDT

Veék

pod 30 let nad 30 let

Zdroj: viastni zpracovani, 2015
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2.2 AQ algoritmus

Typi¢téjsi metodou umélé inteligence, nez vyse uvedeny TDIDT, je algoritmus AQ
(poprvé publikovan Michalskim v roce 1969), ktery je uréen pro uceni z piiklada

popsanych pomoci hodnot atributti. Jeho vystupem jsou produkéni pravidla.
Jedna se o uceni z klasifikovanych piikladu.
Postup algoritmu lze, podle Maftika (1993), shrnout nasledujicim zpisobem:

1. Rozdé¢lit mnozinu ptikladii na dvé podmnoziny: mnozinu PE obsahujici pouze
pozitivni piiklady a mnozinu NE obsahujici pouze negativni piiklady.

2. Vybrat z mnoziny PE nahodné jeden ptfiklad a oznacit jej S (tento ptiklad
nazyvame jadro).

3. Naleznout vSechny maximalni generalizace popisu jadra, pficemz generalizace
nesmi pokryt zddny z ptikladi mnoziny NE.

4. Podle vhodného popisu preferenéniho kritéria vybrat nejlepsi z téchto popisi
a zaradit jej do mnoziny popisu.

5. Pokud mnoZina popist pokryva vSechny prvky z PE, ukon¢it praci.

Vyslednym popisem je pak disjunkce vSech nalezenych popist. Jinak je nutné vybrat
nove jadro z dosud nepokrytych pozitivnich ptikladi.

Preferen¢ni kritérium mize byt zalozeno na nakladové funkci tak, Ze prednost je davana
atributim se snadnéji dostupnymi hodnotami (naptfiklad zméfeni teploty téla je
dostupnéj$i nez tomografické vysetient).

Postup algoritmu zndzornime na modelovém ptikladu. Data o klientech Zadajicich

0 uvér pro tento ptipad jsou zobrazena v tabulce 2.
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Tabulka 2: Data pro znazornéni AQ algoritmu

. , Mési¢ni prijem pod
Cislo klienta Uvér radné splacen Vék pod 30 let
20 000 K¢

1 ANO NE ANO

2 ANO NE NE

3 ANO ANO NE

4 NE ANO ANO

5 NE ANO ANO

Zdroj: vlastni zpracovani, 2015

Mnozinu dat rozdélime na pozitivni (PE) a negativni piiklady (NE). Do mnoziny PE
spadaji klienti 1, 2 a 3 a z nich ndhodné vybereme jednoho, ktery bude piedstavovat
jaddro. Zvolime klienta 3 a vytvofime pro n& co neobecnéjsi popis, takovy,
aby nepopisoval ani jeden prvek z mnoziny NE. Klient ¢islo 3 je mladsi tficeti let a jeho
mésicni piijem piesahuje dvacet tisic K¢. Tento popis mizeme zobecnit vynechanim
informace o véku, jelikoZ tak nepopiSeme Zadného klienta z mnoziny NE, zaroven vSak
popiSeme klienta ¢islo 2 z mnoziny PE. Z mnoZiny PE zbyva popsat klient 1, ktery je
starsi tficeti let a jeho mésicni piijem je pod 20 000 K¢. I jeho popis miZzeme zobecnit,

a to vynechanim informace o pfijmu.
Vysledny popis klientd, kteti jsou schopni splatit Gvér je nasledujici:

Je starsi 30 let NEBO jeho mésicni prijem presahuje 20 000 K¢.

2.3 Neuronové sité

Dalsi z technik vhodnych pro klasifikaci dat jsou neuronové sité. Jedna se sit€¢ mnoha
jednoduchych procesort, které jsou navzijem propojeny. Graf téchto propojeni
nazyvame topologie sité. Procesory nazyvame neurony podle centrdlni nervové

soustavy ¢loveka, jelikoz ji zjednodusené modeluji.

Puvod nazvu neuronovych siti je v dobé vzniku prvnich pocitaci, kdy se védci snazili

0 matematickou reprezentaci biologickych systému. Bylo vytvofeno mnoho modela,
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ovSem mnoho znich selhdvalo kviili jejich ptili§ vysoké biologické vérohodnosti.
Zajem o neuronové sité poklesl a rust opét zacal az v 70. letech, kdy byl vytvoren

algoritmus zpétného $iteni. (Bishop, 2009)

2.3.1 Perceptron
Model neuronové sité sestavajici se zjednoho neuronu se nazyva perceptron.

Perceptron je zdkladni stavebni jednotnou neuronovych siti a poprvé byl popsan v roce

1957.

Perceptrony jsou schopny klasifikovat pouze linearné¢ separovatelné mnoziny dat, a to
do dvou tfid. Ke klasifikaci do vice tfid je nutné zvysit pocet vrstev perceptronu, vznika

tak vicevrstvy perceptron.

Do neuronu se sbiha n spoji (axonil), které reprezentuji vystupy z jinych neuront nebo
podnéty z okoli. Kazdy z axont vede do neuronu pfiznak, ktery je vyjadien Ciselnou
hodnotou a pochazi ze vstupniho prostoru. Vektor x = [xq,...,x,] jsou vstupy,
které charakterizuji zkoumany objekt. Kazdy spoj je navic popsan redlnym cislem w,
které udava jeho (synaptickou) vdhu, a kazdy neuron prahem 6. Potencial neuronu
Ize vyjadfit jako

(2.3)

n
f=ZWixi—19.
i=1

kde: ¢ ... udava potencial neuronu,
w; ... je synapticka vaha spoje,
9 ... je prahem neuronu,
X; ... je vstupni signal.

Na tento potencial reaguje neuron svou odezvou z = S(§), kde Sje nelinearni

pfenosova funkce.
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Obrazek 2: Perceptron

Wi
X1
Wo . . .
X2 > S » 7
Whn
xn - e

Zdroj: viastni zpracovnani, 2015

Pienosova funkce ma obvykle tvar logistické funkce (sigmoidy), coZz je monotonné

rostouci funkce mezi dvéma asymptotickymi hodnotami.

(2.4)

S(f)=1-l—Tp(—/1§)'

kde A udava strmost funkce a ¢ je potencial neuronu. (Maiik, 1993)

Priklad logistické funkce se strmosti 10 je uveden v grafu 3, vyvedeném Vv softwaru

Wolfram Mathematica.

Graf 3: Logisticka funkce (4 = 10)

10 +
08

06

02 04

Zdroj: viastni zpracovani, 2015
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Je-li w.x >0, tedy pickroCi-li celkovy podnét prah, pak zkoumany objekt leZi
Vv kladném nadprostoru vymezeném separujici nadrovinou w.x = 0, v opacném piipadé

lefi v nadprostoru doplitkovém.

2.3.2 Vicevrstvé sité

Vicevrstva sitt typu m—ky —k, —k, —n je sit se vstupni vrstvou dimenze
m pfijimajici vstupni faktory v podobé vektoru x = [x4,..,x,], vystupni vrstvou
dimenze n sodezvou y = [yq,...,V,] & r skrytymi vrstvami, kde s-t4& vrstva ma

Ks neurond.

Jako vicevrstvou sit’ 1ze oznacit takovou sit’ neuront, kde alesponi jedna vrstva neuronti
nema externi vstup nebo vystup. Na obrazku 3 je naznalen piipad vicevrstvé sité

s jednou skrytou vrstvou neuront.

Obrazek 3: Vicevrstva neuronova sit’

skrytd wrstva
neuronu
vstupni vistupni
WIStva vrstva
neumnﬂ neuronu

Zdroj: vlastni zpracovani, 2015

Neurony dvou sousednich vrstev jsou propojeny kazdy s kazdym, ¢imZ vznika tzv.

konekcionisticky systém.
Aktivni neboli pracovni méd sité je podle Matika (1993) nasledujici:

1. Vektor x je vstupem pro neurony prvni, vstupni vrstvy. Tato vrstva prenasi
ptislusné vstupni hodnoty vektoru ovlivnéné vdhami spoji do neurond prvni
skryté vrstvy.

2. Stimuly jsou v prvni skryté vrstvé zpracovany a slouzi jako podnéty do dalsi
vrstvy.

3. Bod dva se opakuje, dokud z vystupii nevytvoiime vektory y vysledné odezvy
celé sité na stimul X.
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Pro klasifikaci vstupti {x} do dvou tfid lze pouzit sit m — k — 1 s trénovaci mnozinou

{[x,y], ... }, kde y mize nabyvat hodnot 0 nebo -1 v zavislosti na tiid&, do které patii.
Dulezitou podminkou pro uspéSnou klasifikaci je spravny ndvrh vstuplti a tiidéni
odpovedi.

vvvvvv

metod, pfedev§im ve smyslu generaliza¢ni schopnosti. Dolni vrstvy neuronii provedou
takovou kombinaci linedrnich a nelinedrnich transformaci vstupd, ze ve vystupni vrstveé

lze aplikovat separujici nadrovinu i u mnozin, které nejsou linearné separovatelné.

2.4 Support Vector Machine

Support Vector Machine je jedna z modernéjsich technologii pro klasifikaci dat. Tato
metoda se snazi odstranit nedostatky neuronovych siti a v poslednich letech se objevila

v mnoha studiich zabyvajicich se klasifikaci dat nebo regresni analyzou. (Li, 2006)

Cilem této prace je vyuzit Support Vector Machine pro klasifikaci klientt podle jejich
schopnosti splacet pii zaddosti o spotiebitelsky Gvér, proto se touto metodou podrobnéji

zabyva nasledujici kapitola.
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3 Support Vector Machine

Support Vector Machine (SVM) je metoda strojového uceni s ucitelem pro klasifikaci
podle vzoru. Metoda formuluje zavér podle trénovacich dat, na jejichz zéklad¢ sestavuje
vyhodnocovaci model. Ucenim s ucitelem je mysleno, ze u trénovacich dat Ize urcit,

do jaké tridy dany prvek patfi.

Podle slozitosti rozlozeni trénovacich dat a jejich dimenze pak miZzeme vyuzit jeden
ztypu SVM, kterymi jsou maximum margin classifier a soft margin classifier.

Ty mtizeme nasledné rozsitit pomoci jadrovych transformaci.

Principem SVM klasifikatoru je najit takovou nadrovinu, kterd by dokazala optimalné
odd¢lit prvky patici do definovanych tiid dat v trénovacim souboru. Metoda se snazi
minimalizovat strukturdlni riziko, coz je jeden z hlavnich rozdilti v porovnani naptiklad

s metodou umélych neuronovych siti, které minimalizuji riziko empirické.

Dulezitou vlastnosti metody Support Vector Machine je, Ze tiloha uréeni parametri
modelu je konvexnim optimaliza¢nim problémem, a tak jakékoli lokalni feSeni tlohy je

zaroven globalnim optimem. (Bishop, 2009)

Metoda podpurnych vektord, diky svym dobrym vysledkim pti klasifikaci a predikeci,
nasla uplatnéni v fad¢ védnich disciplin. Vyzkumna skupina okolo H. K. Lama (2012)
popsala jeji vyuziti a aplikaci pro klasifikaci pacientli podle rizika imrti na srdec¢ni
chorobu nebo pro rozpoznavani ruéné psanych ¢éislic.

Daéle 1ze najit studie o vyuziti SVM pro rozpoznavani otiskii prstil, rozpoznavani tvari
Z obrazkli, rozpoznavani textu, pro potvrzeni rakovinové tkané¢ nebo tfeba
pro piedpovéd vyvoje akcii.

Cilem metody je prolozit trénovaci data nadrovinou tak, aby co nejoptimalnéji

oddé€lovala prvky spadajici do rznych tfid.

3.1 Rozpoznavani podle vzoru

Support Vector Machine patfi do skupiny klasifika¢nich metod, které se snazi data
Xirozdélit do dvou tfid, definovanych hodnotami y; € {+1,—1}. Proto je
v nésledujicich odstavcich nejprve struéné popsana myslenka klasifikace podle

vzorovych dat a jednodussi alternativa k Support Vector Machine.
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Rozhodnuti o tom, do které skupiny vyhodnocovany prvek patii, formuluji metody
podle vzorovych dat, ¢asto nazyvanych jako trénovaci data, coz je mnoZina diive
naméfenych hodnot, k nimz zname hodnotu vystupu a podle kterych se formuluje
rozhodovaci model. Tento typ uceni je aplikovan v fad¢ algoritmti strojového uceni

véetné SVM.

Jednodussi aplikace rozpoznavani podle vzoru je testovani statistickych hypotéz
V jednodimenzionalnim prostoru (Nilsson, 2006). Piikladem takového testu muze byt
Studentlv t-test. V Studentové testu mame hypotézy Ho a Hi, které odpovidaji tfidam
+1, -1, neboli
_ (Ho, kdyzx <x (3.1)
g(x) = {Hl, kdyz x > JE}
, kde x je primérem praméri jednotlivych tiid

(3.2)

a kde I, =|i:y; =c| a Hy < H; se nazyva rozhodovacim pravidlem nebo také
klasifikatorem. Rikame tedy, Ze klasifikator g je vyvozen z trénovacich dat x;, v tomto
ptipad€ vypoctem priméru X.

Nicméné ulohy rozpoznavani obvykle zahrnuji vicerozmérna data a nezndma zakladni
rozdéleni. Proto je prakticky nemozné vytvofit statisticky test podle vySe zminéného
postupu. Takové ulohy jsou obvykle feSeny pomoci algoritmi zminénych vyse, jako

jsou umélé neuronové sité, rozhodovaci stromy a v neposledni fadé také vyuZitim

metody SVM.
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3.2 Maximum margin Klasifikator

Ackoli metoda podptirnych vektort je schopna klasifikovat data do vice nez dvou tfid,
pro ucely hodnoceni schopnosti klienti zadajicich o uvér splacet se budeme vénovat
ptipadu binarni klasifikace dat, tedy rozdélovani trénovacich dat do pravé dvou tiid.
Tato teorie vSak miize byt rozsitena pro klasifikace do vice nez dvou tfid, a to bez ztraty

obecnosti.

Uvazujme tedy zakladni pfipad linedrné separovatelnych dat s cilem roztfidit tato

trénovaci data do pravé dvou tfid. Soubor trénovacich dat Ize zapsat jako

S = {(Xli yl) (Xm: ym)} (33)

, kde x € RY neboli x nalezi d-dimenzionalnimu vstupnimu prostoru a Y; je identifikator
tiidy a nabyva hodnot -1 a 1. Vektor x reprezentuje trénovaci data a nese v sob¢ atributy
popisujici jednotlivé entity, hodnota y;j vyjadiuje ptislusnost vektoru x; do pfislusné tridy

+1 nebo -1.
Témito trénovacimi daty se metoda snazi prolozit nadrovinu
w,x)+b=0

nebo jinak zapsano
(3.4)

n

j=1
a pravé na této nadroviné a hledani jeji optimalni polohy je metoda Support Vector

Machine postavena. S vyuzitim nadroviny (3.4) pak rozhodnovaci funkce f muze byt

definovana jako

f(x) = sgn({w, x) + b) (3.5)

, kde vektor w vyjadiuje orientaci roviny a jedna se o vektor vah, ktery je kolmy na
separujici nadrovinu, (w, X) je skalarni soucin vektort w a X. Proménna b je tzv. ,bias*
neboli posun od pocatku. Je zfejmé, ze existuje nekonecné mnoho rovin spliujicich
rovnici (3.5), coz je vidét na grafu 4, kde jsou body [1,2] a [3,2] oddéleny od bodu [2,1]

nékolika pfimkami splitujicimi rovnici (3.5). (Lam, 2012)

33



30t

25 ¢

20 +

15

Graf 4: MozZnosti polohy diskriminaéni nadroviny
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Zdroj: vlastni zpracovnani, 2015

Nevyhodnéjsi je vSak rozdélit data nadrovinou tak, aby se separa¢ni nadrovina

nachazela uprostied mezi obéma ttidami (v grafu 4 se jedna o pfimku y = 1,5).

Tento koncept se snazi vytvofit obecné rozdéleni dvou tfid takové, abychom s co

nejvyss$i pravdépodobnosti zaradili novda data do spravné tiidy. Proto optimalni

klasifikator je takovy, ktery najde zobeciiujici rovinu, kterd maximalizuje rozpéti mezi

klasifikovanymi tfidami. Poloha vysledné roviny tedy zévisi pouze na podplrnych

vektorech (viz graf 5).

Graf 5: Podpiirné vektory, oddélujici rovina s linearnim jadrem

Trida +1 g

----------------------------- @) {wxD) b= 41

(wx;}+b=0

""""" @ (wx)+b=-1

Trida -1

Zdroj: viastni zpracovnani, 2015

Cilem je maximalizovat vzdalenost téchto nejblizsich, podplrnych bodl od separujici

nadroviny. Vyjdeme-li z rovnic pfimek v grafu 5, kde je zobrazena kladna nadrovina
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x*, respektive ptimka, (w,x;) + b = +1 a zdporna (x~) nadrovina (w,x; )+ b = —1,
pak rozpéti rovnice (3.4) mizeme vyjadrit jako rozdil kladné a zaporné roviny. Kazdy
bod kladné roviny mizeme vyjadiit jako bod zaporné roviny, Kk némuz pfi¢teme
konstantu k ve sméru w
x~ +kw=x"t,
dosazenim do rovnice kladné roviny zjistime hodnotu konstanty k
(x~+kw)-w+b=1

2
k=——
W W

Nyni mizeme po dosazeni hodnoty Kk, vyjadfit velikost rozpéti

2 2
M=|x" +kw—x"|=k|w| :Hm:m'
Ulohou je maximalizovat toto rozpéti za podminek
wx+b=>1
a
wx+b < —1.

Tyto dvé podminujici rovnice 1ze spojit do jedné souhrnné rovnice
vix;*w+b)=>1,kdei=1,2,..,7.

Vyuzitim euklidovské normy a faktu, Ze se zvétSujicim se rozpétim se zmenSuje
velikost vektoru w, dostavame vyslednou optimaliza¢ni Glohu.
min = ||w]|?
2 (3.6)
s.teyi(x;rw+b)=>1,i=1,2,..,¢

Rovnosti v podminujici rovnici dosahuje obvykle jen né€kolik bodu, které se nazyvaji

podputirné vektory, a feSeni celé tulohy je zavislé pravé na téchto bodech (Nilsson, 2006).

JelikoZz feSené ulohy jsou obvykle multidimenzionalni, stdva se tloha 3.6 ve své
primarni form¢ prakticky nefesitelnou, proto je nutné vyuzit principu duality a primarni

ulohu pevést do jeji dudlni formy, kterd je nasledujici
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' 1 t ¢
maXZ a; — Ez z a; ajyiij'Xj

i=1 i=1j=1
3.7)
’
s.t.:Zaiyi =0aa; =0,kdei=1,2,..,¢
j=1
VyteSenim duélni tlohy ziskame optimalni vahovy vektor w a posunuti b.
¢
w= Z a;yiX;

=1 (3.8)

1
b= ) Wwlhx, +wlx))

, kde x, a x_ jsou podptrné vektory z jednotlivych tfid (Nilsson, 2006).

3.3 Soft margin klasifikator

Jsou-li data linearné separovatelna, je mozna najit nadrovinu, ktera oddéli jednotlivé
tiidy trénovacich dat bez empirické chyby. Ale realna data neni obvykle mozné
jednoznaéné linearné rozdélit do tfid. Metoda maximum margin tedy neni uplatnitelna
a k problému musime pfistoupit jinak. Reseni je mozné uvolnénim (relaxaci) podminek
a tolerovanim malé chyby v klasifikaci. Metoda zavadi proménnou pro vyjadieni mozné
chyby. Optimalizace polohy délici nadroviny je touto metodou dosazeno maximalizaci
rozpéti, ovSem s uvazovanim poruseni podminky, coz je vyjadieno proménou ¢.

Toto vede k nasledujici minimalizaci
m
1
min= [lWll? +C ) &
i= (3.9)
t.: y((wx)+b)=21-§ag=20proi=1,..,m

parametr C vyjadiuje, do jaké miry chyba v klasifikaci ovlivni polohu nadroviny.
Hodnota konstanty C je volena pfed samotnou optimalizaci. Pokud je nastaveno C = o,
pak je hledana takova nadrovina, aby nedoslo k chybné klasifikaci v trénovacich datech.
(Lam, 2012).

Stejn¢ jako u maximum margin klasifikatoru je vyhodné vyuzit euklidovské normy a

nasledné fesit tuto ulohu s vyuzitim Lagrangeovy teorie duality.
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Primarni tilohu formulujeme jako

1 m
Lw,bEaB) =5 IWIZ+C ) &
i=1
(3.10)

3

- iﬁifi - z a;[yi((w,x;) + b) — 1+ &;]

i=1
, kde a;a B; jsou nezavislé Lagrangeovy multiplikatory. Dualni tloha muze byt feSena
vypoctem vSech parcidlnich derivaci primarni Glohy pfi souctu vah rovnajicich se nule,

neboli

m
w = Z a;yiX; (3.11)
i1

m

0= a (3.12)

i=1

To jest nasledné dosazeno do primarni ulohy, z ¢ehoz pak vyplyva

N[ =

m
Z Viyjaia{X, X;) (3.13)

j,i=1

L(w,b,& a,B) =Zal-—
i=1

Rozdil proti maximum margin metodé¢ je v podmince @ + B = C , kde a, B = 0, takze

0<apc=<C.

Hodnota C tedy uruje horni hranici velikosti Langrangeovych optimalizaénich
proménnych a; a f;, tato hranice je obfas oznacovana jako ,,box constraint®. Na volbé
hodnoty C je zavisly pomér mezi piesnosti a regularizaci. Volba hodnoty C zavisi
na podkladovych datech, podstat¢ problému a obvykle ji hledame pomoci
experimentalniho kifizového ovéfovani. To se nejlépe provadi na vice sadach (foldech)
testovacich dat. Cely proces se oznacuje jako ,multi-folded cross-validation®.
Kvypoctu Lagrangeovych multiplikdtori se nejcastéji  pouzivaji  algoritmy

kvadratického programovani (Lam, 2012).
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3.4 Jadrové funkce

Zatim jsme ptredpokladali linearné separovatelnd data. Takovy piedpoklad je ovSem
velkym omezenim. Proto zavedeme transformaci vstupnich, trénovacich dat do prostoru

s vys$i dimenzi, tzv. ,,feature space® (Li, 2006).

V piipad¢€, ze data nejsou linearné separovatelnd, ale vykazuji moZznost nelinearniho
rozdéleni do tfid, je mozné je velmi efektivné rozdélit data do tiid pomoci jadrovych
funkci tak, aby zobrazeni pavodnich, linearné¢ neseparovatelnych dat byla linearné

separovatelna.
®:R" > F (3.14)
Jadrovou funkci zavedeme tedy tak, Ze aplikujeme vhodnou funkci na skalarni soucin
K(u,v) = (®(u), ®(v)). (3.15)

Diky zavedeni jadrové funkce do trénovacich dat prevedeme ptivodni data do tzv.
feature space”, ve kterém jsou separovatelna. Jadrové funkce se tidi Mercerovym
teorémem a nabizeji implicitni mapovani do ,feature space®. Explicitni mapovani
nemusi byt vypoc¢itano, coz vyrazné usnadiuje vypocty a v kombinaci s obecnosti SVM

zmirnuje tzv. ,,prokleti dimensionality” (Lam, 2006).

Skalarni soucin ve vzorci mize byt tedy jednoduse nahrazen ptislusnou jadrovou funkci
bez vlivu na Lagrangeovu optimaliza¢ni metodu. Vysledny vzorec rozhodovaci funkce

pak ma podobu

nsvs

Z yiaiK(x;,Xj) + b (3.16)
i=1

f(x]-) = sgn

, kde nSVs znaci pocet podplrnych vektord, y; je oznaceni tiid, a; jsou Lagrangeovy
multiplikatory a b je ,,bias“, x; podptrné vektory, které se urcuji pomoci trénovaciho

procesu, X; testovany vektor.

Myslenku mapovani pomoci jadrové funkce je mozné ukazat na pripadu

polynomialniho jadra stupné 2.

2

o) = () () = <<uV”1”2> <UV5§”2>> - (@, o), (317

5

38



, Z &ehoz ziskame P (x) = (x%,V2x,x,,X3).

Obecn¢ lIze dokézat, ze pro kazdé jadro, které generuje pozitivni jadrovou
matici M;; = K(xi,xj), plati, ze K (u,v) = (®(u), ®(v)). (Li, 2006)
Vyuzitim jadrovych funkci transformujeme jednoduchy linearni klasifikator na obecny

a dobfe pouzitelny nelinedrni klasifikator. Jadrovych funkci existuje velké mnozstvi.

V tabulce 3 je nékolik typt ¢asto pouzivanych jadrovych funkei.

Tabulka 3: Vybrané jadrové funkce

Typ funkce Tvar jadrové funkce

Lineérni K(x; %) = (x;, %) + ¢
Polynomialni K(x,-, x]-) _ ( (x0 %)) + C)d
Gaussova —[|x; — X.”2
(REF) K(x;X;) = exp [—;02 ! ]
Kfivkova 10 1

K(xi’x].) = 1_[ (1 + Xi * xjk + Exik * xjk min(xl-k,xjk)
k=1

1 . 3
_gmm(xik:xjk) )

Zdroj: Lam, 2012

V jadrovych funkcich je ¢ volitelna konstanta (¢asto je volena 0), d je stupeii polynomu,

o je parametr Gaussova rozd¢leni.

Graf 6: Ukazka principu trasformace do ,,feature space®

Zdroj: viastni zpracovani, 2015
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Zajimavym dusledkem jadrovych transformaci je skute¢nost, ze ¢asova naro¢nost SVM
algoritmu neni zavisla na dimenzi vstupniho prostoru X. ReSeni se vypoéita pouze

ze skalarnich soucinu testovacich dat. (Nilsson, 2006)
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4 Data a datové zdroje

Provedeni experimentu, ktery by ovéfil presnost metody strojového uceni Support
Vector Machine, vyZaduje velké mnozstvi historickych dat banky o ud€lenych uvérech

spolu s informaci, zda byly tyto avéry fadné splaceny.

Jako kandidati, kteti by mohli poskytnout podkladova data pro tuto praci, byly zvoleny

tfi tuzemské banky, které poskytuji spottebitelské uveéry.

Komeréni banka, a.s., se sidlem Praha 1 poskytuje spotiebitelské uvéry bez zajisténi
az do vySe 2500 000 K¢. Banka vznikla v roce 1990 vyclenénim obchodni ¢innosti
ze Statni banky Ceskoslovenské. Komer¢ni banka se matetskou spolecnosti Skupiny KB

a je ¢lenem mezinarodni skupiny Société Générale.

Komer¢ni banka nabizi sluzby v oblasti retailového, podnikového a investi¢niho
bankovnictvi. Vroce 2013 méla Komeréni banka 1,6 milionu klientd a témér
400 pobocek. Sluzeb spotiebitelského financovani, které nabizi spole¢nost Essox,

jakozto dcera spolecnosti Komercni banka, vyuzivalo v téméf 300 000 klientd.

Komer¢ni banka ziskala n€kolikrat prestizni titul banka roku a nabizi spolupraci
pro studenty pracujici na bakalafskych a diplomovych pracich. Bohuzel informace
0 klientech a jejich platebni morélce jsou internimi informacemi, které bance poskytu;ji
konkurenéni vyhodu, a proto pozadovana data nemohla pro ucely této studie

poskytnout.

Druhy pokus o ziskani pottebnych dat byl proveden v Air Bank, ktera na tuzemském
bankovnim trhu pasobi od roku 2011. Podle testu serveru bankovnipoplatky.com
poskytuje jeden z nejvyhodnéjsich spotiebitelskych Gvérd na trhu. Air bank nabizi

spotiebitelsky uver bez poplatk.

Air bank je ¢lenem skupiny PPF, coz je investicni skupina piisobici ve stiedni
a vychodni Evropé¢. Tato relativné inovativni banka za prvni dva roky svého plisobeni
na Ceském trhu ptildkala 200 000 klientl a na konci roku 2014 jejich pocet presahl
300 000 a jejich pocet pravdépodobné stale poroste, jelikoz podle prizkumu agentury
STEM/MARK by si 26 % dotazanych vybralo Air bank, pokud by si mélo znovu oteviit
beézny ucet.

Pozadavek na poskytnuti trénovacich dat byl z kontaktniho centra Air banky piedan

na piislusné odd¢lent, které pozadavku ovSem odmitlo vyhovét.
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Stejny pozadavek jako na piedchozi dvé bankovni instituce byl zaslan i do Ceské
sporitelny, ktera nabizi spotfebitelsky uveér bez zajisténi az do vyse 700 000 KCc,
ke kterému nabizi pevnou urokovou sazbu. Minimalni vySe poskytovanych
spotrebitelskych uvéra je 100 000 K¢. V piipadé Gveéru se zajisténim neni jeho vyse
doptedu omezena, ale odviji se od pozadavk klienta a jeho schopnosti uvér splatit.

Ceska spofitelna je nejvétsi bankou v Ceské republice a byla zaloZena jiZz v roce 1825,
to znamena, Ze je také nejstarsi spofitelni instituci na ¢eském tizemi. Ceska spofitelna je
¢lenem skupiny Erste Group a jejich sluZzeb vyuzivad vice neZz 5 miliont klientd,

mezi které patii fyzické osoby, ale i firmy nebo obce a mésta.

I zde vSak byl pozadavek zamitnut se stejnym vyjadienim jako u Komercni banky,

Ze Se jedna o citliva interni data, ktera neni mozné poskytnout.

Jelikoz Zadnd z vybranych bank nebyla ochotna poskytnout redlna historicka data,
budou v nasledujicich kapitolach pouzita a zpracovana pseudonahodné vygenerovana

data.

Pokud by data byla bankou poskytnuta, pak by se pro provedeni experimentu rozdélila
na dvé sady. Prvni sada dat by slouzila jako trénovaci data pro vytvoreni modelu
a druha sada dat by pak slouzila jako testovaci data k ovéfeni spravnosti nastaveni

modelu.

4.1 Navrh struktury trénovacich dat

Banka se pfi poskytnuti spotiebitelského uvéru vystavuje tivérovému riziku. Toto riziko
se banka snaZi sniZit co nejkomplexné¢jsi analyzou klienta pfi dodrZeni pfijatelnych

nakladii na tuto analyzu.

Lia, Shiue a Huang ve své praci (2006) sestavili seznam parametrti popisujicich klienta,
které zaujimaji dulezité postaveni pii hodnoceni zadosti o uvér. VétsSina z nich se
shoduje se zavéry z konzultace v Ceské spofitelng, ktera sice nemohla poskytnout
samotna data, ale byl diskutovan uvérovy proces a hodnoceni klienta z pohledu
expertniho pracovnika, z ¢ehoz vyplynuly nejdulezitési atributy z hlediska hodnoceni

klientovy schopnosti uvér splatit.

Pro samotné vytvofeni modelu na zdklad¢ trénovacich dat je vhodné vzorova data

ptedzpracovat, zakodovat a piipadné seskupit.
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Do hodnoceni klientovy schopnosti splacet by mél vstoupit jeho primérny mésicni
pfijem za poslednich Sest mésict, proti piijmim je nutné zapocitat primérné pravidelné
vydaje (splatky najemného, splatky jinych uveér, pojistné, atd.). Dale je nutné
posuzovat osobni udaje zadatele, tedy ve€k, pohlavi, vzd€lani, rodinny stav, pocet
vyzivovanych déti a také misto bydliste.

Mezi osobnimi Udaji stoji za pozornost predevsim vek, kdy zvlaste¢ absolventi a obecné
lidé do t¥iceti let maji velky problém se splacenim spotiebitelskych tvérd, a proto Ceska
spofitelna velmi omezila ud€lovani téchto uvér.

Velmi dilezitym atributem popisujicim zadatele je jeho historie Cerpanych bankovnich
produktti véfitelské instituce, kdy dobra platebni moralka v minulosti mize byt
rozhodujici z hlediska schvaleni zadosti.

Tabulka 4: Mozné seskupeni a zakédovani informaci o Zadateli

pramerna vyse <10000K& |0[10000-25000K¢ |1 |>25000K¢ |2

pfijma

vySe mésicnich

nakladd vzhledemk (o, o 0(40-80% 1|<40% 2
pramérnym

mésiénim pFijmim

vék <25 let 1|25-35let 2 |35-60 let 3|>60let|4
pohlavi muz 0| Zena

rodinny stav svobodny/a 0 | Zzenaty/vdana 1 |rozvedeny/a |2

p(v)c,et vyZivovanych 111 51 2 | atd.

déti

bydlisté Zakonem stanovené Cislo kraje.

historicka platebni

moralka klienta u zadna 0 | Spatna -3 | dobra 3

véritelské banky

pocet let v

soucasném <1 0[1az3 1(3az10 2(>10 3
zaméstnani

vzdélani VA 0SS 1 | SS's maturitou | 2 | VS 3

Zdroj: viastni zpracovani, 2015

V predchézejici tabulce (tabulka 4) je sestaveno mozné zakddovani informaci o Zadateli
o spotiebitelsky uvér. V levém sloupci je popis atributu a za nim nasleduje redlna
hodnota a jeji kdédovd hodnota. Napiiklad piijem 8 000 K¢ bude mit v trénovacich
datech hodnotu 0, stejn¢ jako ptijem 5 000 K¢. U atributu bydlisté je kodovou hodnotou
zédkonem stanovené Cislo kraje, tedy naptiklad Hlavni mésto Praha ma hodnotu 1,

Plzensky kraj mé hodnotu 4.
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Aby data a vystupy metody byly zobrazitelné v dvourozmérném, popiipadé
trojrozmérném prostoru, budeme v dal§ich ¢astech prace pouzivat upraveny navrh
struktury dat z tabulky 4. Budeme piedpokladat, ze banka, ktera data poskytla, hodnoty
zakodovala do dvou skupin a vysledné ohodnoceni klienta v kazdé skupiné vyjadiila
procentnim podilem z maximalniho mozného poctu bodi ve skuping. Osobni udaje
popisyjici klienta budou tvofit jednu hodnotu a financni atributy popisujici klienta

druhou. Budeme piedpokladat, ze tento zplisob popisu bude dostacujici.
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5 Wolfram Mathematica

Wolfram Mathematica je softwarovy nastroj zaloZzeny na symbolickych vypoctech,
vyvijeny spole¢nosti Wolfram Research. Wolfram Research byla zalozena v roce 1987
Stephenem Wolframem, jenz zacal pracovat na vyvoji programu, ktery tvofil s tymem
matematikli a programatori. Spolecnost Wolfram Research je nyni celosvétove
uznavanou spolecnosti, ktera je povazovana za prukopniky v oblasti softwaru ur¢ené¢ho
pro vypocty.

Software Mathematica je vlajkovym produktem spolec¢nosti Wolfram Research a jeho
prvni verze byla vydana v roce 1988 a od té doby si ziskal miliony uzivateld, ptedevsim
diky svému wuzivatelsky pifijemnému uzivatelskému rozhrani a vykonnému jadru,
Které umoziuje provadét naro¢né, predevsim symbolické, vypocéty. Wolfram
Mathematica krom¢ symbolickych vypoctd umoziiuje samoziejmé také programovat

proceduralné a funkcionalné. (wolfram.com, 2015)

Wolfram Mathematica nalézd wuplatnéni pfi veédecko-technickych vypoctech,
¢imz se stava vyuzitelnym pro matematiky, statistiky, analytiky a pro mnoho dalSich
védecko-technickych pracovnikii. Wolfram Mathamatica neni pouze softwarovy nastroj
uréeny pro tvorbu programil, je to zaroven jedna z nejvétSich sbirek algoritmd,
ke kterym ma jeji uzivatel pfistup a jejichz pouziti je detailn€ i s nazornymi ptiklady
popsané V ndpovedé softwaru.

Vyhodné je jiz zminéné rozdéleni na uzivatelské rozhrani (front end) a jadro systému
Kernel. Front end slouzi uzivateli nejen k tvorbé programt a skriptd, ale také toto
uzivatelské rozhrani Wolframu Mathematica podporuje stylovani a formatovani textu
a mnoho dalsiho, takze 1ze Notebook (format souboru) vyuzit i jako podklad naptiklad

pro prezentace. Notebooky je mozné exportovat do jinych formatt (napt. XML).

Jak jiz bylo zminéno, prvni verze softwaru vysla v roce 1988 a po updatu v roce 1989
tato verze podporovala feseni diferencialni rovnic, piesnou interpolaci polynomd, Glohy
linearniho programovani, graficky balik pro vcetné trojrozmérného zobrazeni grafii

a mnoho dals$iho.

Prvni vétsi vylepSeni systému ptislo v roce 1991, kdy byla zvysena efektivita vypoctt
linearni algebry, pfibyla moznost detekce chyb a ladéni vytvofeného kddu nebo tieba

podpora zvukovych efektli. Vydani verze 3 vroce 1996 ptineslo zvySeni rychlosti
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a snizeni pamétové ndroCnosti pro béznéjsi operace. Nasledujici verze, ktera vysla
vroce 1999, umoznila publikovat dokumenty ve volitelnych formatech, pfinesla
moznost pifimého importu dat, obrazkl a zvuki nebo tfeba lepsi funkce pro analyzu dat.
V roce 2006 verze 6 zvysila rychlost importu a exportu nebo funkci ListPlot, ListPlot3D
a Plot3D pro velké soubory dat. Verze 8 z roku 2010 pfinesla podporu pro vypocty
finan¢énich indikatord. Verze 9, ktera byla vyuzita v ramci této prace, pfinesla zvyseni
uzivatelského komfortu diky Predictive Interface, které umozinuje automatické
dokoncovani, zvyraziiovani, rychlou nabidku moznosti pro praci s vystupy vysledi
a dalsi. Verze 10 z roku 2014 pfinesla integraci s Wolfram cloud, podporu strojového

uceni nebo funkce pro konstrukce map.

Kod vytvoteny vramei této diplomové prace je napsan v programovacim jazyce
Wolfram, respektive ve Wolfram Mathematica 9. Tato verze, ktera byla
pro vypracovani této prace k dispozici, jak vyplyva z ptechoziho odstavce s rychlym
shrnutim jednotlivych verzi softwaru Mathematica, jeSté neobsahuje podporu
pro Klasifikaci dat. Tato programova podpora je dostupna az od verze 10,
proto pro pifedzpracovani zdrojovych trénovacich dat byla vyuZita externi knihovna

napsana v jazyce Java. Jeji popis a pouziti je popsano v nésledujici kapitole.

Wolfram Mathematica obsahuje pies deset tisic funkci a né€které z nich jsou piestaveny

Vv nasledujicich odstavcich nejen v jejich syntaktické podobg.

5.1 Export

Wolfram Mathematica je schopen automaticky exportovatdo velkého mnozstvi
datovych souborti. VSechny formaty soubort, do kterych je mozné export provést,
Ize zjistit vypisem $ExportFormats V prostfedi Wolframu Mathematica, ktery vrati

ve verzi 9 nasledujici seznam

{3DS,ACO,AIFF,AU,AVI,Baseb4,Binary,Bit,BMP,Byte,BYU,BZIP2,C,Characterl
6,Character8,Complexl128,Complex256,Complex64,CSV,DICOM,DIF, DIMACS, DOT,
DXF, EMF, EPS, ExpressionML, FASTA,FITS, FLAC, FLV,GIF,Graph6,Graphlet, Graph
ML, GXL,GZIP,HarwellBoeing, HDF, HDF5, HTML, Integer128, Integerl6, Integer24
, Integer32, Integer64, Integer8, JPEG, JPEG2000, JSON, JVX, KML, LEDA, List, LWO
,MAT, MathML, Maya, MGF,MIDI, MOL,MOL2,MTX, MX, NASACDF, NB, NetCDF, NEXUS, NOFF
,OBJ, OFF, Package, Pajek, PBM, PCX, PDB, PDF, PGM, PICT, PLY, PNG, PNM, POV, PPM, PX
R,QuickTime, RawBitmap,Reall28,Real32,Real64,RIB,RTF, SCT, SDF, SND, Sparse
6,STL,String, SurferGrid, SVG, SWF, Table, TAR, TerminatedString, TeX, Text, TG
A, TGF,TIFF,TSV,UnsignedIntegerl28,UnsignedIntegerl6,UnsignedInteger24,
UnsignedInteger32,UnsignedInteger64,UnsignedInteger8,UUE,VideoFrames,V
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RML, VTK, WAV, Wave64, WDX, WMF, X3D, XBM, XHTML, XHTMLMathML, XLS, XLSX, XML, XYZ,
ZIP, ZPR}

Ze seznamu formatu, které je mozné pouzit jako tieti parametr funkce Export, je vidét,
ze mezi exportnimi formaty se nachazeji naptiklad HTML, XLS, XML nebo v této praci
pouzivané¢ PNG a PDF.

Samotna funkce Export je snadno pouzitelna. Casto se pouziva formulace
Export[“file.ext",expr], kde prvnim parametrem je nazev souboru s piiponou ext

a druhym je objekt uréeny k exportovani.

Exportovat je mozné také cely obsah Notebooku. To je mozné piikazem
Export[“file.pdf", EvaluationNotebook[]], ktery provede vypocet celého Notebooku

a nasledné jej vyexportuje do PDF souboru.

5.2 ListPointPlot3D

ListPointPlot3D je funkce Wolframu Mathematica, ktera slouzi ke generovani
trojrozmérnych grafti. Prvni parametrem této grafické funkce je mnozina bodu, které je
cilem zobrazit. Tyto body mohou byt ve formatu seznamu reprezentujicich soutadnice
jednotlivych bodu ListPointPlot3D[{x1, Y1, Z1},{X2, Y2, Z2}, ..., {Xn, Yn, Zn}] nebo také
jako seznam né¢kolika datovych kolekci ListPointPlot3D[{data;, data,, ... , data,}].
Praktickym zptsobem, jak vykreslit body dané funkce, je data ulozit do struktury Table

a nasledné tuto strukturu seznamt vykreslit pomoci funkce ListPointPlot3D.

Table[{Cos[i]Sin[i],Sin[i],0}+{0,0,1},{1,0,180P1i,.9}]

Tento ptikaz vygeneruje jednotlivé body jako seznamy, jejichz jednotlivé hodnoty
se budou fidit definovanymi pfedpisy rovnic. Parametr na posledni pozici definuje
parametry generovani, vtomto piipadé¢ budou do pfedpisit funkci za proménnou

i dosazovany hodnoty od nuly do 180x se skokem o velikosti 0.9.

Vygenerovand data v tomto ptipad¢ maji nasledujici podobu

{{0.,0.,0.},{0.486924,0.783327,0.9},{-0.22126,0.973848,1.8}, {-
0.386382,0.42738,2.7},{0.396834,-0.44252,3.6},{0.206059, -
0.97753,4.5},{-0.4904¢68

{0.0740156,0.997242,560.7}, {-0.498376,0.678034,561.6},
{0.152448,-0.154296,562.5}, {0.429103,-0.869858,563.4},{-0.347434, -
0.927129,564.3},{-0.271227,-0.282767,565.2}}
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Tato data jsou pak dosazena jako argument do funkce ListPointPlot3D

ListPointPlot3D[Table[{Cos[i]Sin[i],Sin[1],0}+{0,0,1},{1,0,180
Pi, .9}11]

Po spusténi tohoto zapisu jsou vykresleny vygenerované body v trojrozmérném grafu,

ktery byl pomoci exportni funkce ulozen do forméatu PNG a je zobrazen na obrazku 4.

Obrazek 4: Priklad bodového grafu v softwaru Mathematica

Zdroj: Vlastni zpracovani, 2015

5.3 Plot3D

Funkce Wolframu Mathematica Plot3D vykresluje predepsanou funkci jako
tfidimenziondlni plochu. Povinnymi parametry jsou piedpis funkce a rozsahy

proménnych x ay.

Po vykresleni plochy v Notebooku Wolframu Mathematica je mozné se zobrazenym
trojrozmérnym grafem dale manipulovat. Rotovat plochou je mozné pohyby kurzoru
mysi za soucasného pfidrZzeni levého tlacitka mysi nad pfisluSnym grafem. Takeé je
mozné graf pfiblizit nebo naopak oddalit, to je mozné ptidrzeni klavesy ,,Ctrl*
a pohybem mysi nahoru pro zvétSeni a doli pro zmenSeni. Klavesa ,,Ctrl* plati

pro systémy Windows, pro Linux je to klavesa ,,Cmd*.
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Wolfram Mathematica nabizi pro vizualizaci grafi fadu moznosti rozsifeni zakladni
podoby grafu. Pro Plot3D jsou t€émit0o moznostmi napiiklad zobrazit nebo skryt osy,
definovat barvu povrchu plochy, zobrazit explicitni body nebo k#ivky, definovat rozsah

zobrazeni grafu a mnoho dalSich.

Plochu ve Wolframu je tedy mozné vykreslit piikazem Plot3D[ f, {X, XminXmax}, {Y,
Ymins Ymax}]-

Plot3D[Sin[x]*Cos[y*Exp[x]], {X, -2 Pi, 2 Pi}, {y, -2 Pi, 2 Pi}]

Tento ptipad plochy v trojrozmérném prostoru v softwaru Mathematica je zobrazen na

obrazku 5.

Obrazek 5: Priklad funkce Plot3D ve Wolframu Mathematica

Zdroj: vlastni zpracovani, 2015

U trojrozmérnych grafii, které mizou byt naroné z hlediska ptedstaveni si jejich tvaru
ve tfech dimenzich na dvourozmémém monitoru, poskytuje Wofram Mathematica
automatickou funkcionalitu, diky které ve vykreslené ploSe dynamicky pii rotovani
plochou méni barevné zobrazeni a stinovani tak, aby si uzivatel co nejsnadnéji

predstavil realny tvar vizualizované funkce.
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5.4 Volby grafiky

Kromé funkei nabizi Wolfram Mathematica také moznost upravovat kone¢nou podobou
grafickych objektli pomoci voleb. Jedna se vlastné¢ o argumenty funkci, které nejsou

povinné.

Jednou z nich je napiiklad volba PlotStyle. Pomoci této volby lze nastavovat styl
jednotlivych objekt a upravovat tak vychozi nastaveni grafickych objektd v softwaru

Mathematica.

Syntakticky zapis je PlotStyle -> g nebo PlotStyle -> {g;}, pokud je potieba

nastavit vice ptikazii stylovani.
Mezi ptikazy pro stylovani vizualizaci patii naptiklad:

e Dashing - definuje zpuisob pterusovani primek.

e EdgeForm — nastavuje styl okraji obrazc.

e FaceForm — nastavuje styl vyplné€ obrazci.

e Opacity — definuje uroven pruhlednosti objektu.

e PointSize — slouzi k volb¢ velikosti zobrazenych bodu.

e RGBColor — nastavuje barvu objektu pomoci modelu red-green-blue.
e Specularity — definuje troven zrcadleni obrazce.

e Thickness — nastavuje Sitku kiivek a car.

SphericalPlot3D[{1, 2, 3}, {¢, 0, Pi}, {¢, 0, 3 Pi/2}

, PlotStyle -> {Red, Opacity[©.5], EdgeForm[{Thick, Blue}]}]

Na pitedchozim tseku kodu ve Wolframu Mathematica jsou vyvedeny 3 kruznice
s poloméry 1, 2 a 3, jejichz vzhled je upraven pomoci moznosti PlotStyle. Vystup je
na obrazku 6, kde vlevo je vychozi nastaveni Wolframu Mathematica a vpravo

zobrazeni ovlivnéné parametry.
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Obrazek 6: Vliv vybranych parametri PlotStyle

Zdroj: vlastni zpracovani, 2015

Volba Mesh slouzi k zobrazeni explicitnich bodi vypoctenych pii generovani
dvoudimenzionalniho grafu, respektive kiivek v pfipadé trojdimenzionalniho.

Tyto vypoctené body nebo kiivky je mozné stylovat pomoci nastaveni MeshStyle.

Volba Filling piidava vypli pod kiivky nebo body v grafech. V piipadé vice
prekryvajicich se kiivek v jednom grafu dojde k automatickému zvySeni pruhlednosti
vyplné tak, aby byly rozeznatelné jednotlivé kiivky.

Pomoci voleb lze také explicitné ur€ovat rozsah zobrazovanych dat pomoci DataRange

nebo rozsah zobrazovanych os (PlotRange).

Voleb je v softwaru Mathematica velké mnozstvi a umoziuji uzivateli dobfe pracovat

s daty, respektive s jejich piehlednym zobrazenim.
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6 JavaaLIBSVM

Pro zpracovéani vstupnich a zpracovani vstupnich dat bylo vyuzito programovaciho
jazyka Java, tato data jsou dale zpracovana pomoci knihovny externi LIBSVM,

ktera vytvaii model a poskytuje hodnoty koeficienti.

Java je objektové orientovany programovaci jazyk, ktery vychazi z programovaciho
jazyka C. Java jako technologie, zahrnuje programovaci jazyk a platformu. Java byla
vyvinuta spolecnosti Sun Microsystems v roce 1995. Soucasnym vlastnikem je Oracle

Corporation, poté co prob¢hla akvizice téchto dvou spolecnosti.
Java je vyssi programovaci jazyk, ktery je oblibeny piedevsim diky svoji pfenositelnosti
a nezavislosti na architektufe, coz zajiStuje jednotny béh programu na riiznych

operacnich systémech.

LIBSVM je open source knihovna pro podporu vypocti strojového uceni. Tato
knihovna byla vytvoiena na Nation Taiwan University, autorska prava knihovny

a zieknuti se odpovédnosti za tuto knihovnu jsou uvedena v piiloze D.
Pro béh této externi knihovny je potieba Java verze 1.5 nebo vyssi.

Aktualni verze této knihovny je verze 3.20, kterd vysla v listopadu roku 2014, a praveé

tato verze byla pouzita v programovém feSeni pii zpracovani vstupnich dat.

LIBSVM vyuziva pro vytvofeni modelu metodu Sequential minimal oprimalization

(SMO), coz je algoritmus pro feseni Gloh kvadratického programovani.

e

nebo hledani rozdéleni vstupnich dat.

Zdrojovy kod v jazyce Java, ktery vyuzivd LIBSVM knihovnu, byl implementovan
ve vyvojovém prostiedi Eclipse Java EE IDE for Web Developers ve verzi Mars

Milestone 2. Verze jazyka Java byla pouzita Java SE 7.
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7 Implementace algoritmu

Implementace algoritmtl je rozd€lena do dvou celkt, které na sebe navazuji. V prvni
Casti, ktera je vytvofena v jazyce Java, dochazi k nacteni zdrojovych dat, vytvofeni
modelu knihovnou LIBSVM a vyexportovani podkladovych souborid pro druhou
programovou ¢ast. Ve druhé casti pak dochazi k reprezentaci vysledku, vizualizaci
trénovacich dat modelu a vizualizaci rozhodovaci funkce. Druha cast je vytvofena

v jazyce Wolfram.

Pro zpracovani vstupnich dat a vytvofeni modelu slouzi Java tfida CreateModel.java
(ptiloha A). K vizualizaci vysledku byl v softwaru Mathematica vytvoien Notebook
ShowModel.nb (piiloha B).

Popis implementace algoritm bude doprovazen modelovym ptiikladem, ktery bude
vyuzivan pro demonstraci fungovani jednotlivy programovych usekl, ptipadné

pro ukazky vystupt jednotlivych funkci ve Wolframu Mathematica.

7.1 Zpracovani vstupnich dat

Pro zpracovani vstupnich dat a pro vyuziti externi knihovny LIBSVM pro trénovani
modelu byla vytvofena tifida CreateModel.java. Ta pracuje s trénovacimi daty,

ktera jsou ulozena v souboru datalnput.csv.

Ttida CreateModel.java obsahuje pouze jednu metodu uréenou ke zpracovani vstupnich
dat a vytvotreni modelu. Metoda pracuje s polem vstupnich argumentt, kde na prvnim
misté v pofadi je typ jadrové transformace. Metoda umoznuje tfi transformace, a to
linearni, polynomialni a RBF (Radial basis function, nékdy také znama jako Gaussova).
Pokud typ transformace neni uveden, pak se defaultné¢ uvazuje linearni typ

transformace.

String kernelMetodType = args[0];
if (kernelMetodType == null) {
kernelMetodType = "linear";

}

Po zjisténi typu transformace se nastavuji parametry modelu knihovny LIBSVM. Toto
nastaveni se provadi na instanci tfidy svm_ parameter. Mezi dulezité parametry,

které ovliviwyji polohu separujici nadroviny, patii C, coz je konstanta ovliviiujici vahu
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chyby (viz rovnice 3.9) a pro Gaussovu transformaci je to parametr gamma,
ktery ovliviuje tvar kiivky, respektive nadroviny.
svim_parameter param = new svm_parameter();

param.svm_type = svm_parameter.C_SVC;
param.C = 1000;

if (kernelMetodType.equals("linear")) {
param.kernel_type=svm_parameter.LINEAR;

} else if (kernelMetodType.equals("polynomial™)) {
param.kernel_type=svm_parameter.POLY;
param.coef@ = 0;
param.gamma= 0.5;
param.degree = 2;

} else if (kernelMetodType.equals("rbf")) {
param.kernel_type=svm_parameter.RBF;
param.gamma= 0.5;
param.degree = 2;
param.coef@ = 0;

Pro generovani jednotlivych variant vstupnich dat, které budou zpracovany v dalsich
¢astech této préce, jsou tyto parametry ménény piimo ve zdrojovém kodu. Proto je
nutné program po zmén€ vzdy zkompilovat, o coZ se stard vyvojové prostiedi,

ze kter¢ho byl kod programu spoustén.

V dalsim pokracovani programu je vytvofena instance tfidy svm_problem (tfida

z knihovny LIBSVM), do které se vkladaji trénovaci data.

svm_problem p = new svm_problem();

Aby bylo mozné trénovaci data do této instance vlozit, je nutné je nejprve zpracovat
ze vstupniho souboru. Soubor datalnput.csv s hodnotami oddélenymi ¢arkou obsahuje
radky, kde kazdy znich popisuje jeden vstupni bod modelu. Na posledni pozici
v kazdém tadku se nachédzi hodnota 1 nebo -1, ktera popisuje ptislusnost bodu do tiidy.
Tato data jsou mnoZinou popsanou zapisem 3.3, posledni hodnota viadku je vy;

a predchozi hodnoty jsou vektorem X. Vstupni soubor miiZe vypadat nasledovné

0,0,-1
-1,-1,1
1,-1,1
-1,1,1
1,1,1
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Z hlediska moznosti vizualizace dat budeme pracovat se vstupnimi daty o dimenzi 2.

Vstupni data modelového ptikladu jsou vyobrazena v grafu 7.

Graf 7: Vizualizace vstupnich dat modelového piikladu

Zdroj: viastni zpracovani, 2015

Tato data jsou v programu ulozena do matice pointList, kterd reprezentuje tuto
mnozinu vstupnich vektori a kterd je vytvofena z ArrayListi, aby byla mozné
dynamicky ptidavat nové prvky. Staticka pole totiz vyZzaduji definovéani jejich délky
pred samotnym plnénim data. V tomto ptipad¢ je obtizné definovat pocet prvk, jelikoz
pocet tadki, které reprezentuji jednotlivé vstupni entity (zadatele o uvéry), se mize pro

jednotlivé varianty trénovani lisit.

Pro pieéteni souboru je vytvofena instance BufferReader, coZ je standartni tfida Javy
slouzici ke cteni soubort. Pii jejim vytvofeni je v Kkonstruktoru vyuzita tfida

FileReader, ktera definuje cestu k souboru.

ArrayList<ArraylList<svm_node>> pointList = new
ArraylList<ArrayList<svm_node>>();
ArrayList<Double> classes = new ArraylList<Double>();
String csvFile = "dataInput.csv";
BufferedReader br = null; String line = "";
String cvsSplitBy ","; //separator
int pointCount = ©; //temporary number of data points
int dim = @; //dimension of training data
p.1 = 0;
br = new BufferedReader(new FileReader(csvFile));
int iter = 0;
while ((line = br.readLine()) != null) {

pointCount += 1;

System.out.println("radka "+line);
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String[] datalLine = line.split(cvsSplitBy);
for (int i = @; i < datalLine.length;i++) {
if (i>dim) dim = i; }
if (i+1 < datalLine.length) { //point
pointList.add(new ArrayList<svm_node>());
svim_node node = new svm_node();
node.index = i;
node.value = new Double(datalLine[i
pointList.get(iter).add(node);
}else{ //class
classes.add(new Double(datalLine[i]));

}
}
p.l += 1;
iter += 1;
}

V cyklu, ktery pokracuje, dokud zbyva v souboru dals$i neptecteny tadek, jsou data
zpracovana a ulozena do matice pointList, respektive do pole classes, pokud se
jednd o posledni hodnotu na tadku, kterd udava piisluSnost do tfidy. Nacteni dal§iho
fadku ze souboru se vstupnimi daty zajist'uje metoda instance BufferReaderu readLine.
Cyklus konci ve chvili, kdy tato metoda vrati ,,null”, coZ znamena, ze nenalezla zadny

w7 oM

dalsi fadek ke cCteni.

Nactend tfadka je pomoci funkce split uloZzena do pole fetézch. Split je funkce,
ktera podle pfedlozeného parametru (v tomto ptipad¢ ¢arka) rozdéli textovy fetézec do

pole.

Poté, co jsou data z jedné fadky rozdélena na jednotlivé hodnoty, zapoc¢ina dalsi cyklus,
tentokrat cyklus for, ve kterém jsou data z konkrétni fadky zpracovana. V tomto cyklu
je zjisSténa dimenze vstupnich dat, posledni hodnota v fddce uloZena do seznamu tiid
(classes) a jednotlivé cCasti vektoru popisujici klienta jsou vlozeny do seznamu

pointList. Body jsou do tohoto hlavniho seznamu vlozeny také jako seznamy.

Takto zpracovana vstupni data jsou nasledné pfifazena do jiz vytvofené instance

svm_problem.

p.1 = pointCount;
.X = new svm_node[pointCount][dim];
p.y = new double[pointCount];

for (int i = @; i < pointCount; i++) {
p.y[i] = classes.get(i);
for (int j = @; j < pointList.get(i).size(); j++) {
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p.x[1][j] = new svm_node();
p.x[1][j].index = pointList.get(i).get(j).index;
p.x[1][j].value = pointList.get(i).get(j).value;

Instance} ttidy svm_problem vyzaduje ke spravnému trénovani modelu nastavit pocet
vstupnich bodu (p.1), do matice p.x vlozit vstupni body a do pole p.y prifadit téidy
téchto vlozenych bodii. Nastaveni poctu trénovacich bodl a nastaveni velikosti matice
probéhne pred systémem cykld, jejich ucelem je prichod dynamicky naplnéné seznami

a vloZeni téchto dat do datovych struktur knihovny LIBSVM.
Spousténi trénovani modelu je provedeno pomoci
svm_model model = svm.svm_train(p, param);

Timto trénovanim se vytvoii model, ze které¢ho lze Cerpat informace o vypoctenych

atributech nebo vyhledanych podptirnych vektorech

Vysledky trénovani modelu jsou ulozeny do vystupniho souboru javaData.dat, ktery je
vstupem pro vizualizaci, kterd je popsana v nasledujici kapitole. Vystupy jsou

do souboru zapsany pomoci tiidy PrintWriter.

PrintWriter writer = new PrintWriter("javaData.dat", "UTF-8");

Informace obsazené v souboru jsou vzorec pro vypocet jadrové transformace

Vv zavislosti na volbé z ivodu programu

if (kernelMetodType.equals("linear")) {
writer.println("kernel[x_,y_ J]:=Sum[x[[i]]*y[[i]],{i,1,Length[x]}];");
else if (kernelMetodType.equals("polynomial™)) {
writer.println("kernel[x_,y_Jl:=Sum[(x[[i]1*y[[i]])"2,{i,1,Length[x]}];
)5
} else if (kernelMetodType.equals("rbf")) {
writer.println("kernel[x_,y_ ]:=Exp[-"+param.gamma+"*Sum[ (x[[1i]]-

y[[i11)"2,{i,1,Length[x]}]1];");

, hodnota koeficientu (biasu, posunuti) b ze vztahu 3.4

writer.println("b="+model.rho[0]*-1+";");

, seznam Lagrangeovych koeficientl alfa vynasobenych ptisluSnou hodnotou y;

writer.print("alphay={");
for (int i = @; i < model.SV.length; i++) {
if (i == 0) {
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writer.print(model.sv_coef[0][i]);
}else {
writer.print(","+model.sv_coef[0][i]);
}
}

writer.println("};");

a seznam podptirnych vektort, které byly pfi trénovani dohledany metodou SMO.

writer.print("SV1list={");
for (int i = @9; i < model.SV.length; i++) {
if (1 == 0) {
writer.print("{");
for (int j = @; j < model.SV[i].length ; j++) {
if (j ==0) {
writer.print(model.SV[i][j].value);
}else {
writer.print(","+model.SV[i][j].value);
}
}
writer.print("}");
}else {
writer.print(",{");
for (int j = @; j < model.SV[i].length ; j++) {
if (J ==9) {
writer.print(model.SV[i][j].value);
}else {

writer.print(","+model.SV[i][j].value);

b}

writer.print("}");

1}

writer.println("}");

Na zavér programu dojde k uzavieni souboru javaData.dat ptikazem

Writer.close();

7.2 Vizualizace modelu

Data vygenerovand pomoci programu popsané¢ho V piechozi kapitole 7.1 jsou vstupem

pro skript v jazyce Wolfram. Kod je ulozen souboru ShowModel.nb. Piipona *.nb je

standardnim datovym formatem softwaru Wolfram Mathematica.

Skript za¢ind piikazem Clear["Global *"];, ktery vyprazdni veskeré proménné

v prostiedi softwaru Mathematica. Proménné ve Wolframu Mathematica totiz svoji

platnosti ptesahuji Notebook, ve kterém jsou pouzity, proto byva vyhodné pouzivané

proménné pied spusténim programu vyprazdnit.
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Druhym krokem je nastaveni cesty k souborim s pivodnimi vstupnimi daty. Cesta
k souborim byla nastavena do adresare, kde se nachazi pravé pouzivany Notebook
Mathematica, z ¢ehoz vyplyva pozadavek, aby tento adresar obsahoval dva pozadované

soubory ke spravnému béhu Notebooku.

Soubory potfebné k béhu programu jsou vstupni data ulozena v CSV souboru
datalnput.csv, tedy stejnd data, jaka jsou pouzivana v Java ttid¢ CreateModel.java.
Druhym souborem je piedzpracovany model v souboru javaData.dat, ktery je vystupem

ttidy CreateModel.java.

Nastaveni cesty do adresafe aktudln¢ pouzivaného Notebooku se provede piikazem

SetDirectory[NotebookDirectory[]];.

Po spravném nastaveni cesty k datovym souboriim jsou nactena data z prvniho souboru
datalnput.csv. Tato data jsou wulozena do proménné DataSet piikazem
Import["dataInput.csv", "CSV"]. V programovacim jazyce Wolfram neni potieba
urCovat typ proménné, software Mathematica si ho ur¢i za béhu sam. V tomto ptipadé
vytvoii seznam, jehoz slozky jsou dal§i seznamy s daty z jednotlivych fadkd souboru.
Navazeme-li na piiklad vstupnich dat z kapitoly 7.1, pak by data nactena v softwaru
Wolfram Mathematica méla nasledujici podobu

In[1]:= DataSet

out[1]= {{e, e, -1}, {-1, -1, 1}, {1, -1, 1}, {-1, 1, 1}, {1, 1, 1}}.

Nactend data jsou pro lepSi moZnosti vizualizace zpracovana do dvou seznamil
positiveData a negativeData, do kterych jsou vstupni data roztiidéna podle jejich

prislusnosti do kladné nebo zaporné ttidy.

positiveData={};

negativeData={};

For[i=1,i< Length[DataSet]+1,i++,
line = DataSet[[i]];
point = Delete[line,3];

If[1line[[3]] > o,

positiveData = Append[positiveData,point]
,hegativeData = Append[negativeData,point]
15
15

Oba seznamy jsou nejprve inicializovany jako prazdné, aby bylo mozné do nich v cyklu

ptfidavat prvky. Nésledné jsou prochazeny jednotlivé prvky seznamu, ze které¢ho je
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odstranén posledni prvek, ktery znaci zatfazeni do ptislusné tfidy, a zaroven je podle této

hodnoty zbytek fadku zafazen do jednoho ze seznamu.

Seznamy obsazené v seznamech positiveData a negativeData jsou vektory popisujici

jednotliva trénovaci data. Seznamy v tomto modelovém piipadé vypadaji takto

In[1]:
In[2]:

positiveData
negativeData

OUt[1]= {{'1: -1}, {1: '1}) {'1: 1}: {11 1}}
out[2]= {{e, @}}

Ze zpracovanych vstupnich dat je vytvoifena jejich grafickd vizualizace. K tomuto ucelu
byl vyuzit ListPlot, ktery je standardnim grafickym nastrojem zabudovanym Vv
softwaru Mathematica. Tento typ grafu uvazuje seznamy, které jsou pro néj vstupem,

jako soufadnice bodil v rovinné kartézské soustavé soufadnic.

positiveDataGraph =
ListPlot[positiveData,PlotMarkers—{"+",25},PlotStyle—»{Red}];
negativeDataGraph = ListPlot[negativeData,PlotMarkers—{"-
",25},PlotStyle—~{Blue}];

Mathematica nabizi fadu nastaveni, pomoci kterych lze upravit zobrazeni dat. Pro
zobrazeni seznaml positiveData a negativeData bylo pouZito PlotMarkers a
PlotStyle. PlotMarkers umoznuji definovat vzhled =znacek v grafu, seznam
positiveData je zobrazen znackami ,,+“ a negativeData znaCkami ,-“. PlotStyle

umoziuje obecné upravy vzhledu grafu jako je barva vykreslenych hodnot, jejich

velikost, Sitka ¢ar a podobné.

Po zpracovani vstupnich dat je naimportovan druhy soubor javaData.dat, ktery byl
vygenerovan tiidou CreateModel.java a obsahuje informace potfebné k vizualizaci
modelu. Tentokrat se nejedna o import data jako v ptipadé souboru inputData.csv, ale je
potteba soubor piecist jako kdd napsany ve Wolframu. K tomuto ucelu slouzi ptikaz
<<javaData.dat;. Timto piikazem ziskame seznam podpirnych vektort (Svlist),
seznam Lagrangeovych multiplikdtori vynasobenych klasifikaci tfidy (proménna

alphay), bias (proménna b) a také jadrovou transformaci (proménna kernel).
V ptipadé¢ modelovych zdrojovych dat, na kterych byly zatim jednotlivé piikazy
demonstrovany, vypada obsah souboru javaData.dat nasledovné

kernel[x_,y_]:=Sum[(x[[1]]*y[[1]1])"2,{1,1,Length[x]}];
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b=-1.74674125255883;
alphay={4.370023254081888,14.235105359588056, -8.38725935711482, -
10.217869256555124};
SVlist={{1.0,-1.0},{0.8,0.6},{0.25,0.5},{-0.6,0.2}}

V softwaru Mathematica je mozné do grafii krom¢ funkci a bodua piidavat také
specifické tvary pomoci metody Graphics, ktera slouzi k reprezentaci obrazki a praci
s nimi. Jednou z funkci je Graphics je Circle, ktera vykresli na zadanych soufadnicich
kruh o definované velikosti. Této vlastnosti softwaru Mathematica je vyuzito
pro vyznaceni podpurnych vektort. Jednotlivé definované kruhy jsou uloZeny

ve struktute tabulky.

SVmarker =
Table[Graphics[Circle[SV1ist[[i]], ©.01]], {i, 1, Length[SV1ist]}];

V dal§im kroku programu je vytvofena funkce definujici separujici nadrovinu.
Pro snadnéjsi naprogramovéni funkce byl vztah 3.4 upraven dosazenim za proménnou
vektoru w a nasledné vytknuto Y'¢_, a;y; tak, aby bylo mozné dosadit do rovnice
vypocet jadrové transformace. Vysledny tvar nadroviny pak v softwaru Mathematica je

definovan jako

separablePlane[x_] :=
Sum[ (alphay[[i]])*kernel[SV1ist[[i]], x], {i, 1, Length[alphay]}] +
b;,

kde x_ je vektor, ktery do rovnice vstupuje jako neznama. Jadro kernel[SV1ist[[i]],
x] je ze souboru javaData.dat. Vystup této rovnice pro polynomialni jadro stupné 2 z dat

pouzivanych v pifedchozim textu je nasledujici
In[1]:= separablePlane[{x1, x2}]

Out[1]= -1.74674 - 10.2179 (0.36 X172 + 0.04 x2"2) -
8.38726 (0.0625 x172 + 0.25 x2°2) +
14.2351 (0.64 x17°2 + 0.36 x272) + 4.37002 (1. x1"2 + 1. x2"2)
Podle vztahu 3.4 se rovnice separujici nadroviny musi rovnat nule. K vizualizaci této

skute€nosti lze vyuZit ContourPlot, kterd pifi spravné konfiguraci zobrazi vrstevnici

funkce, kde hodnota na ose z je nulova.

separablePlaneGraph =
ContourPlot[
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separablePlane[{x, y}], {x, -1.08, 1.08}, {y, -1.08, 1.08},
Contours -> {0}, ContourShading -> none,
ContourStyle -> {Green, Thickness[0.005]}];

Parametry contourPlot jsou funkce, jejichz vrstevnice maji byt zobrazeny
(separablePlane[{x, y}]), rozsah os xay ({x, -1.e8, 1.08}} a {y, -1.08, 1.08}),
dilezity parametr Contours -> {0}, ktery zajisti zobrazeni pouze vrstevnice na hlading.
Nasleduji parametry, které ovliviiuji vzhled vrstevnic. ContourShading pro nastaveni

stinovani, a ContourStyle pro nastaveni napiiklad barvy vrstevnic nebo jejich $irky.

Nyni mame k dispozici vSechny soucasti, které jsou potiebné k sestaveni modelu.
Jednotlivé diive vytvorené grafy je v softwaru Wolfram Mathematica mozné zobrazit
do jedné kartézské soustavy soutadnic. K tomuto ucelu je v softwaru Mathematica
ptipravena funkce show, do které lze jako parametry vlozit jednotlivé grafické prvky,
které byly v pfedchozich ¢astech kodu vytvoteny, a zobrazit je vSechny najednou. Také

je mozné ve vysledném, souhrnném, grafu provést formatovani.

Show[positiveDataGraph, negativeDataGraph, separablePlaneGraph,
SVmarker, PlotRange -> {{-1.1, 1.1}, {-1.1, 1.1}},
ImageSize -> {700, Automatic}, AxesOrigin -> {0, 0}]
PlotRange nastavi rozsah zobrazované oblasti grafu, ImageSize slouzi pro konfiguraci
velikosti obrazku grafu a AxesOrigin nastavi poZzadovany prunik os. Pokud toto

nastaveni neni provedeno, software Mathematica nastavi osy tak, aby byly co nejblize

zobrazovanym datiim, a proto nemusi vzdy prochazet poc¢atkem.
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Graf 8: Souhrnny graf modelového piikladu

—0s5f

Zdroj: vlastni zpracovani, 2015

Graf 8 je vystup modelu, jehoZ trénovaci data obsahovala pét prvki, Ctyfi patfici do
kladné tidy ([1,1], [-1,-1], [-1,1], [1,-1]) a jeden do zaporné tfidy (bod [0,0]). Trénovani
bylo spuSténo s polynomidlnim jadrem stupné 2 a jako podplrné vektory byly
vyhodnoceny body [0,0], [1,1] a [-1,1].

In[1]:= SVl1ist
Out[1]= {{-1., 1.}, {1., 1.}, {0., @.}}

Koeficienty modelu a;y;, které jsou ulozeny v poli alphay, nabyly hodnot

In[84]:= alphay
out[84]= {2., 2., -4.}

Pro polynomialni jadrovou transformaci byla vytvofena trojrozmérna Vvizualizace
trasformace dat a odd¢lovaci nadroviny. Vstupni body jsou nejprve piepocéteny podle

vzorce 3.17 do prostoru o dimenzi 3.

positiveData3D = {};
negativeData3D = {};
For[i=1,i< Length[positiveData]+1,i++,
line = positiveData[[i]];
point3D = {line[[1]]72,Sqrt[2]*1ine[[1]]*1ine[[2]],1line[[2]]"2};
positiveData3D = Append[positiveData3D,point3D];
1
For[i=1,i< Length[negativeDatal]+1,i++,
line = negativeData[[i]];
point3D = {line[[1]]"2,Sqrt[2]*1line[[1]]*1ine[[2]],1ine[[2]]"2};
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negativeData3D = Append[negativeData3D,point3D];

1
V cyklu For jsou zpuvodnich seznamili positiveData a negativeData vytvofeny
seznamy positiveData3D a negativeData3D podle jiz zminéného vzorce 3.17.
Pii vypoctu je pouzita funkce Sqrt, ktera vraci odmocninu piedloZzeného ¢isla, a novy
vektor je jako seznam ulozen do proménné point3D, ktery je nasledné piidan
do seznamu, ktery byl inicializovan pted cyklem. Ptidani je provedeno pomoci funkce
Append, ktera na konec seznamu prida novou hodnotu. Seznam, do kterého je hodnota
ptidavana, je definovan jako prvni parametr funkce Append. Pfidavand hodnota je

druhym parametrem této funkce.

Z takto upravenych dat je nasledné sestaven Module. Vyhodou Module je, Ze proménné
pouzité uvnitf tohoto prvku jsou lokalni na rozdil od proménnych v softwaru
Mathematica obecné, které jsou vzdy globalni, a jejich platnost pfesahuje rozsah
Notebooku. V ramci modulu je mozné definovat libovolny kéd. Zde jsou v modulu
vytvofeny trojrozmérné grafy positivnich a negativnich bodl. Zobrazit bod
V trojrozmérném prostoru je mozné pomoci ListPointPlot3D, kterému se jako parametr
predkladd seznam bodi, a také je mozné tento graf formatovat vyuZitim PlotStyle.
Kromé transformovanych bodu je také zobrazena odd€lujici nadrovina. Ta je zobrazena
jako Plot3D, kterému se predlozi funkce poZzadovana k zobrazeni, nastavi se rozsah osy
X a oSy Y. Jednotlivé vytvorené grafy v Module jSOU na zavér zobrazeny jiz znamou

funkci show. Cely tento modul je uloZzen do proménné MyPlot3D.

Zobrazime-li proménnou MyPlot3D, ziskame pohled na data ve feature space.
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Graf 9: Data ve feature space

Zdroj: vlastni zpracovani, 2015

Pro ostatni varianty je piipraveno vykresleni separujici nadroviny bez vizualizace dat,

ze kterych byl model sestaven.

Plot3D[separablePlane[{x, y}], {x, -1.08, 1.08}, {y, -1.08, 1.08},
PlotPoints -> 51, ImageSize -> {500, Automatic}]

Pro line4rni variantu jadra je v Notebooku ShowModel.nb piipravena alternativni
varianta sestaveni & vypoctu rovnice odd€lujici nadroviny. Tento postup je proceduralni
a je funkéni pro linearni jadrovou transformaci s dvourozmérnymi vstupnimi daty.

Slouzi k potvrzeni spravnosti prvniho postupu sestaveni rovnice pro separujici

nadrovinu.
wl = 0;
w2 = 0;

For[i=1,i< Length[alphay]+1,i++,

wl = wl+ alphay[[i]]*SV1ist[[i]][[2]];

w2 = w2 + alphay[[i]]*SV1ist[[i]][[2]1];

1
separablePlane2[x_,y_ ] :=(wl*x + w2*y )+ b;
separablePlaneGraph2=ContourPlot[separablePlane2[x,y],{x,-10,20},{y, -
10,20}, Contours->{0},ContourShading-none, ContourStyle-{Orange,
Thickness[0.005]}];
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V cyklu For je vytvofen vektor w, respektive jeho slozky w; a w, podle vztahu 3.8.
Nasledné je vektor w dosazen do rovnice 3.4 a rovnice je uloZzena do proménné
separablePlane2, ze které je v dalsim kroku vytvoien graf separablePlaceGraph2
stejné jako tomu bylo u ptivodniho postupu. Cely systém grafii je zobrazen pomoci
Show, a to vcetné¢ obou rovnic separujicich nadrovinu. Ob¢ separujici roviny
se vzajemn¢ prekryvaji.

Graf 10: Linearni oddélovaci rovina (2. typ vypocétu)

0.2 3.‘4 0.6 -D.IE l.ID 1 .‘J 1 I4
Zdroj: vlastni zpracovani, 2015

Vzijemny piekryv obou pfimek lze ovéfit 1 porovnanim jejich rovnic, které nabizi

software Wolfram Mathematica.

In[1]:= separablePlane2[x1, x2]
In[2]:= separablePlane[{x1, x2}]
Out[1]= -5. + 4. x1 + 4. x2

Out[2]= -5. - 16. (0.5 x1 + 0.5 x2) + 8. (1. x1 + 0.5 x2) +

8. (8.5 x1 + 1. x2) = -5. + 4. x1 + 4. x2.
Vystupy grafické vizualizace jsou ve Wolframu Mathematica ukladany
do samostatnych soubori *.png. K tomu je pouzita funkce Export. Tato funkce
vyzaduje minimalné dva parametry. Prvnim je ndzev souboru véetné ptislusné piipony a

druhym exportovany objekt.

Export["graphl.png", MyPlot3D];
SystemOpen[ "graphl.png"]

Tyto dva piikazy ulozi vytvofenou soustavu grafii do souboru graphl.png a nasledné

tento soubor oteviou.
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8 Zpracovani a vizualizace variant

Kapitola zpracovani a vizualizace jednotlivych variant vstupnich dat vyuziva algoritmy

popsané v piechazejici kapitole.

Jelikoz nebylo mozné ziskat redlna data nékteré z bankovnich instituci, jak bylo
vysvétleno v kapitole 4, budou v nasledujicich podkapitolach zpracovana modelova data

popisujici klienty.

Zpracovany budou tfi datové soubory, které reprezentuji trénovaci data banky A, B a C.
Tato data byla pseudondhodné vygenerovana tak, aby bylo mozné ovéfit klasifikacni
moznosti metody Support Vector Machine. Vstupni data pro jednotlivé piipady jsou

vypséna v ptiloze C.

Kwvili absenci dostateéné velkého souboru redlnych dat nebude mozné provést testovani
zvolené jadrové transformace a nastaveni parametri modelu pomoci mnoziny
testovacich dat. Obsahem této kapitoly bude zpracovani vstupnich dat, vytvoireni

modelu nad t€mito daty a nasledna vizualizace v softwaru Wolfram Mathematica.

Demonstrovan bude vliv nastaveni parametri modelu na vyslednou polohu separujici
nadroviny, a to predevsim konstanty C, ktera ovliviiuje pomér mezi piesnosti separace

trénovacich dat a generalizaci modelu.

8.1 Klasifikace klientii banky A

Banka A upravila navrh dat tak, ze zakodovala atributy popisujici zadatele 0 uvér
do dvou skupin. Do prvni skupiny zafadila osobni tidaje klienta (v€k, pohlavi, rodinny
stav, bydlisté, vzdélani) a do druhé jeho ptijmy, vydaje, poCet déti, platebni moralku
apocet let v souCasném zaméstnani. Vyslednou hodnotu popisujici skupinu atributii
nakonec vyjadfila jeji procentni Casti z maximalni hodnoty skupiny. Cely datovy soubor

je v ptiloze C, zde je pro znazornéni struktury dat ukazka z tohoto souboru:

0.87,0.6,1
9.5,0.35,1
0.89,0.21,1

0.01,0.39,-1
0.05,0.19,-1
0.03,0.32,-1.
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Vyse zminéna vstupni data, ktera jsou ulozena v souboru datalnput.csv, zaneseme
pomoci softwaru Mathematica do grafu 11. Klienti, kteti v¢as a v plné vysi splatili sviij
uver, jsou vyznaceni jako ,,+“. Klienti, ktefi se pfi splaceni svého spotiebitelského uveru
dostali do problému se svou schopnosti aveér splacet, jsou oznaceni jako ,,-“. Pfitazeni
do skupiny, jak jiz bylo popsano diive, zajiStuje tieti hodnota ze vstupniho datového

souboru.

Graf 11: Vstupni data, banka A
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Zdroj: viastni zpracovani, 2015

Z grafu 11 je zfeymé, Ze data jsou linearné separovatelnd. K sestaveni modelu byla
vyuzita metoda soft margin klasifikatoru, ovSem s vysoko nastavenou hodnotou
parametru C = 1000, coz znamend minimalizaci empirické chyby. Jak vyplyva
z teoretické Casti této prace, pokud bychom parametr C polozili roven nekonecnu,
pak by se jednalo o maximum margin klasifikator. Zvolend hodnota bude v tomto
piipad€ dostatecnd k tomu, abychom dosahli pfesnosti separace blizici se maximum

margin klasifikatoru.

Data byla zpracovana tfidou CreateModel.java, ktera vyhodnotila, Ze vstupni data
obsahuji ¢tyfi podpurné vektory, které mizeme zjistit vypisem v softwaru Mathematica

Z proménné SV1ist
{{0.4, 0.27}, {0.21, 0.23}, {0.32, 0.12}, {0.27, 0.17}}
Separujici nadrovina mé podle vypisu nasledujici podobu

-4.82616 - 45.4183 (0.32 x1 + 0.12 x2) - 11.2179 (0.27 x1 + 0.17 x2) -
18.9761 (0.21 x1 + 0.23 x2) + 75.6123 (0.4 x1 + 0.27 x2)
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Hodnota -4,82616 je hodnota tzv. biasu (posunuti), hodnoty pfed zavorkami jsou
hodnotami sou¢inu Lagrangeovych multiplikatord a pfislusné tfidy, do které patii
podpurny vektor. Tento podplrny vektor je Vzavorce rozndsobeny nezndmym
vektorem. Neznamy vektor reprezentuje parametry nového zadatele o spotiebitelsky
uvér. Pokud do této rovnice dosadime za neznamy vektor hodnoty tohoto nového
zadatele a vyjde nam vyslednéd hodnota kladnd, pak je klient vyhodnocen jako bonitni,

schopen uvér splatit.

Vyslednd poloha separujici roviny je v grafu 12, v€etné vyznaceni podplrnych vektort,

které jsou zakrouzkovany.

Graf 12: SVM model, banka A
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Zdroj: vlastni zpracovani, 2015

V grafu 13 je znazornéna poloha separujici nadroviny, tentokrat v trojrozmérném

prostoru.
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Graf 13: Separujici nadrovina, banka A

Zdroj: vlastni zpracovani, 2015

8.2 Klasifikace klienti banky B

Také banka B zakddovala sva data do dvou skupin stejné jako banka A v predchozim
ptipadé.
Vstupni data jsou opét ve formatu CSV, prvni hodnota je ohodnoceni prvni skupiny

atributi (osobni tidaje), druhd hodnota je hodnoceni finan¢niho hlediska Zadatele a treti

je informace o tom, zda sviyj spotiebitelsky uvér splatil, ¢i nikoli.

0.6,0.97,1
0.54,0.83,1
0.91,0.76,1

Na grafu 14, kde jsou vstupni data zadateli zobrazena, je mozné vidét tfi klienty,

kteti opticky spadaji do nespravného prostoru.
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Graf 14: Vstupni data, banka B
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Zdroj: vlastni zpracovani, 2015

Pfi klasifikaci tohoto typu vstupnich dat je nutné spravné zvolit parametr C, ktery uréuje
pomér mezi piesnosti a obecnosti vysledného modelu. Cim vyssi je zvolend hodnota
parametru C, tim vétsi je presnost klasifikace trénovacich dat, ov§em s niz$i moznosti

zobecnéni vysledk.

Nejprve tedy zvolime hodnotu C = 100 000, coz je vysoka hodnota, cilem je tedy
vysoka piesnost klasifikace trénovacich dat. Vysledny model je zobrazen v grafu 15,
kde vidime, Ze pouze 3 klienti, ktefi svlij Gvér fadné splatili, byli zafazeni do druhé
skupiny klientl a jen jeden klient, ktery nesplatil, byl zatazen do skupiny fadné

splacejicich.
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Graf 15: SVM model, C = 100000, banka B
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Zdroj: vlastni zpracovani, 2015

Na grafu 15 je ale také vidét, ze hustota klientl, ktefi sviij uvér splatili bez potizi, je
vyssi ve vétsi vzdalenosti od separujici pfimky. Dalo by se tedy predpokladat, ze klienti
patfici do kladné skupiny a nachdzejici se pobliz separujici piimky, jsou vyjimecné,
extrémni, hodnoty. Proto nyni zvolime parametr C na nizkou hodnotu 0,1, coZ by m¢lo
pfinést vyssi generalizaci vysledného modelu s niz$i presnosti klasifikace trénovacich

dat.

Graf 16: SVM model, C = 0,1, banka B

Zdroj: vlastni zpracovani, 2015

72



Pfi pohledu na graf 16, kde je vyobrazen model pro C = 0,1, je opravdu pocet chybné
klasifikovanych klient vyss§i, ovSem separujici nadrovina modelu je polozena tak,

aby maximalizovala rozpéti mezi hustéji seskupenymi body.

Urcit, zda je vyhodnéjsi pouzit varianty C = 0,1, nebo C = 100000, by bylo mozné
pomoci testovacich dat. Testovaci data je skupina klientd, o kterych jiz vime, zda svému
zavazku dostali, ¢i nikoli. Vyslednou separujici nadrovinu bychom aplikovali na tato
testovaci data a ovérili pfesnost obou modell. Testovaci data by simulovala ptichod
novych klient. O téchto klientech vSak jiz vime, zda spotiebitelsky tvér splatili,
¢inikoli, a mohli bychom proto porovnat rozhodnuti vzeslé z modelu sestaveného

Z trénovacich dat s redlnou hodnotou.

V ptipad¢ nastaveni parametru C na vysokou hodnotu bylo vyhodnoceno, Ze model
obsahuje 17 podptrnych vektord. To se promitne do délky rovnice separujici

nadroviny, ktera ma podle exportu ze softwaru Mathematica tvar z obrazku 4.

Obriazek 7: Rovnice separuji nadroviny, C=100000, banka B

-2.866533-33756.9 (0.41=%1-+0.01=%2) -100000. (0.4x1+0.03x2) -
100000. (0.4x=x1 +0.04x2) -100000. (0.33x1 +0.1x2) +100000. (0.6x1+0.11x2) +

100000. (0.18x1 +0.12 x2) -100000. (0.32x1 +0.12 x2) -1095.53 (0.24=x1+0.16x2) -
100000. (0.27x1+0.17x2) +100000. (0.56x1+0.17x2) -100000. (0.06x1-+-0.18=x2) =
100000. (0.64x1 +0.18x2) +100000. (0.44x1 +0.22x2) +100000. (0.27x1 +0.29=x2) -
100000. (0.03x1 +0.38x2) +34852.4 (0.29x1+0.56=%2) -100000. (0.%96x1 +0.62 x2)

Zdroj: viastni zpracovani, 2015

V druhém piipadé bylo vyhodnoceni podpirnych vektort jesté komplikovanéjsi
a vystupem je 74 podpurnych vektort, vysledna podoba nadroviny je opét zobrazena

exportem na obrazku 5.
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Obrazek 8: Rovnice separuji nadroviny, C=0.1, banka C
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Zdroj: vlastni zpracovani, 2015

Podivame-li se na trojrozmérné zobrazeni téchto nadrovin, které je prakticky stejné,

nadroviny se ale li§i v poloze nulové vrstevnice, coz je zhlediska modelu

a vyhodnocovani novych zadatelli o spotiebitelské uvéry rozhodujici. Obé nadroviny

jsou zobrazeny na obrazku 6.

Obrazek 9: Rovnice separujici nadroviny, banka C, pro C=100000 (vlevo) a C=0.1 (vpravo)

8.3 Klasifikace klienti banky C

Zdroj: vlastni zpracovani, 2015

I banka C seskupila své data o klientech, kteti jiz svlij poskytnuty avér dokdzali splatit,

nebo naopak splatit nedokazali, podle vzoru pfedchozich dvou bank. Na ose x se
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nachdzeji seskupené a zakddované osobni informace (vek, vzdélani, ...) o jiz
ukoncenych uvérovych vztazich a na ose y zakddovany finan¢ni popis tohoto klienta.
Informace jsou ulozeny do souboru datalnput.csv, vCetné pftifazeni do odpovidajici

skupiny podle toho, zda avér splatili, ¢i nikoli.
Vstupni soubor zobrazeny v kartézské soustavé soufadnice je v grafu 17.

Graf 17: Vstupni data, banka C
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Zdroj: viastni zpracovani, 2015

Z piedchazejiciho grafu je patrné, ze data nelze linearné oddé€lit. Zaroven je ale také
zfejmé, ze data tvoii dva samostatné celky, kdy Klienti, kteti nebyli schopni sviij uvér
splatit, jsou seskupeni uprostied grafu a klienti, ktefi byli schopni uvér splatit,

se nachazeji okolo nich.

K vytvofeni modelu bude zvolena Gaussova jadrovéa transformace, tedy radial basis

kernel (RBF). Tato metoda by méla byt vhodna k separaci dat z grafu 17.

Pro vytvofeni modelu nejprve zvolime parametry, které vyznamné ovliviiuji polohu
separujici nadroviny. Vypocet trénovani bude spustén s vahou chyby v klasifikaci
C = 1000, model by tedy mél dve skupiny dat odd€lit s minimalni chybou v klasifikaci.
Dale nastavime stupenn funkce a parametr gamma, ktery ovliviiuje tvar funkce. Stupen

bude nastaven na hodnotu 2 a gamma na hodnotu 0,5.
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Graf 18: SVM model, banka C (C=1000, y=0.5)
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Zdroj: viastni zpracovani, 2015

S vySe popsanym nastavenim pro RBF transformaci jsou data oddélena bez chyby

v klasifikaci (graf 18). Separujici nadrovina v trojrozmérném prostoru je vyobrazena na

grafu 19.

Graf 19: Separujici nadrovina, banka C (C=1000, y=0.5)

Zdroj: vlastni zpracovani, 2015
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Numericka podoba nadroviny z grafu 19 je ze softwaru Mathematica vyexportovana do
obrazku 10.

Obrazek 10: Rovnice separujici nadroviny (C=1000, y=0.5)
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Zdroj: vlastni zpracovani, 2015

A4

Pti druhém trénovani modelu nastavime parametr y na hodnotu 10. Vys$i hodnota
parametru gamma by v kombinaci s vysokou hodnotou C (C = 1000) méla vést
k vysoké ptesnosti modelu, coz by nemuselo byt zadouci, jelikoz klesa generalizace

modelu. Model s timto nastavenim je zobrazen v grafu 20.

Graf 20: SVM model, banka C (C=1000, y=10)
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Zdroj: viastni zpracovani, 2015

Nadrovina v ¢iselné podob¢ byla vyexportovana do obrazku 12 a jeji graficka podoba je

zobrazena v grafu 21.

Obrazek 11: Rovnice separujici nadroviny (C=1000, y=10)
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Zdroj: vlastni zpracovani, 2015
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Graf 21: Separujici nadrovina, banka C (C=1000, y=10)

Zdroj: vlastni zpracovani, 2015
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9 Zhodnoceni vysledkii a moZnosti dalsi vyvoje

Algoritmy, které byly vytvoteny podle teoretickych poznatki popsanych v kapitole 3
a jejichz implementace byla objasnéna v kapitole 7, byly aplikovany v kapitole 8 na tii
sady vstupnich dat. Pro jednotlivé ptipady byla zvolena vhodna jadrova transformace
a pripadné testovan vliv ménicich se parametrit modelu na vyslednou polohu oddélovaci

nadroviny.

Metoda Support Vector Machine ve vSech piipadech dokazala nalézt separujici
nadrovinu, kterd méla oddélit bonitni klienty od téch, ktefi patfili do skupiny

problémovych dluznikd.

Vzhledem k absenci realnych dat poskytnutych nékterou z bank nebylo mozné provést
pomoci kiizové validace, tedy vyuziti rozdéleni poskytnutych dat na data trénovaci

a data testovaci, dostate¢né otestovani algoritmt tohoto typu strojového uceni.

Na zakladé kapitoly 8, ve které byla data zpracovana a vizualizovana, lze konstatovat,
Ze metoda je schopna U¢inné€ separovat prvky pattici do riznych tiid a pfi spravné volbé
jadrové transformace a vhodném nastaveni parametri modelu tak, aby byl vytvoien
spravny pomér presnosti klasifikace v trénovacich datech a generalizaci modelu,

by mohla byt vyuzita ke klasifikaci zadateli o spotiebitelsky uveér.

Na tuto diplomovou préci by bylo mozné navazat v n€kolika smérech. Zde jsou strucné

nastinény tfi zakladni.

V této praci bylo vyuzito Wolframu Mathematica verze 9. Nejnovéjsi verze tohoto
softwaru, verze 10, pfinasi fadu rozsifeni z hlediska integrovanych funkci. Jednou
znovych funkcionalit jsou moZnosti strojového uceni. Mathematica ve verzi 10 tedy
umozni predikci podle trénovacich dat, ale také jejich klasifikaci. Nové funkce by mély
byt schopné klasifikovat numerické hodnoty, text nebo obrazky. Z toho vyplyva, ze by
ze soucCasn¢ho feSeni bylo mozné vynechat programovou c¢ast implementovanou
Vv jazyce Java vcetné knihovny LIBSVM a celé feSeni problému klasifikace Zadatel
0 spotiebitelsky uvér podle jejich schopnosti svym zavazka dostat pfenést do Wolframu

Mathematica.

Wolfram Mathamatica je sice kvalitnim a silnym nastrojem pro technickovyzkumné
vypolty, ale je nastrojem placenym. Proto v piipadé nedostupnosti novéjsi verze

Wolframu Mathematica by bylo mozné zaméfit se na Ulohy kvadratického
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programovani a piipadné vytvoreni vlastni knihovny pro feseni tloh kvadratického
LIBSVM. Vhodné by bylo zaméfit se na metodu Sequential Minimal Optimalization,
ktera je Vv literatufe popisovana jako rychla a ucinnd metoda pro feSeni rozsahlych

problémt kvadratického programovani.

Tfetim moznym navazanim na tuto praci, které nevylucuje ptechozi dvé varianty, je
navazani uz$i spoluprace s nékterou z bankovnich instituci a sestaveni vstupnich dat
a trénovani modelu podle redlnych udaji o jiz uzavienych spotiebitelskych uvérech.
V tomto piipadé by po sestaveni modelu bylo mozné provést testovani pomoci sady
testovacich dat a kiizové validace. Toto by mohlo vést K jistému potvrzeni, nebo

vyvraceni moznosti vyuzit metodu Support Vector Machine pro ucely klasifikace

zadateld o uvér podle jejich bonity.
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10 Zavér

Trh spottebitelskych tveért utrpél v poslednich letech citelnou ranu v podobé globalni
finan¢ni krize. Piesto je tento typ Gvéru jednim z nejpopularnéjsich a to i proto, Ze je
prakticky nejjednodussim typem pujcky, ktera je poskytovana na nepodnikatelské ucely.
Tento typ uveru poskytuji bankovni i nebankovni instituce. Pro nebankovni instituce
ovSem neni ohodnocovani kreditniho rizika takovym tématem, jakym je pro instituce
bankovni. Ty jsou totiZ zdkony a nafizenimi Basilejského vyboru pro bankovni dohled
tlaCeny k minimalizaci tohoto kreditniho rizika, a to pfedev§im z divodu udrzeni
stability bankovniho sektoru, které je jednou z dilezitych podminek udrzitelného

ekonomického rozvoje.

Jak bylo vysvétleno v textu prace, druhd z Basilejskych dohod umoznila bankam interni
méfeni uverového rizika. To umoziuje bankovnim institucim sestavovat vlastni modely,
zalozené na internich postupech a datech, k ohodnoceni bonity zadatele o spotiebitelsky
uvér. Vykonnost téchto internich metod kontroluje a vyhodnocuje stanovend narodni

autorita, v piipadé Ceské republiky se jedna o Ceskou narodni banku.

Cilem této prace bylo vyuziti jedné z metod strojového uceni, kterou vyvinul Vladimir
Vapnik a kterd se nazyva Support Vector Machine, v pfekladu znama jako metoda
podpurnych vektorl, kK ohodnoceni bonity zadateli o spotiebitelsky uvér. Jedna se
0 klasifika¢ni metodu, kterd se snazi minimalizovat strukturdlni riziko, a i proto ma
predpoklady pro dobré vyuziti v hodnoceni zadatelovy schopnosti splatit pozadovany

spotiebitelsky Gveér.

Prace je rozdélena do dvou ¢asti. V prvni teoretické €asti je nastinéna problematika
spotiebitelskych uvéra a divody pro efektivni méteni kreditni rizika. Témito divody
jsou predevSim niz§i mozna Uroven drzené¢ho kapitilu, kterd je bance povolena pfi
kvalitnim méfeni rizik, ale také vyssi objektivita a rychlost vyhodnocovani ve srovnani

s expertnim posuzovanim Zadosti o spotiebitelské Gvery.

Po problematice spotiebitelskych tveri je v teoretické ¢asti ptikro¢eno ke strojovému
uceni a popisu jeho vybranych metod. Mezi tyto metody byla vybrana naptiklad metoda

induktivnich rozhodovacich stromt nebo neuronové sité.

Hlavni pozornost teoretické casti je vSak vénovana metod¢ Support Vector Machine.

U metody podpurnych vektori je popsana varianta tzv. tvrdé klasifikace pomoci
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maximum margin klasifikatoru, varianta uvazovani chyby v klasifikaci (soft margin

klasifikator) a také vyuziti jadrovych transformaci pro zefektivnéni klasifikace.

Druhé cast prace se pak vénuje implementaci algoritmti. Implementace byla provedena
V jazyce Java, ktery zpracovava vstupni data a vytvaii model, a nasledn¢ ve Wolframu

Mathematica, kde jsou vizualizovany jednotlivé funkce a vystupy modelu.

S implementaci algoritmi souvisi také néavrh struktury vstupnich dat, kterému je

vénovana samostatné kapitola.

Vypocty pomoci implementovanych algoritmii byly provedeny nad pseudondhodné
vygenerovanymi daty, jelikoz poskytnuti realnych dat bankovni instituci pro vytvotreni
modelu nebylo mozné. Banky potiebna data neposkytly se zdiivodnénim, Ze se jedna

0 interni data, kterd bance poskytuji konkurenc¢ni vyhodu.

Na zaklad¢ provedenych pokusi S vygenerovanymi daty lze vSak fici, ze metoda
Support Vector Machine je vhodnym nastrojem pro klasifikaci dat a pfi spravném
nastaveni trénovani modelu by mohla byt metoda vyuzita pro klasifikaci zadatelt

0 spotiebitelsky tvér podle jejich schopnosti poskytnuty avér splatit.
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Priloha A : Tiida CreateModel.java
package svm;

import java.io.BufferedReader;
import java.io.FileReader;
import java.io.IOException;
import java.io.PrintWriter;
import java.util.ArraylList;

import libsvm.svm;

import libsvm.svm_model;
import libsvm.svm_node;
import libsvm.svm_parameter;
import libsvm.svm_problem;

public class CreateModel {
public static void main(String[] args) throws Exception{

//take kernel type from input parameter or explicitly define

this parameter

String kernelMetodType = args[0];

if (kernelMetodType == null) {
kernelMetodType = "linear";

}

// Preparing the SVM parameters

svm_parameter param = new svm_parameter();

param.svm_type = svm_parameter.C_SVC;

param.nu = 0.5;

param.cache_size = 490;

param.C = 100;

param.eps = le-3;

param.p = 0.1;

param.shrinking = 1;

param.probability = 0;

param.nr_weight = 0;

param.weight_label = new int[0];

param.weight = new double[0];

if (kernelMetodType.equals("linear")) {
param.kernel_type=svm_parameter.LINEAR;

} else if (kernelMetodType.equals("polynomial™)) {
param.kernel_type=svm_parameter.POLY;
param.coef@ = 0;
param.gamma= 0.2;
param.degree = 2;

} else if (kernelMetodType.equals("rbf")) {
param.kernel_type=svm_parameter.RBF;
param.gamma= 0.5;
param.degree = 2;
param.coef@ = 0;



svm_problem p = new svm_problem();
//parse input csv file
ArrayList<ArraylList<svm_node>> pointList = new
ArrayList<ArraylList<svm_node>>();
ArraylList<Double> classes = new ArraylList<Double>();
String csvFile = "dataInput.csv”;
BufferedReader br = null;
String line = "";
String cvsSplitBy = ","; //separator
int pointCount = ©; //temporary number of data points
int dim = @; //dimension of training data
try {
//p.1 = number of training data
p.1 = 0;
br = new BufferedReader(new FileReader(csvFile));
int iter = 0;
while ((line = br.readLine()) != null) {
pointCount += 1;
System.out.println("radka "+line);
String[] datalLine = line.split(cvsSplitBy);

//read and save points
for (int i = @; i < datalLine.length;i++) {
if (i>dim) {
dim = i;
}
if (i+1 < datalLine.length) { //point
pointList.add(new
ArrayList<svm_node>());
svim_node node = new svm_node();
node.index = i;
node.value = new Double(dataLine[i]);

pointList.get(iter).add(node);
}else{ //class
classes.add(new Double(datalLine[i]));

}
p.l += 1;iter += 1;
}
} catch (Exception e) {
e.printStackTrace();
} finally {
if (br != null) {
try {
br.close();
} catch (IOException e) {
e.printStackTrace();



}

p.1l = pointCount;

p.Xx = new svm_node[pointCount][dim];
p.y = new double[pointCount];

//init data for model
for (int i = @; i < pointCount; i++) {
p.y[i] = classes.get(i);

for (int j = @; j < pointList.get(i).size(); j++) {

p.x[1][j] = new svm_node();

p.x[1][j].index = pointList.get(i).get(j).index;
p.x[1][j].value = pointList.get(i).get(j).value;
System.out.print(pointList.get(i).get(j).value+"

B S A Ty E I

");

}
System.out.println();

}

svm_model model = svm.svm_train(p, param);

PrintWriter writer = new PrintWriter("javaData.dat", "UTF-8");

if (kernelMetodType.equals("linear")) {

writer.println("kernel[x_,y_J:=Sum[x[[i]]1*y[[i]],{i,1,Length[x]}1;");

} else if (kernelMetodType.equals("polynomial™)) {

writer.println("kernel[x_,y_]:=Sum[(x[[i]1]1*y[[i]1])"2,{i,1,Length[x]}];

} else if (kernelMetodType.equals("rbf")) {
writer.println("kernel[x_,y_]:=Exp[-

"+param.gamma+"*Sum[ (x[[1]]-y[[i]])"2,{i,1,Length[x]}]1];");

}

writer.println("b="+model.rho[0]*-1+";");
writer.print("alphay={");
for (int 1 = @; 1 < model.SV.length; i++) {
if (1 == 0) {
writer.print(model.sv_coef[0][i]);
}else {
writer.print(","+model.sv_coef[0][i]);

}

writer.println("};");
writer.print("SV1list={");
for (int 1 = @; 1 < model.SV.length; i++) {
if (1 == 0) {
writer.print("{");

for (int j = @; j < model.SV[i].length ; j++) {

if (J == 0) {

writer.print(model.SV[i][j].value);

}else {



writer.print(","+model.SV[i][j].value);

}
}
writer.print("}");
}else {

writer.print(",{");
for (int j = @0; j < model.SV[i].length ; j++) {
if (j == 0) {
writer.print(model.SV[i][j].value);
}else {

writer.print(","+model.SV[i][j].value);

}
¥
writer.print("}");
}
¥
writer.println("}");
writer.close();



Priloha B : Notebook ShowModel.nb

(*clear all variables¥*)
Clear["Global *"];
(*import data*)
SetDirectory[NotebookDirectory[]];
DataSet=Import["dataInput.csv","CSV"];
(*separate data according class*)
positiveData={};
negativeData={};
For[i=1,i< Length[DataSet]+1,i++,
line = DataSet[[i]];
point = Delete[line,3];

If[line[[3]] > O,
positiveData = Append[positiveData,point]
,hegativeData = Append[negativeData,point]
1
1
(*create graph of all input data*)
positiveDataGraph =
ListPlot[positiveData,PlotMarkers—{"+",25},PlotStyle—>{Red}];
negativeDataGraph = ListPlot[negativeData,PlotMarkers—{"-
",25},PlotStyle—~{Blue}];
(*import data generated from java code*)
<<javaData.dat;

SVmarker = Table[Graphics[Circle[SV1ist[[i]],0.015]],{i,1,Length[SV1ist]}];
separablePlane[x_]:=Sum[ (alphay[[i]])*kernel[SV1ist[[i]],x],{i,1,Length[alpha
y1}1+b;

separablePlaneGraph=ContourPlot[separablePlane[{x,y}],{x,0,1},{y,0,1},Contour
s->{0},ContourShading—-none, ContourStyle—{Green, Thickness[0.005]}];

model2D =

Show[positiveDataGraph,negativeDataGraph, separablePlaneGraph,SVmarker,PlotRan
ge—>{{0,1},{0,1}},ImageSize—~{700,Automatic},AxesOrigin—-{0,0}]
model3D=Plot3D[separablePlane[{x,y}],{x,-1,1},{y,-1,1},PlotPoints-
>51,ImageSize—»{500,Automatic}]

(*kernelize data - just for polynomial case*)

positiveData3D = {};
negativeData3D = {};
For[i=1,i< Length[positiveData]+1,i++,
line = positiveData[[i]];
point3D = {line[[1]]”2,Sqrt[2]*1ine[[1]]*1ine[[2]],1line[[2]]"2};



positiveData3D = Append[positiveData3D,point3D];
1
For[i=1,i< Length[negativeData]+1,i++,
line = negativeData[[i]];
point3D = {line[[1]]"2,Sqrt[2]*1line[[1]]*1ine[[2]],1ine[[2]]"2};

negativeData3D = Append[negativeData3D,point3D];
15

MyPlot3D :=Module[{x1,x2,x3},
x1 = Plot3D[separablePlane[{x,y}],{x,-5,5},{y,-5,5},PlotPoints-
>51,ImageSize—~{500,Automatic}];
X2
=ListPointPlot3D[positiveData3D,PlotStyle—{Directive[Red,PointSize[.03]]}];
X3 =
ListPointPlot3D[negativeData3D,PlotStyle—»{Directive[Blue,PointSize[.03]]}];
Show[x1,x2,x3, PlotRange- {{0,1.5},{-1.5,1.5},{-2,2}}]
1;
MyPlot3D
(*second way to get svm equotation - just for linear case*)
wl = 0;
w2 = 0;
For[i=1,i< Length[alphay]+1,i++,
wl = wl+ alphay[[i]]*SV1ist[[i]]1[[1]];
w2 = w2 + alphay[[i]]*SV1ist[[i]][[2]];
1;
separablePlane2[x_,y_] :=(wl*x + w2*y )+ b;
separablePlaneGraph2=ContourPlot[separablePlane2[x,y],{x,-10,20},{y, -
10,20}, Contours->{0},ContourShading—none, ContourStyle-{Orange,
Thickness[0.005]}];
Show[positiveDataGraph,negativeDataGraph,separablePlaneGraph2,separablePlaneG
raph,PlotRange—{{0,1.5},{9,1.5}},ImageSize—~{700,Automatic},AxesOrigin—{0,0}]

separablePlane[{x,y}]



Priloha C : Trénovaci data

Banka A

Banka B

Banka C

.87,0.6,1
.5,0.35,1

.89,0.
.83,0.
.55,0.
.99,0.
.28,0.
.44,0.
.39,0.

.59,0.
.64,0.
.72,0.
.99,0.
.76,0.
.33,0.
.46,0.
.55,0.
.43,0.
.29,0.
.28,0.
.44,0.
.75,0.
.84,0.
.43,0.
.38,0.
.88,0.
.11,0.

.76,0.
.65,0.
.09,0.
.21,0.
.25,0.
.01,0.
.05,0.
.03,0.
.03,0.

21,1
48,1
27,1
97,1
73,1
35,1
5,1

.7,0.66,1

23,1
29,1
93,1
22,1
96,1
8,1

83,1
98,1
84,1
54,1
73,1
75,1
07,1
11,1
26,1
59,1
45,1
99,1

.4,0.68,1
.4,0.27,1

24,1
13,1
14,-1
23,-1
0,-1
39,-1
19,-1
32,-1
0,-1

.6,0.97,1
.54,0.83,1
.91,0.76,1
.45,0.81,1
.8,0.12,1

.88,0.
.99,0.
.56,0.
.49,0.
.91,0.
.91,0.
.28,0.
.57,0.
.07,0.
.37,0.
.82,0.
.57,0.
.27,0.
.96,0.
.88,0.

22,1
05,1
17,1
97,1
65,1
26,1
92,1
69,1
88,1
68,1
76,1
56,1
29,1
62,-1
91,1

.6,0.11,1
.91,0.4,1
.46,0.76,1
.94,0.3,1
.7,0.44,1

.3,0.12,-1
.06,0.33,-1
.16,0.13,-1
.18,0.01,-1
.0,0.1,-1

.12,0.07,-1

O O O 0O 0O 0O 0O 0O 0O 00O OO0 00O OO0 OO0

.73,0.
.68,0.
.65,0.
.44,0.
.95,0.
.88,0.
.17,0.
.59,0.
.94,0.
.47,0.
.29,0.
.75,0.
.53,0.
.07,0.
.74,0.
.64,0.
.95,0.
.04,0.
.07,0.
.27,0.

O 0O O 0O 0O 0O 0O O 0O 00O OO0 00O OO0 O0OOOOOGDOO O

18,1
79,1
95,1
22,1
81,1
98,1
7,1

44,1
69,1
58,1
56, 1
43,1
92,1
99,1
71,1
18,1
42,1
28,-1
0,-1
17,-1

.91,0.
.65,0.
.11,0.
.69,0.
.31,0.
.86,0.
.31,0.
.05,0.
.22,0.
.17,0.

.55,0.
.83,0.
.78,0.
.02,0.
.57,0.
.56,0.
.83,0.
.84,0.
.05,0.
.85,0.
.53,0.
.36,0.
.51,0.
.69,0.
.04,0.
.44,0.
.96,0.
.28,0.
.27,0.
.28,0.
.92,0.
.14,0.
.28,0.
.65,0.
.68,0.
.81,0.
.38,0.
.42,0.
.41,0.
.49,0.
.45,0.

98,1
9,1

94,1
78,1
17,1
73,1
94,1
71,1
21,1
85,1

.9,0.4,1

11,1
55,1
96,1
43,1
23,1
16,1
22,1
99,1
59,1
81,1
9,1
22,1
09,1
68,1
04,1
13,1
36,1
0,1
72,1
07,1
12,1
65,1
04,1
18,1
97,1
66,1
98,1
36, -1
56, -1
41,-1
62,-1

.4,0.41,-1
.54,0.59,-1
.48,0.35,-1

O 0O O 0O 0O 0O 0O O 0O 00O OO0 00O OO0 OO0




O 0O 0O O 0O 0O 0O OO0 0000000000000

.12,0.
.16,0.
.16,0.
.08,0.
.32,0.
.22,0.
.08,0.
.04,0.
.13,0.
.03,0.
.04,0.
.04,0.

1,-1
14, -1
12,-1
4,-1
15, -1
35,-1

.2,0.08,-1
.17,0.07,-1
.1,0.08,-1
.0,0.43,-1

.32,0.
.04,0.
.18,0.
.28,0.
.16,0.
.19,0.
.17,0.
.13,0.
.17,0.
.09,0.
.15,0.
.22,0.
.15,0.
.17,0.
.23,0.
.08,0.
.01,0.

12,-1
28,-1
14, -1
15, -1
02,-1
11, -1
19,-1
28,-1
15,-1
22,-1
26,-1
19, -1
2,-1
03,-1
13,-1
11, -1
04,-1

.2,0.01,-1
.27,0.17,-1
.3,0.11,-1

.23,0.09,-1

O 0O 0O 0O 0O 0O 0O OO0 00O OO0 OO0

.11,0.13,-1
.12,0.21,-1
.07,0.09, -1
.01,0.32,-1
.0,0.02,-1
.11,0.02,-1
.26,0.06,-1
.08,0.3,-1
.0,0.14,-1
.4,0.03,-1
.29,0.1,-1
.23,0.16,-1
.03,0.32,-1
.29,0.03,-1
.16,0.23,-1
.4,0.04,-1

.27,0.
.08,0.
.19,0.
.21,0.
.06,0.
.08,0.
.18,0.
.09,0.
.33,0.
.26,0.
.24,0.
.03,0.
.18,0.
.25,0.
.16,0.
.18,0.
.08,0.
.08,0.
.06,0.
.03,0.
.13,0.
.32,0.
.2,0.07,-1
.19,0.
.41,0.
.01,0.
.09,0.
.01,0.
.24,0.
.24,0.
.11,0.

13,-1
04,-1
05,-1
11,-1
18,1

23,-1
08,-1
25,-1
1,-1

12,-1
1,-1

21,-1
01,-1
02,-1
2,-1

12,1

21,-1
27,-1
2,-1

38,-1
18,-1
12,-1

19,-1
01,-1
03,-1
22,-1
06,-1

O O O O 0O 0O 0O 0O 0O 00O OO0 0000000000000

.49,0.
.34,0.
.42,0.
.39,0.
.35,0.
.56,0.
.56,0.
.41,0.
.49,0.
.52,0.
.57,0.
.32,0.
.46,0.
.67,0.
.62,0.
.46,0.
.31,0.
.53,0.
.48,0.
.45,0.
.47,0.
.57,0.
.51,0.
.48,0.
.55,0.
.36,0.
.51,0.
.62,0.
.57,0.
.39,0.
.43,0.
.41,0.
.36,0.
.49,0.
.49,0.
.56,0.
.42,0.
.53,0.
.63,0.
.34,0.
.52,0.
.57,0.
.61,0.




Ptiloha D : Autorska prava LIBSVM

Copyright (c) 2000-2014 Chih-Chung Chang and Chih-3Jen Lin
All rights reserved.

Redistribution and use in source and binary forms, with or without
modification, are permitted provided that the following conditions
are met:

1. Redistributions of source code must retain the above copyright
notice, this list of conditions and the following disclaimer.

2. Redistributions in binary form must reproduce the above copyright
notice, this list of conditions and the following disclaimer in the
documentation and/or other materials provided with the distribution.

3. Neither name of copyright holders nor the names of its contributors
may be used to endorse or promote products derived from this software
without specific prior written permission.

THIS SOFTWARE IS PROVIDED BY THE COPYRIGHT HOLDERS AND CONTRIBUTORS
"TAS IS'' AND ANY EXPRESS OR IMPLIED WARRANTIES, INCLUDING, BUT NOT
LIMITED TO, THE IMPLIED WARRANTIES OF MERCHANTABILITY AND FITNESS FOR
A PARTICULAR PURPOSE ARE DISCLAIMED. IN NO EVENT SHALL THE REGENTS OR
CONTRIBUTORS BE LIABLE FOR ANY DIRECT, INDIRECT, INCIDENTAL, SPECIAL,
EXEMPLARY, OR CONSEQUENTIAL DAMAGES (INCLUDING, BUT NOT LIMITED TO,
PROCUREMENT OF SUBSTITUTE GOODS OR SERVICES; LOSS OF USE, DATA, OR
PROFITS; OR BUSINESS INTERRUPTION) HOWEVER CAUSED AND ON ANY THEORY OF
LIABILITY, WHETHER IN CONTRACT, STRICT LIABILITY, OR TORT (INCLUDING
NEGLIGENCE OR OTHERWISE) ARISING IN ANY WAY OUT OF THE USE OF THIS
SOFTWARE, EVEN IF ADVISED OF THE POSSIBILITY OF SUCH DAMAGE.



Abstrakt

HARMADY, Jan. Hodnoceni spotiebitelskych uverii pomoci SVM technika s vyuzitim

sw ndstroje Mathematica. Diplomova prace. Plzeni: Fakulta ekonomickd ZCU v Plzni,

87 s., 2015

Kli¢ova slova: Support Vector Machine, SVM, bonita, strojové uceni, spotiebitelsky

uvér, klasifikace dat, Wolfram Mathematica

Prezentovand diplomova prace se zabyvd problematikou klasifikace zadatelt
0 spotiebitelsky uvér podle jejich schopnosti pozadovany uvér splatit. V teoretické Casti
je nastinéna problematika spotiebitelskych tvért spolu s divody pro efektivni méfeni
uvérového rizika. Dale jsou v praci popsany vybrané metody strojového uceni,
ze kterych je nejvétsi pozornost vénovana technice podptrnych vektorti (Support Vector
Machine). V praktické casti jsou v softwaru Wolfram Mathematica a v programovacim
jazyce Java implementovany algoritmy pro zpracovani trénovacich dat a sestaveni
modelu sjeho naslednou vizualizaci. Pomoci implementovanych algoritmi jsou
zpracovany ruzné tréninkové sady dat. V zavéru prace jsou dosazené vysledky

zhodnoceny a jsou doporuceny moznosti dalSiho pokracovani prace.



Abstract

HARMADY, Jan. The evaluation of consumer loans using SVM technique using sw
Mathematica. Diploma thesis. Pilsen: Faculty of economics, University of West
Bohemia, 87 p., 2015

Key words : Support Vector Machine, SVM, creditworthiness, machine learning,

consumer loans, data classification, Wolfram Mathematica

The presented Diploma thesis deals with the classification of applicants for consumer
loans according their creditworthiness. Theoretical part of presented work is focused on
description of consumer loans, credit risk and reason for managing this risk.
In the theoretical part, there are also described methods of machine learning with
special attention on Support Vector Machine techniques. In the practical part of work,
there are implemented algorithms using Wolfram Mathematica and Java programing
language for processing training data, model creation and visualization of model,
in particular. Implemented algorithms are used to classification of different data training
sets. Conclusion contains evaluation of results along with recommendations for future

work.



