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Abstrakt. Digitalne textové data predstavuji v dnesnej dobe dolezity zdroj in-
formacii. AvSak v sucasnosti je ich pocet taky obrovsky, ze ich manudlne spra-
covanie a extrakcii informécii by bola ¢asovo vel'mi naro¢na. Existuje niekol’ko
spOsobov automatickej analyzy textovych dat, jednou z nich je modelovanie
témy, ktoré pontika nové moznosti na vyhl'adavanie, prehl'adavanie a sumariza-
ciu textovych dokumentov. Preto je hlavnym cielom tohto ¢lanku predstavit
r6zne metddy hierarchického modelovania téma a taktieZ porovnanie vybranych
modelov z pohl'adu kvality budovania hierarchie tém.
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1 Uvod

V sutcasnosti s prichodom socialnych sieti, online ¢asopisov a novin, je vel’ké mnoz-
stvo textovych dat v digitalnej podobe. Tie predstavuju zaujimavy a doélezity zdroj
informacii. Napriklad na socialnej sieti Twitter je denne publikovanych okolo 340
miliénov prispevkov, ktoré zvyCajne odrazaju pouzivatelov postoj na niektorti zo
svetovych udalosti, produkt, ¢i osoby.

Takéto data nachadzaji svoje vyuZzitie najmé v marketingu, pretoZze marketing bol
stale zavisly na datach a ich spravne pochopenie a pouzitie méze firme priniest’ kon-
kuren¢nu vyhodu a zlepsit’ jej postavenie na trhu. Vyuzitie digitalnych textovych dat
(najma prispevky zo socialnych sieti) je mozné pouzit’ napriklad pri:

e analyze krizovych situacii - prikladom je obdobie vojny, kedy je z tychto dat
mozné ziskat’ reakcie I'udi na dant situaciu;

e zavedenie nového produktu na trh - monitorovanie reakcii pouzivatel'ov, ¢o sa
im na produkte paci, aké ma chyby;

e v médiach - je mozné sledovat’ o com l'udia na internete najCastejSie pisu a ¢o
ich zaujima.

Ako je mozné vidiet,, analyzu digitalnych textovych dat nemozno podcenovat. Avsak
ako uz bolo spomenuté existuje ich vel’ké mnozstvo a preto ich manualne spracova-
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nie, analyza a extrakcia vhodnych informacii by bola vel'mi ¢asovo naro¢na. Preto je
potrebné tento proces automatizovat’.

V sucasnosti existuje niekol’ko druhov analyz, ktoré tento problém riesia. Jednou z
nich je modelovanie tém, ktoré umoziuje automaticku analyzu textovych prispevkov
a predstavuje novy sposob ich hl'adania, prehl'adavania a sumarizacie. Hlavnym cie-
Pom modelovania tém je vytvaranie skupin slov (tém), ktoré sa Casto vyskytuju spo-
lo¢ne vo vstupnej mnozine textovych dokumentov.

Preto sa v ¢lanku sa zameriame na prehl'ad metdod modelovania témy a porovnanie
metod hierarchického modelovania témy, ktoré poniika podrobnejsiu analyzu ako
klasické metody.

2 Modelovanie témy

V tejto sekceii predstavime modelovanie témy. Ako uz bol povedané, cielom modelo-
vania tém je vytvaranie skupin (tém), ktoré sa spolu vyskytuju dostatocne casto, po-
mocou hl'adania skrytych tematickych Struktar vo vstupnej kolekcii dokumentov. Ako
jednou z prvych metod, ktora sa pokusala riesit’ tento problém moéze byt chapana
latentna sémanticka analyza [1], ktora sa snazi odhalovat’ skryté sémantické struktury
Z textov. Formalne vSak nie je predstavovand ako jedna z metéd modelovania témy,
ale bola zakladom pre d’alSie rozsirenia ako pravdepodobnostna latentnd sémanticka
analyza [2], ktora tvori zéklad pre Latentnu Dirichletovu Alokaciu (LDA) [3]. LDA
predstavuje jednu z najpouzivanejSich metod v oblasti modelovania tém. Z toho do-
vodu sa stala zakladom pre d’alSie metddy modelovania tém [4,5]. Okrem toho vznik-
lo niekol’ko metdd, nezavislych od LDA [6,7,8].

Spominané prace sa zameriavali na spracovanie dlhych dokumentov. Treba vSak
povedat’, ze na datach ako su prispevky zo socialnych sieti, kde tieto spravy obsahuju
len vel'mi kratke a stru¢né texty, nedosahuji dobré vysledky. Preto bolo vyvinutych
niekol’ko metdd [9,10,11], ktoré st schopne pracovat’ s kratkymi textami.

Ako je mozné vidiet, modelovanie témy je dobre prestudovana oblast’ vyskumu,
avSak v sucasnosti uz tieto Standardné metdody nemusia pouzivatelovi poskytovat
dostato¢né mnozstvo informacii. Preto vzniklo niekol’ko metéd zameranych na budo-
vanie hierarchie tém, ktoré poskytuje podrobnejsie informacie. Jednou z prvych ta-
kychto metdd bolo hierarchické LDA (hLDA) [13] a praca [12] v ktorej autori na
budovanie tém vyuzivajii proces vnorenej &inskej retauracie. Dalsimi z metod hierar-
chického modelovania témy su Pachinov aloka¢ny model [14] a metoda HLTA [15].

2.1 hLDA

Metoda hLDA predstavuje jednu z najjednoduchsich metdd budovania hierarchie tém.
Tato metoda vyuziva pristup "zhoda-nadol" pre vytvaranie hierarchie tém pomocou
rekurzivneho rozdelovania a znovu modelovania korpusu pomocou klasické LDA.
Vysledkom LDA je model, kde kazdé slovo v dokumente je priradené téme. HLDA
vyuziva tito informaciu na vytvaranie novych syntetickych dokumentov pre kazda

137



Hierarchické pristupy k modelovaniu témy v dokumentoch

najdenu tému zo vstupnych dokumentov. Syntetické dokumenty obsahuju iba slova
priradené danej téme. Cely tento proces je znazorneny na Obr. 1.

Synteticky korpus
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Obr. 1. Proces vytvarania tém pomocou hLDA

Vstupny korpus Syntetické dokumenty

3 Porovnanie metdd hierarchického modelovania tém

V tejto kapitole popiSeme porovnanie nami implementovanej metddy hLDA s met6-
dou HLTA. Zvolené metédy sme porovnavali na datasete 20 Newsgroups!, ktory
obsahuje 20000 dokumentov rozdelenych do 20 réznych tém.

Kvalitu metdéd sme porovnavali na zaklade rychlosti budovania hierarchie a taktiez
na zaklade "coherence score" [16]. V Tab. 1 je mozné vidiet' rychlost vytvarania
hierarchie pre metddy hLDA a HLTA na rdznych vzorkach zo vstupného datasetu (na
kazdej zo vzoriek bolo vykonané jedno meranie). Ako je mozné vidiet’ metéda hLDA
je omnoho pomalSia a s narastajucim poctom vstupnych dokumentov sa ¢as jej spra-
covania drasticky zvySuje. Z pohl'adu "coherence score" nam, na vzorke 30 dokumen-
tov z 20 Newsgroups datasetu, pre hLDA vysla hodnota -14.6412 a pre HLTA hodno-
ta 12.6328. Na zaklade tychto hodnét je mozne povedat, Ze na zvolenom datasete
dosahovali tieto metody porovnatel'né vysledky z hl'adiska kvality vytvorenych tém.

Tab. 1. Porovnanie metdd hierarchického modelovania tém na zaklade rychlosti budovania

hierarchie
20NewsGroup 20NewsGroup NewYork Times NewYork Times
(10 (dokumen- (20 dokumen- (40 dokumen- (50 dokumen-
tov) tov) tov) tov)
hLDA 23,48 49,33 95,13 130,20
HLTA 0,036 0,078 0,25 0,32

L http://qwone.com/~jason/20Newsgroups/
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Zaver

V praci sme prezentovali prehl'ad metdd z oblasti modelovania témy ako aj jej podo-
blasti hierarchického modelovania tém, ktoré predstavuji podrobnejsiu analyzu. Praca
taktiez zdoraziiovala potrebu a potencidl vyuzitia tychto metéd v redlnom svete, a to
najmd v oblasti marketingu. Koniec prace bol venovany porovnaniu metéd hLDA a
HLTA, kde sa ukazalo, Ze z hl'adiska Casu spracovania bola metoda LTA ovel’a rych-
lejsia, avSak z pohladu kvality vytvorenych tém dosahovali tieto metddy porovnatel’-
né vysledky.
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Annotation:
Hierarchical topic modeling

Text documents in digital form represent an important source of documents. However
currently is their number so large that their manual processing and extraction of in-
formation would be time-consuming. For now, there exist several methods of auto-
matic analysis of textual data, one of them is topic modeling. It offers new ways of
searching, browsing and summarizing of textual data. For that reason, the main aim of
this work is to present methods of topic modeling and also compare selected models
for hierarchical topic modeling.
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