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Abstrakt. Finanéni prostiedky Evropské unie do vytvéaieni pracovnich mist, do
evropské ekonomiky a zivotniho prostfedi jsou poskytovany prostfednictvim
péti evropskych strukturalnich a investi¢nich fonda (ESI fondy). Ackoliv EU
ma pro kategorizaci jednotlivych projekti jednotny kategorizaéni systém, tak
jednotlivé ¢lenské zemé EU pouzivaji rizné své vlastni kategorizacni systémy.
Nekteré zemée jiz pfimo pouzivaji novy kategorizacni systém, ale mnohé zemé
takto stale jesté nepostupuji. V dostupnych datasetech o evropskych projektech
tak zstava znacné mnozstvi projektli nezafazeno s ohledem na jednotny kate-
gorizaéni systém EU. Cilem této prace je vyzkouSeni moznosti automatické kla-
sifikace evropskych projektd pomoci klasifikatoru. Podpora automatickou klasi-
fikaci by podpotrila fiskalni analyzy.
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1 Uvod

Evropska unie podporuje v jednotlivych ¢lenskych zemich projekty pro vytvareni
pracovnich mist, zdravou evropskou ekonomiku a dobré Zivotni prostfedi prostiednic-
tvim péti evropskych strukturalnich a investi¢nich fonda (ESI fondy). Pro kategoriza-
ci téchto evropskych projektt je k dispozici jednotna kategorizace pro obdobi 2007 —
2013 a zvlast pro obdobi 2014 — 2020 s explicitnim propojenim.® Clenské zemé EU
vSak pfi evidovani evropskych projekti tuto kategorizaci uvadét nemusi a také tak
vSechny necini. Kategorizace projektd se tak musi délat ruénim zptisobem az ex post.
Jednotny zptisob kategorizace evropskych projektti umoznuje ptimocaré fiskalni ana-
lyzy. Motivaci této prace je podpofit klasifikaci evropskych projektd do kategorizac-
niho systému pro obdobi 2014 — 2020 automatickymi prostfedky strojového uceni,
coz by umoznilo fiskalni analyzy. V tomto pfispévku se zabyvame piistupem strojo-
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vého uceni SVM pro automatickou klasifikaci evropskych projektt. V ¢asti 2 vysvét-
lujeme pouzita data. V ¢asti 3 popisujeme celkovy postup pfistupu a tivodni experi-
menty jsou popsany v ¢asti 4.

2 Otevi‘ena data evropskych projekti

Jednotlivé zemé zvetejnuji informace o evropskych projektech na firovni regionti a
celych zemi. Pfestoze data jsou vystavena odpovédnymi organy, tak jejich format
zustava ponékud ,,zavieny“. Neékdy jsou data vystavena ve formatu pdf, byt samotna
data jsou zapsana ve formé tabulek, jindy jsou data vystavena rovnou v piihodnéjsim
tabulkovém formatu. Sbérem a sdilenim téchto dat se zabyva organizace ,,Open
Knowledge Foundation Deutschland*.? Datasety jsou ukladané v riznych formatech
CSV, XSLX nebo JSON. V ramci zpracovani dat se také provadi provazani jednotli-
vych typti informaci (atributtl) na jednotny fiskalni datovy model Open Spending.®
Kromé¢ vystavenych datasetti je k dispozici také jednotny integrovany dataset [2,3],
ktery 1ze stahnout (CSV format, 879 MB, 2,7 milionti fadkt popist projektt) a analy-
zovat vlastnimi silami nebo za pouziti pfipraveného analytického nastroje OS Viewe-
ver.*

Novy kategorizacni systém projekti (podobné jako ten stary) je dostupny v pfi-
slusnych evropskych dokumentech a také v tabulkové podobé z webu ,,Data for re-
search“.® Podle informaci z tabulkovych dat jsme z nich vyextrahovali samostatny
RDF [4] ciselnik obsahujici kategorizacni systém pro staré odbobi 2007-2013, RDF
¢iselnik obsahujici klasifikacni systém pro nové obdobi 2014-2020 a jejich vzajemna
mapovéni.’

3 Postup automatické klasifikace evropskych projekti

V ramci prvniho ptistupu ke klasifikaci projekti jsme pracovali s jednotlivymi datase-
ty regionl a zemi samostatné. Datasety obsahuji popisy projektd s velmi riznorodou
mirou zabéru (napt. nékteré popisy obsahuji jen nazev projektu, dotace EU, region a
termin jiné obsahuji také slovni popis projektu ad). Kromé numerického popisu pro-
jekta tak byva k dispozici také slovni popis rizného druhu. V naSem pfistupu se za-
méfujeme na vyuziti slov uvedenych u jednotlivych projektd. V prvni fazi jsme davali
dohromady dostupna data. Poloautomaticky jsme nasli 20 dataset z celkovych 110,
ve kterych se objevuje atribut tykajici se informace zatazeni do kategorie podle inter-
ven¢niho kédu. Z téchto datasetli jsme v ramci predzpracovani pomoci regularnich

2 https://www.okfn.de/en/
3 https://github.com/os-data/eu-structural-funds/blob/master/specifications/fiscal.schema.yaml
4 http://subsidystories.eu
5
http://ec.europa.eu/regional_policy/sources/docgener/evaluation/data/categorisation_2014_2
020_mapping.xls
6 viz https://github.com/openbudgets/ v &asti linksets a Code-lists.
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vyrazii a presné podoby interven¢nich kodi podle RDF ¢iselniku extrahovali inter-
vencni kod a dale samostatna slova jednotné oddélena mezerami. Takto vznikla data
jsme deduplikovali.

Za ucelem ,,sémantického® propojeni slov pouzivame automaticky jazykovy pte-
klad vSech slov do angli¢tiny, protoze jednak automaticky pteklad do anglictiny byva
nejlepsi a jednak anglictina je pouzivana v popiscich jednotlivych interven¢nich kodu
vV RDF ¢iselniku. Pro automaticky jazykovy preklad jsme vybrali ,,Microsoft Transla-
tor API“.” Vybér byl proveden na zékladé dostupnosti API zdarma (2 miliény ptelo-
zenych znaktli za mésic) a pokryti vS§ech pozadovanych evropskych jazyk.

Jednotlivé projekty tak reprezentujeme pomoci vektort, které maji tolik slozek ko-
lik je v datech unikatnich slov (po odstranéni stop slov) a binarné sledujeme jejich
(ne)vyskyt. Prirozené uskali je velkd dimenze vektort, kterd by mohla byt snizena
pomoci shlukovani slov nebo napiiklad latentni sémantickou analyzou, kde by se
identifikovaly koncepty slozené ze slov a témi se indexovaly jednotlivé projekty [1].
V ramci naSeho pfistupu jsme dimenzi vektorti nesnizovali a spiSe jsme se zamé&fili na
algoritmy, které zvladaji praci s daty o vysoké dimenzionalité. Na zakladé Givodniho
testovani jsme se rozhodli pro vytvoreni SVM (Support Vector Machines) klasifikato-
rué, za pouziti knihovny LibSVM pro Javu, a jeho linearniho kernelu, ktery oproti
jinym kernelim (RBF kernel, polynomialni kernel) dosahoval nejlepsi pfesnosti na
trénovacich datech.

Uvodni analyzy ukazaly, e ziskana data jsou rozlozena do t¥id (123 intervenénich
kodt) znacné nerovnomérné. Celkem 10992 instanci patii do 97 tfid, z nichz 23 tiid
ma pouze jednu instanci, 43 tfid ma alespon 10 instanci, 34 tfid ma alespon 20 instan-
ci a pouze 20 tfid ma vice nez 100 instanci. Nizké zastoupeni velkého mnozstvi tiid
Vv trénovacich datech a dominance nékolika tfid by pfi automatické klasifikaci vedlo k
preferovani majoritnich tfid a znehodnoceni vysledkt na realnych datech. V ramci
naseho pfistupu jsme uskali nevyvazenosti tiid fesili pomoci vzorkovani.

4 Experiment automatické klasifikace evropskych projektii

Pro vyzkouseni naseho pfistupu jsme provedli experimenty A, B, C a D se ziskanymi
daty s riznym pfistupem k vytvoreni trénovacich a testovacich dat. V ramci pfipravy
trénovacich dat vzdy pouzivame vzorkovani tak, aby vSechny tfidy byly zastoupeny
stovkou instanci. K tomu se pouziva podle potieby ,,oversampling* tak, ze se nahodné
nékteré instance duplikuji a ,,undersampling® tak, ze se nckteré nahodné vybrané
instance smazou. Experiment A pro trénovani uvazuje jen tidy s vice nez 50 instan-
cemi (celkem 21 tiid). Experiment B pro trénovani pouziva vSechny tiidy s alespon
jednou instanci (97 t¥id). Experimenty C a D uvazuji vSechny tfidy pro trénovani (123
tiid), kde pro tfidy bez instanci jsou pouzity popisky z RDF ciselniku. Pro sestaveni
testovacich dat v experimentech A, B a C se vybira nahodn¢ 20 instanci ze tfid, které

7 https://www.microsoft.com/en-us/translator/translatorapi.aspx

8 Déle jsme v néstroji Weka zkouseli logistickou regresi (netispésné kviili piilis vysoké dimen-
zionalité dat) a algoritmus pro uceni rozhodovacich pravidel JRip (srovnatelna ptesnost jako
SVM ale pftili§ pomalé).
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maji vice nez 50 instanci. Experiment D do testovacich dat zatazuje vzdy polovinu
instanci od kazdé tiidy s vice nez jednou instanci. Testovaci a trénovaci mnoziny jsou
vzdy disjunktni. Testovani bylo spusténo 3x a vysledna pfesnost klasifikace je jejich
prumérem viz tabulka 1 spolu s uvedenymi charakteristikami jednotlivych experimen-
tl.

Vysledna pfesnost pro vSechny experimenty vychazi relativné vysoka. Nejlépe
vypovidajici je experiment D, kde trénujeme a testujeme na nejvice tfidach a nejvice
instancich.

Tabulka 1: experimenty (Tr | Ts znamena trénovaci | testovaci mnozina)

Experiment Tr: #tfid (#instanci) |Ts: #tiid (#instanci) Presnost
A 21 (2100) 21 (480) 0.851
B 97 (9700) 21 (480) 0.95
C 123 (12300) 21 (480) 0.951
D 123 (12300) 74 (3653) 0.93
5 Zavér

Provedené experimenty ukazuji slibné vysledky za situace, kdy mame ziskana data
rozdé€lena na disjunktni mnoziny trénovacich a testovacich dat. Vypovidajici schop-
nost téchto experimentli je vSak omezena. Testovaci data totiz pochazeji z datasetu
zemi, ze kterych byla pouzita data (sice jind nez ta pro testovani) pro trénovani klasi-
fikatoru a soucasné plati, Ze struktura popisu projektll v ramci jednoho datasetu byva
dosti podobna. Zavérem proto musime konstatovat, Ze opravdu vypovidajici vysledky
testovani mohou byt dosahnuty jen na testovacich datech datasett, ze kterych zadné
instance nebyly pouzity pro trénovani. To je také zamérem na$i planované prace
S integrovanym datasetem evropskych projekta.

Literatura

1. Berka, Petr. Dobyvani znalosti z databazi. Academia, 2003.

2. SubsidyStories.eu.  Dataset  Descriptions.  https://github.com/os-data/eu-structural-
funds/blob/master/documentation/subsidyreport%20-%20dataset%20descriptions.pdf

3. SubsidyStories.eu. Methodology & Variables. 2017. https://github.com/os-data/eu-
structural-funds/blob/master/documentation/subsidyreport%20-%20methodology.pdf

4. World Wide Web Consortium. RDF 1.1 concepts and abstract syntax. (2014).

Podekovani: Tato prace byla podpotena z projektu EU H2020 ¢. 645833 OpenBud-
gets.
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Annotation:
Automatic Classification of European projects

European union funding for job creation and a sustainable and healthy European
economy and environment is channelled through the 5 European structural and in-
vestment funds (ESIF). Although there is European categorization system for EU
projects, EU countries apply their own different categorization systems. Some EU
countries already apply European categorization system, but many do not. As a result,
many projects are not categorized using European categorization system in available
datasets. The goal of this work is to examine an option of an automatic classification
of European projects using a machine learning classifier. This would enable straight-
forward fiscal analyses and interlinking categorization systems of EU countries to
European one.
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