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Abstrakt. Internet v sii¢asnosti obsahuje velké mnozstvo textu, ktory obsahuje
emocie a nazory roznych l'udi. KedZe je vel'mi naro¢né analyzovat’ ich manual-
ne, v tomto prispevku sa zameriavame na automaticku analyzu sentimentu pou-
7itim slovnikového pristupu. Anotovanie slovnika je &asto naroény a zdihavy
proces. Prave preto sa v tejto praci venujeme moznosti nahradenia cloveka,
ktory by slovnik anotoval, evoluénym algoritmom, ktory by bol pouzity na
najdenie optimalnych hodndt polarity pre slova v slovniku. Vytvorili sme dve
verzie slovnika, ktory bol pouzity na analyzu sentimentu. Prva verzia bola ano-
tovana ¢lovekom a pre anotovanie druhej verzie sme sa rozhodli pouzit’ PSO.
Nakoniec sme porovnali vysledky oboch verzii a slovnik anotovany pomocou
PSO dosiahol porovnatel'né vysledky ako slovnik anotovany ¢lovekom.

Kradové slova: analyza sentimentu, slovnikovy pristup, particle swarm optimi-
zation.

1 Uvod

Analyza sentimentu ma v dnesnej dobe vel'mi vyznamnu ulohu. Poméha pri rozhodo-
vani aky produkt si kupit, kontrole vlastnej znacky, alebo najdenim dobrého filmu.
Existuje mnoho pristupov, ktoré¢ je mozné pouzit' na analyzu sentimentu. Niektoré
pristupy su zalozené na strojovom uceni. Tieto pristupy pouzivaju metddy strojového
ucenia, ako napr. Naivny Bayesov kvalifikator, metodu Podpornych Vektorov, meto-
du Maximalnej Entropie, ¢i k-Najblizsich Susedov [5], aby klasifikovali prispevky do
pozitivnej alebo negativnej triedy. V sucasnosti si vel'mi popularne aj metody zaloze-
ne na hlbokom uceni. V pripade hlbokého ucenia, autori pouzivaju Neurdénové siete
na ziskanie novych atribtitov alebo ziskanie novych informacii z textov [13, 10]. My
sa Vv tomto prispevku zameriavame na slovnikovy pristup, ktory pouziva slovnik emo-
cionalnych slov na ur¢enie polarity prispevku.

Slovniky je mozné rozdelit' do troch skupin, podl'a toho, ako boli vytvorené. Ma-
nualne generované slovniky st kvalitné, ked’ze boli vytvorené a hodnotené l'ud'mi, ale
ich generovanie je vel'mi ¢asovo naro¢né. Na druhu stranu, slovniky generované au-
tomaticky mézu byt’ vytvorené vel'mi rychlo, ale ich presnost a kvalita je Casto ovela
nizsia ako pri manualne generovanych slovnikoch. RieSenim toho problému st semi-
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automaticky generované slovniky, kedy po automatickom vygenerovani slovnika
¢lovek skontroluje vytvoreny slovnik a odstrani nepresnosti.

V tomto prispevku sa zameriavame na automatické anotovanie slovnika pomocou
Particle swarm optimization (PSO) v slovenskom jazyku. Tento sposob by mohol
zjednodusit’ vytvaranie slovnikov v novych, resp. menej pouzivanych jazykoch.
V takom pripade by stacilo iba prelozit slovnik zo svetového jazyka (anglictina)
a automaticky anotovat’ pomocou PSO.

2 Analyza sentimentu pomocou slovnikov a evolu¢nych
algoritmov

Slovniky je mozné rozdelit’ na dve skupiny, podla toho aké informacie poskytuju pre
analyzu sentimentu. Jednoduché slovniky iba delia slova na pozitivne a negativne [11,
7, 8]. Ak je pozadovana komplexnejsia analyza, je potrebné pouZit' sofistikovanejsie
slovniky. Tie obsahujt aj dodato¢né informacie, ako silu polarity [14, 12] alebo sku-
piny slov a vztahy medzi nimi [5]. TaktieZ mdzu obsahovat aj d’al$ie slovna potrebné
pre analyzu textu ako intenzifikatory a negatory [11, 7, 12]. Pridanie dodato¢nych
informacii o slovach umoznuje komplexnejSiu analyzu spracovaného textu. Pridanie
sily polarity umoznilo porovnavat’ jednotlivé slova v zavislosti na zvolenej stupnici
(od 0 do 1, alebo od -5 do 5). Taktiez intenzifikacia a negacia umoziuji posuvanie
sily polarity pozitivnym alebo negativnym smerom.

Existuje aj niekol’ko prac venujucich sa pouzitiu evoluénych algoritmov v oblasti
klasifikacie textov. Genetické programovanie bolo pouzité v praci [3] a jeho ulohou
bolo najst’ efektivnu schému na vahovanie slov, ktora by zlepsila presnost’ klasifika-
cie. PSO bolo pouzité na vyber atributov [10] pre Conditional Random Field,
resp. najdenie najuzito¢nejsich atributov [1], ktoré najviac prispeju ku zlepseniu klasi-
fikacie recenzii pomocou metdédy Podpornych Vektorov.

3 Zikladna myslienka PSO

Particle swarm optimization (PSO) je meta-heuristicky algoritmus predstaveny Ken-
nedym a Eberhartom [2], ktory napodobiiuje chovanie kidl'a vtakov. V pripade PSO
sa potencialne nazyva jedinec (particle). Skupina jedincov sa v ramci PSO vytvara
tzv. populaciu. Kazdy jedinec sa pohybuje v problémovom priestore. Pritom nasleduje
najlepsieho jedinca a uchovava si svoje najlepsie rieSenie pre dany problém (pbest),
ktoré je ziskané pomocou fitness funkcie. Vyberom najlepSicho rieSenia spomedzi
skupiny jedincov ziskame lokalne najlepsie rieSenie (Ibest). Globalne najlepsie riese-
nie (gbest) predstavuje najlepsie rieSenie z celej populacie. PSO sa sklada z dvoch
zakladnych krokov: 1. zmena rychlosti smerom k pbest a gbest a 2. zmena aktualne;j
pozicie. Populacia moze byt popisana ako vektor X =(Xi1 ,Xi, ..., Xip). Rychlost’ je-
dinca mézeme popisat’ ako Vi =(vi1 ,Vi2, ..., Vip) @ najlepsiu predchadzajucu poziciu
jedinca ako P;i =(piz .pi2, ..., pip). Jedinec g reprezentuje najlepsicho jedinca
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Vv populacii a hodnota w predstavuje tzv. lenivostny faktor. Zmeny rychlosti a pozicie
sa teda vykonavaju na zaklade rovnic 1, 2:

vig = woly + e (0l — xl) + crd (e — ) )
xXig = xig + v )

kded =1, 2, ..., D je rozmer vektora, i = 1, 2, ..., N, kde N je pocet jedincov, n = 1, 2,
..., j& pocet iteracii. Rovnice tieZ obsahuju dve ndhodné hodnoty r1, Iz, ktoré zabezpe-
¢uju aby funkcia neupadla do lokalneho optima. Parametre €1 a €, predstavuju faktory
ovplyvitujuce pohyb voéi pbest a gbest. PSO skon¢i v momente, ked” je dosiahnuté
ukoncovacie kritérium, alebo sa naplni pocet cyklov ur¢enych na zaciatku.

4 Navrhovana metoda

V tejto praci sme vytvorili dve verzie slovnika pre analyzu sentimentu v slovenskom
jazyku. Slovnik bol manualne prelozeny z jeho anglickej verzie [7], ktora obsahovala
6789 slov. Tieto slova sme prelozili do slovenciny a pre kazdé slovo sme vyhl'adali
jeho synonyma a antonyma pomocou synonymického slovnika. Finalna verzia slovni-
ka tak obsahuje 598 pozitivnych slov a 772 negativnych slov. Stupnicu pre urcenie
sily polarity sme zvolili v rozmedzi od -3 (najviac negativne slovo) do 3 (najviac
pozitivne slovo).

Pre automaticka anotaciu sme sa rozhodli pouzit' PSO. Ako ukazali viaceré vy-
skumy, jedna sa o efektivny, robustny a jednoduchy optimaliza¢ny algoritmus, ktory
bol aplikovany na mnoho optimalizacnych funkcii. Kazdy jedinec v nasom pripade
mozZe byt zapisany vo forme vektor Xi =(Xi1 ,Xi2, ..., Xip) kde xis € {-3,3},i =1, 2, ..,
N, kde N je pocet jedincov v populacii ad = 1, 2, ..., D oznafuje pocet slov
v slovniku. Rozsah od -3 do 3 sme zvolili rovnaky, ako v pripade 'udského anotatora.
Cely proces pouzitia PSO je mozné vidiet’ na obrazku 1.

Prva generacia bola generovana nadhodne. Ostatné parametre boli ziskané na za-
klade experimentov a dostupne;j literatiry. Tie boli nastavené nasledovne:

e pocet jedincov: 15000
e pocet opakovani: 100
e w=0.729844

e Cy=1.49618

e C;=1.49618

Ako fitness funkciu sme pouzili makro-F1 mieru. T4 sa pouziva na vyhodnocovanie
nevyvazenych datasetov. Makro-F1 miera sa vypocita ako priemer F1 mier pre jed-
notlivé triedy (pozitivnu a negativnu). F1 miera je harmonicky priemer medzi pres-
nost'ou a navratnost'ou. Tie boli vy¢islené na zaklade vysledkov klasifikacie pomocou
slovnikového pristupu. Slovnikovy pristup skombinoval hodnoty polarity generované
pomocou PSO so slovami zo slovnika a vytvoril docasny slovnik, ktory bol pouzity
na ohodnotenie prispevkoV V testovacom datasete. Na ziskanie polarity prispevku bol
pouzity algoritmus, ktory vyhladaval slova prispevku v slovniku a na zaklade prira-

153



Anotovanie slovnika pre analyzu sentimentu pomocou PSO

denej polarity upravil silu polaritu prispevku. Vysledna polarita bola porovnana
s polaritou uvedenou v datasete. Na zaklade toho porovnania boli vyéislené hodnoty
presnosti a navratnosti.

PSO Slovnikovy pristup
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Obr. 1. Diagram ucenia sily polarity slov pomocou PSO

5 Experimenty a vysledky

Predstaveny pristup sme testovali na dvoch datasetoch. Prvy (vSeobecny dataset) ob-
sahuje 4720 prispevkov z réznych oblasti (hodnotenie filmov, knih a elektroniky,
politika, atd’.), ktoré boli ziskané z viacerych webovych stranok. V datasete sa nacha-
dza 2455 pozitivnych a 2265 negativnych prispevkov. Druhy dataset (filmovy dataset)
bol preloZeny z angli¢tiny pomocou Google tranlator! a jedna sa o dataset vytvoreny
Vv praci Pang a Lee [9]. Tento dataset obsahuje 1000 pozitivnych a 1000 negativnych

L https://translate.google.sk/?hl=sk&tab=wT
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filmovych hodnoteni zo stranky rottentomatos.com. Datasety boli v procese ucenia
nahodne rozdelené v pomere 90:10, teda PSO hladalo optimalne rieSenie na 90%
prispevkov a nasledne bolo toto rieSenie pouzité na 10% neanalyzovanych dat. Vy-
sledky experimentov je mozné vidiet’ v tabulke 1.

Tab. 1. Porovnanie F1 mier pre obidve verzie slovnika.

vSeobecny dataset filmovy dataset
verzia anotovana ¢lovekom 0,7668 0,6294
verzia anotovana pomocou PSO 0,7647 0,7292

Vysledky ukazuju, Ze PSO dosiahlo vysledky porovnatel'né s ¢lovekom, resp. ho do-
kéazalo trochu prekonat’. Na vieobecnom datasete dosiahlo PSO vysledok vel'mi blizky
Pudskému anotatorovi. Na filmovom datasete dokazalo PSO prekonat’ ¢loveka, ¢o
znamena, ze dokazalo najst’ vhodnejsie sily polarity pre jednotlivé slova ako ¢lovek.

6 Zaver

V tomto prispevku sme predstavili pristup na analyzu sentimentu pomocou slovniko-
vej metddy, ktora pouzila slovnik anotovany pomocou PSO. Tento slovnik bol vytvo-
reny prekladom z jeho angliCtiny a v prvej verzii bol anotovany manudlne, ¢o bolo
¢asovo narocné. Druha verzia slovnika bola anotovana pomocou evolu¢ného algorit-
mu, konkrétne PSO. Ako ukazali vysledky, verzia anotovana pomocou PSO dosiahla
v pripade vSeobecného datasetu porovnatel'né vysledky ako verzia anotovana clove-
kom a v pripade filmového datasetu lepsie vysledky ako verzia anotovana ¢lovekom.

Do buducna by sme cheeli vylepsit' PSO pouzitim d’alSich metdd upravy pozicie
a polohy a taktiez otestovat’ na va¢Som datasete.
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Annotation:
Annotation of dictionaries using PSO

The social web contains a huge amount of text with human emotions and opinions. It
is very difficult to analyze them manually and in this paper, we use automatic senti-
ment analysis based on dictionaries. We created two versions of the dictionary. The
first version was prepared manually and annotated by human, which was time-
consuming. The second version used Particle Swarm optimization (PSO) for the an-
notation of words in the dictionaries. Both versions were tested on two datasets, a
generated dataset and a movie dataset. We compared the results of the two versions
and the version annotated by PSO achieved comparable results with the version anno-
tated by human.
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