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Abstrakt. HIboké ucenie sa aktudlne javi ako velmi perspektivny pristup
k mnohym tloham spracovania prirodzeného jazyka. Tento ispech sa vSak za-
tial’ prejavuje najmé pri jazykoch, ktoré maju dostatoéné mnozstvo zdrojov na
natrénovanie komplexnych neurénovych sieti. Mensie jazyky s mens$im mnoz-
stvom zdrojov maju problém tieto nové techniky vyuzit’ a priepast’ medzi nimi a
“bohatymi* jazykmi sa tak prehlbuje. V nasej praci sa venujeme tomu, ako tito
priepast’ zmens$it' pomocou prenosu naucenej informacie z jazyka do jazyka.
Hlavnou myslienkou je trénovanie hlbokych neurénovych sieti v multilingval-
nom rezime tak, aby sa model naucil vyuzivat' znalosti z jedného jazyka aj pre
vstupy z inych. Navrhli a vykonali sme experiment s prenosom informacie
0 sentimente slov pomocou zdielaného priestoru distribu¢nych vektorov. V ex-
perimente sme dosiahli vysledky porovnatelné s nemeckymi manualne vytvo-
renymi lexikénmi sentimentu, pricom sme vSak nepouzili ziadne nemecké data
tykajlce sa sentimentu.
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1 Uvod

Umelé neurénové siete v poslednych rokoch vyraznym spdsobom zasiahli do spraco-
vania prirodzeného jazyka. Ukdzalo sa, Ze rozli¢né architektiry neurénovych sieti
dokazu vel'mi dobre spracovat’ vel'ké objemy textovych dat a naucit’ sa z nich prinos-
né informacie. V kratkom ¢ase pomocou nich vyskumnici dokézali prekonat’ existuju-
ce rieSenia pre velké mnozstvo uloh, vratane tych najpokrocilejsich, ako napriklad
strojovy preklad [3], analyza sentimentu [10] ¢i syntakticka analyza [13]. Vyhodou
tychto neurénovych pristupov st malé naroky na doménovi expertizu. Zda sa, ze
strojové ucenie sa tu koneéne dokaze naucit’ vsetko, ¢o potrebuje na uspesné vyrieSe-
nie wilohy, bez toho, aby vyskumnici museli ruéne navrhovat vysoky poet ¢it. Crty sa
neurénove siete ucia extrahovat’ samé a mozeme teda viac vSeobecne hovorit’ o u¢eni
sa reprezentacii, resp. uceni sa ¢it (angl. representation learning) [1].

Tieto zaujimavé pokroky st podmienené rasticim mnozstvom textovych dat, ktoré
ako ludstvo vytvarame. Najmd s nastupom Internetu sa zlepsili moznosti tvorby
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a zdielania rozli¢cnych textov, ako napr. recenzii, prispevkov na socialnych siet’ach,
blogov ¢i ¢lankov. Aj ked tento rast je globalny, niekol’ko svetovych jazykov (najma
anglictina) ho pocitilo omnoho viac. Len v tychto jazykoch existuju dostatocne vel'ké
datasety, na ktorych sa danu sicasné modely Casto postavené na hlbokom uceni (angl.
deep learning) trénovat’.

Jednym z moznych rieSeni je pokusit’ sa prenasat’ informacie naprie¢ jazykmi.
V strojovom uceni pozname koncept ucenia s prenosom (angl. transfer learning),
kedy sa snazime model natrénovany na urcitej doméne ¢i ulohe pouzit' v inych domé-
nach ¢i na inych ulohach [8]. Prenos medzi rozliénymi jazykmi méZzeme chapat’ ako
jeden z druhov takéhoto ucenia a V tejto praci sa venujeme prave jemu.

2 Existujuce pristupy

Pri analyze existujtcich pristupov ku uéeniu s prenosom medzi jazykmi sme identifi-
kovali 3 lingvistické urovne, na ktorych moze u€enie medzi jazykmi prebichat’. Ide o
(1) morfologicku troven, (2) uroven slov a (3) uroven viet. Postupne tieto irovne
predstavime.

Morfologicka urovein. Na morfologickej Grovni prebiecha ucenie najmi medzi
lingvisticky podobnymi jazykmi, ktoré teda do istej miery zdiel'aji podobni morfolo-
giu a slovnu zasobu (napr. Slovencina-Cestina, Spaniel¢ina-portugaléina). Takéto uce-
nie sa da aplikovat’ pri modeloch, ktoré pracuju na trovni znakov alebo inych casti
slov. Predpokladame, Ze znalosti ziskané o morfologii jedného jazyka su aplikovatel’-
né aj pre iné jazyky. Takéto ucenie bolo pouzité napr. pri rozpoznavani pomenova-
nych entit [2] alebo pri znackovani viet [12].

Uroveii slov. V spracovani prirodzeného jazyka sa stali popularne tzv. vektory la-
tentnych ¢t slov (angl. word embeddings) [6]. Ide o reprezentacie slov vytvorené
v skrytych vrstvach neurénovych sieti, ktoré zachytavaju sémantiku slov. Takto vzni-
kaju aj multilingvalne reprezentacie, kde s do jedného vektorového priestoru premie-
tané slova z viacerych jazykov [11]. Toto potom méze byt pouzité pre prenos infor-
macie medzi jazykmi. Na§ experiment patri do tejto kategorie.

Uroveii viet. Posledn a v istom zmysle najnaro¢nejsia Groveti je troveii viet. Na
tejto Grovni sa vyskumnici snazia vytvarat’ reprezentacie viet tak, aby zachovavali ich
sémantickll podobnost’ naprie¢ jazykmi. Tato Uroven je najmenej preskimana, riesSe-
nia existuju napriklad pre strojovy preklad [3] alebo analyzu sentimentu [14].

3 Experiment s analyzou sentimentu

Na zéklade analyzy tejto oblasti sme navrhli nas vlastny experiment, ktorého tlohou
je preniest’ informaciu o sentimente slov z jedného jazyka do druhého. Na analyzu
sentimentu sa Casto pouZivaju tzv. lexikény sentimentu. V podstate ide o zoznam
ohodnotenych slov, kde hodnota znaci ¢i je dané slovo pozitivne alebo negativne
ladené. Zostavovanie takychto lexikdnov je pracna uloha a automatické pristupy ani
zd’aleka nedosahuju potrebnl kvalitu [9]. Nasou zakladnou myslienkou je vyuzit
informéciu z kvalitného cudzojazyéného lexikénu. Pre ucely experimentu sme sa
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zamerali na anglické lexikony, ktoré chceme zuzitkovat' pre analyzu sentimentu
v nemeckom jazyku.

Pre prenos sentimentu pouzivame tzv. multilingvalne vektory latentnych &t [11].
Ide o vektorovy priestor, v ktorom su reprezentované slova z viacerych jazykov (v
na$om pripade z angliétiny a neméiny) tak, Ze je zachovana ich sémanticka podob-
nost’. Anglické slova good a fine st v takomto priestore blizko pri sebe. Taktiez sa
v8ak v ich blizkosti nachadzaju aj nemecké gut a fein. Nad takymto multilingvalnym
priestorom potom trénujeme model sentimentu, ktory sa nauci klasifikovat’ slova na
pozitivne, negativne a neutralne.

Tento model je jednoducha neurdénova siet’ (viacvrstvovy perceptréon) s jednou
skrytou vrstvou, ktora sa snazi z vektorovej reprezentacie slova vyratat’ jeho hodnote-
nie. Vstupom do tejto neurdnovej siete su predpripravené vektory slov, zatial’ ¢o vy-
stupom je vektor s 3 polozkami, pri¢om kazda zodpoveda jednej triede sentimentu.
Ako trénovaciu mnozinu pre tento model pouzijeme kvalitny anglicky lexikon senti-
mentu. Na vysledny vektor sa aplikuje softmaxova funkcia. Ako stratova funkciu
pouzivame cross entropy funkciu, trénovanie prebicha s pouzitim bezného algoritmu
Stochastic Gradient Descent. Natrénovany model potom mdzeme pouzit’ pre klasifi-
kaciu sentimentu nemeckych slov, ked’ze ich mame k dispozicii ich reprezentacie zo
zdiel'aného anglicko-nemeckého vektorového priestoru slov.

Pri experimentoch sme vyskusali pouzit’ viacero alternativnych architektar — tes-
tovali sme vplyv poctu skrytych vrstiev aj ich Sirky. Napokon sa ako najlepsie riese-
nie ukazala siet’ s jednou skrytou vrstvou s dizkou 10. Takato neurénova siet’ dokéaza-
la prekonat’ linearnu aj logistickl regresiu. Myslime si, Ze je spdsobené nelinearitou
neurénovych sieti. Sentiment vo vektorovom priestore totizto nemusi byt linedrne
separovatelny. Spravanie slov a ich vlastnosti v takomto priestore moze byt jednym
zo smerov d’alSicho vyskumu.

Takyto model sa naué¢i na anglickych slovach odhadovat’ ich sentiment. Ked’ze je
vsak zachovana sémanticka pribuznost’, dokdzeme tento model rovno pouzit' aj na
ohodnocovanie nemeckych slov. My sme model pouzili na ohodnotenie kazdého ne-
meckého slova v priestore. Ziskany lexikon sentimentu pre nemecky jazyk sme potom
pouzili v §tandardnej klasifikacii na analyzu sentimentu nemeckych viet. Z kazdej
vety sme vyextrahovali uréité ¢rty (pritomnost’ slov, emotikonov, Stylistickych prv-
kov) a navySe sme pridali niekol’ko ¢ft extrahovanych pomocou lexikénu (pocet pozi-
tivnych/negativnych slov, priemernd hodnota sentimentu). Nad vyslednym vektorom
¢ft sme natrénovali SVM Kklasifikator.

Vo vysledku nas plne automatizovany pristup presved¢ivo predbehol iné automa-
tizované pristupy. Ako nemecké lexikony sme pouzili tie vygenerované v [9]. Auto-
maticky vytvoreny lexikon TKM napriklad dosiahol sthrnné makro F1 skore 0,75 pre
binarnu, resp. 0,59 pre ternarnu klasifikaciu. Na§ pristup dosiahol najlepSie skore
s anglickym lexikénom sentimentu NRC [7]: 0,79, resp. 0,61. Tento nas vysledok je
porovnatelny s manudlne vytvorenymi state-0f-the-art lexikonmi pre nemecky jazyk.
Najlepsi z nich, GPC, dosahuje vysledky 0,80, resp. 0,62. Vidime, ze sa s pomerne
jednoduchou metdédou dokazeme priblizit' kvalitnym, manudlne vytvorenym lexiko-
nom. Potrebovali sme pritom len paralelny anglicko-nemecky korpus a anglicky lexi-
kén sentimentu. Namiesto ratania reprezentdcii slov v multilingvalnom priestore
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z paralelného korpusu sme v naSich experimentoch pouzili uz hotovy anglicko-
nemecky vektorovy priestor [5], ktory obsahuje 95,195 nemeckych a 40,054 anglic-
kych slov. Dizka vektorov je 512.

4 Zaver

Ucenie s prenosom medzi jazykmi ma potencial priniest’ kvalitné rieSenia pre jazyky,
ktoré nemaju dostatok zdrojov. Tento smer je obzvlast aktudlny teraz, ked
V spracovani prirodzen¢ho jazyka sa do popredia dostava hlboké ucenie. Reprezenta-
cie, ktoré sa pri hlbokom uceni vytvaraju, st totizto obzvlast vhodné na ucenie
s prenosom. V tejto praci sme predstavili problematiku ucenia s prenosom medzi
jazykmi a uviedli sme aj tri tirovne, na ktorych takéto ucenie moéze prebichat. Na
urovni slov sme ho aplikovali aj pri naSom experimente, kedy sa ndm podarilo auto-
maticky zostrojit’ kvalitny lexikon sentimentu pre nemecky jazyk.

V d’alSej praci chceme nadviazat’ na tento experiment a vylepsit metédu prenosu
informacie medzi slovami. Taktiez sa chceme venovat prenosu s uéenim na Urovni
viet, ktoré predpoklada vytvaranie reprezentacii s pokrocilymi metdédami hlbokého
ucenia. Pri tomto uceni sa chceme zamerat’ aj na interpretaciu natrénovanych modelov
a lepsie pochopenie toho, ¢o sa vlastne umelé neurénové siete pri spracovani priro-
dzeného jazyka ucia.
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Annotation:

Transfer Learning between Natural Languages

Deep learning is currently a popular approach to natural language processing. It is
however very data-demanding and languages without proper resources can not utilize
it fully. Transfer learning between languages tackles this problem as it transfer trained
models from one language to another. We discuss such learning here and we also
present our own experiment concerned with word-level induction of sentiment from
English to German.
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