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Identifikace rodného jazyka pisateli na zakladé anglicky psanych
eseju

Robert Brada®

1 Uvod

Identifikaci rodného jazyka rozumime tlohu, ve které chceme automaticky urcit rodny
jazyk autora Cisté na zakladé textu, ktery je autorem napsan v jiném nez rodném jazyce (v této
praci anglictina). Cilem této prace je navrhnout systém umélé inteligence, ktery bude v této
uloze dosahovat co nejlepsiho skore.

Uplatnéni vysledki Ize najit naptiklad v oblasti vyuky ciziho jazyka. Je zfejmé, ze 1idé se
stejnym rodnym jazykem budou nachylni k tomu, aby délali podobné chyby pfi studiu ciziho
jazyka. Nauci-li se systém takové vlastnosti rozpoznavat, mize byt jazykovym studentim
poskytnuta cilend zpétné vazba ohledné jejich chyb, coz znacné zefektivni vyuku.

Tato tiloha se fesi metodou strojového uceni, coz je oblast umélé inteligence zabyvajici
se technikami, které umoznuji poc¢itacovému systému ucit se, aniz by musel byt naprogramovan
pro konkrétni ulohu.

2 Postup reSeni

K nauceni systému je tieba mit dostatek dat. My budeme pracovat s datovym korpusem,
ktery obsahuje 12 100 anglicky napsanych esejui. Tyto eseje psali autofi s 11 riznymi rodnymi
jazyky, kterymi jsou: arabstina, ¢inStina, francouzstina, némcina, indStina, ital$tina, japonstina,
korejstina, Spanélstina, telugstina, turectina.

Samotné texty ovSem musime predzpracovat. Vstupem do algoritmi strojového uceni
musi byt vektor fixni délky (tzv. pfiznakovy vektor). Texty tedy musime na takové vektory
pievést. Spravna volba piiznakového vektoru je klicova pii ndvrhu modelu a ma zasadni vliv
na dosazené vysledky. Piiznaky mohou tvofit naptiklad slova, dvojice slov, slovni druhy a
podobn¢. Jak pievést texty na vektory pomoci tzv. Bag Of Words modelu lze vidét na
nasledujicich ptikladu:

Piiklad:
K dispozici je datova sada obsahujici 2 texty, které chceme prevést na vektory:

Text 1: Nevim, zda je to mozné.
Text 2: Je mozné, Ze je to pravda.

je mozné nevim pravda to zda ze
Text 1 1 1 0 1 1 0
Text 2 2 1 0 1 1 0 1

Tabulka 1: Piiklad vytvofeni pfiznakového vektoru
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Kromé zminéného Bag Of Words modelu 1ze vyuzit i doc2vec modelu, ktery je slozitéjsi a
vyuziva neuronovych siti. Tento model je bliZze popsan v origindlni praci.

Ukolem je tedy pievést na ptiznakové vektory viechny texty z datového korpusu. Dal§im
krokem je texty rozd¢lit na trénovaci a testovaci mnozinu. Texty z trénovaci mnoziny mizeme
pouzit k natrénovani klasifikatoru (klasifikator = algoritmus, ktery urcuje, do které z kategorii
text patii). Texty z testovaci mnoziny vyuzijeme k urCeni pfesnosti klasifikace.

3 Vysledky

Klasifikatort, které Ize pouzit, je celd fada a jejich vybér vyrazné ovliviluje piesnost
klasifikace. Testuje se tedy jak pouzity model tvorby pfiznakovych vektord, tak pouzity
klasifikator. V tabulce jsou uvedeny nejlepsi vysledky pro jednotlivé modely a také piesnost
vychoziho modelu, ze kterého se vychazelo. Modely a klasifikatory maji dalsi parametry,
jejichz detailnéjsi popis 1ze najit v originalni praci.

Model Klasifikator Presnost klasifikace
Bag Of Words (vychozi) SvC 71,0 %
Bag Of Words SVC 84,3 %
doc2vec SVM 69,6 %

Tabulka 2: Vysledky klasifikace

4 Zavér

Cilem prace bylo najit systém, ktery bude mit co nejlepsi presnost klasifikace.
Z dosazenych vysledi je zfejmé, ze takovym systémem je ten vyuzivajici Bag Of Words model,
ktery mél o 13,3% lepsi presnost klasifikace nez vychozi model. Tento model vyuzival jako
pfiznaky trigramy slov a 11-gramy znakt. Vychozi model vyuZzival jako ptiznaky jednotliva
slova.

Ptresnost klasifikace ov§em neni jedinym mefitkem, podle kterého se fidit, pokud chceme
systém vyuzit v praxi. Mize dochazet napiiklad K pfetrénovani, dale potiebujeme né&jak
interpretovat dilezitost pfiznakl, podle kterych se klasifikator rozhoduje a podobné. Tyto
aspekty jsou rozebrany v originalni praci. Zavérem je, ze klasifikator s nejlepsi presnosti je
vyrazné pretrénovan a i systém vyuzivajici doc2vec model poskytuje i pres horsi presnost
klasifikace velmi uzite¢né informace.
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