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Detekce prizvuku na datech z Russian National Corpus

Anastasiia Chizhova!
1 Uvod

V ramci prace pro prevod textu do syntetizované feCi v ruském jazyce se zabyvam
slovy, ktera maji volny nebo pohyblivy pfizvuk, tzv. homografy. Pfizvuk takovych slov je
zé&visly na kontextu a je ho tieba riiznymi zplisoby syntetizovat. Napf-.:

* 3aMoK (Ces. hrad)

* 3aMOK (Ces. zamek)

* B cienyromieM roay (Ces. v pristim roce)
* k2010 roay (Ces. do roku 2010)

Pro vétSinu slov lze pro urceni pozice ptizvukl pouzivat slovnik, ale pro homografy
existuje nékolik piipadit, protoze umisténi prizvuku ovliviiuje pad nebo celkovy vyznam
slova. Cilem mého experimentu je predikovat pfizvuk pouze na zékladg textu. Pti zpracovani
daného problému pouzivam metodu “Uceni s ucitelem” (Psutka (2016)).

2 Trénovaci a testovaci data
Pro experiment bylo vybrano nékolik nejcastéji se vyskytujicich slov v novinach
s nejednoznaénym piizvukem. Z novinovych textd jsem pro kazdé slovo naSla 200 vét s
riznymi piipady kontextu a ptizvuku, které predstavovaly trénovaci data. Dale jsem ruéné
provedla Kklasifikaci do dvou trid:
e je ptizvuk (1)
e neni ptizvuk (0).

Loni (Chizhova (2017)) jsem stejna data pouzivala i pro testovani, s tim ze vSechna data byla
rozdélena na testovaci a trénovaci v poméru 1 ku 99. V dané praci jsem pokrocila tak, ze
klasifikator bude trénovan na mnou pripravenych datech a pak testovan na mnohem vétSim
objemu dat z Ruského Narodniho korpusu (http://www.ruscorpora.ru/en/index.html),
poskytnutého Ruskou Akademii véd, coz by mélo dat realnou piedstavu 0 uspésnosti metody
klasifikace a klasifikatoru.

3 Klasifikatory a klasifikace

Retézce znakll jsem pievedla na ¢&iselné vektory pomoci metody DictVectorizer
z balicku scikit-learn (Pedregosaet al. (2011)). Kazda polozka vektoru tak odpovidala
vyskytu konkrétniho znaku na konkrétni pozici v fetézci. ZkousSela jsem 2 klasifikatory:
Logistic Regression (LogReg) a Support Vector Machine (SVM), kde pro SVM jsem
zkousSela 2 rizna nastaveni: rbf a linear. Testovala jsem rizn¢ dlouhé levé a pravé kontexty.
Vysledky klasifikace byly porovnany se spravnymi odpovéd’mi pomoci funkce f1 score.

V Tab. 1a Tab. 2 je uvedena c¢ast vysledk pro testovani na puvodnich datech a
testovani na datech z RNK pro vybrané pravé a levé kontexty a vybrané homografy:
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Typ LogReg SVM
Klasif.
Kontext L-20 P-5 L-10 P-10 L-5 P-8 L-20 P-5 L-10 P-10 L-5P-8
Tlony 93,97 % 93,50 % 92,96 % 94,74 % 93,97 % 92,57 %
TI'opona 89,72 % 89,45 % 85,57 % 86,58 % 86,74 % 83,82 %
Camom 67,8 % 71,72 % 72,04 % 66,05 % 70,56 % 70,3 %
Tabulka 1 Vysledky klasifikatoru LogReg a SVM(linear) pro piivodni data (f1_score)
Typ Pocet vyskytl LogReg SVM
Klasif. slova
Kontext L-20P-5 | L-10P-10 | L-5P-8 | L-20P-5 | L-10P-10 | L-5P-8
I'ony 416 96,60 % 97,09% | 97,61% | 9553 % 95,7 % 97,83 %
Tl'opona 126 92,80 % 9449% | 91,36 % | 88,71 % 90,84 % | 90,69 %
Camom 337 90,60 % 89,38% | 93,02% | 80,24 % 70,22 % | 85,04 %
Tabulka 2 Vysledky klasifikatoru LogReg a SVM (linear) pro RNK (f1_score)
4 Zavér

Z vysledkti experimentu je vidét, Ze je mozné pouze ztextového okoli slova
s nejednozna¢nym ptizvukem s relativné vysokou uspésnosti urcit pozici prizvuki ve slove.
Primérna Gspésnost na vSech slovech mozna neocekavané prokazuje, ze neznama data lze
Klasifikovat 1épe (viz. Tab. 3). Ale je tfeba zminit, Ze v daném piipadé byly vysledky
testovani na RNK také ovlivnény poctem vyskytdl obou variant ptizvuka v textu,
ve vSech uvedenych piipadech je to v poméru 5-10% jedné varianty a 90-95% druhé.

Manualni data LogReg SVM (linear) SVM (rbf)
Min 56,06 % 56, 08 % 56,08 %
Max 83,46 % 82,66 % 73,44 %
RNK
Min 61,38 % 64,48 % 59,86 %
Max 81,60 % 78,37 % 75,02 %

Tabulka 3 Porovnani uspesnosti 2 skupin testovacich dat (puvodni a RNK)
Lepsim z pouzivanych klasifikatorti pro oba piipady stalé zustava LogisticRegression.
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