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Abstrakt

Hlavnim zamérenim této prace jsou genetické algoritmy. Jednd se o typ ndhod-
ného prohledavani podpotreny heuristikou ve formé fitness funkce imitujici prirodni
proces evoluce. V této praci budeme analyzovat jejich pribéh na tloze obchodniho
cestujiciho, obtizné feSitelném kombinatorickém problému ze skupiny NP-tplnych
tloh. Nejprve si predstavime jednotlivé pojmy jako je chromozom, populace nebo
kiizeni a zavedeme pozadavky na jednotlivé procesy algoritmu, aby byl aplikovatelny
na tlohu obchodniho cestujiciho. V dalsich kapitolach prozkoumame vliv velikosti
populace N, miry elitismu Fr a miry mutace Mz na schopnost algoritmu konvergo-
vat k optimalnimu feSeni tilohy obchodniho cestujiciho. Riizna nastaveni algoritmu
vyzkou$ime na vice grafech v&etné tloh att)8, eil101 nebo tsp225 z TSPLIB a poku-
sime se urcit optimalni hodnoty pro tyto parametry. V dalsi kapitole si predstavime
rizné operatory mutace a rekombinac¢ni operatory. Pokusime se experimentélné ove-
fit jejich pusobeni na chod algoritmu a urcit takové operatory, které maji nejlepsi
vliv na schopnost algoritmu konvergovat k optimu.

Klicova slova

Geneticky algoritmus, illoha obchodniho cestujiciho, velikost populace, elitismus,
mira mutace, operatory kiizeni, operatory mutace



Abstract

The subject of this diploma thesis is genetic algorithms. Genetic algorithms are
a type of random search supported by a heuristic in the form of a fitness function
that imitates the natural process of evolution. We will analyze their performance in
the travelling salesman problem, a complex combinatorial problem belonging to the
NP-complete class. Firstly, we will introduce concepts such as chromosome, popu-
lation or crossover. We will then implement requirements for individual processes of
the algorithm to apply to the travelling salesman problem. The effect of population
size N, elitism rate Er and mutation rate Mpr on the ability of the genetic algori-
thm to converge to the optimal solution will be discussed in the following chapters.
Multiple algorithm settings will be tested and evaluated on the att/8, eil101 and
tsp225 graphs from the TSPLIB. We will then try to determine the optimal values
for the parameters above. In the next chapter, we will introduce various mutation
and crossover operators. Experiments will be conducted to determine operators with
the best effect on the performance of the genetic algorithm.

Keywords

Genetic algorithm, travelling salesman problem, population size, elitism, mu-
tation rate, crossover operators, mutation operators
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1 Uvod

Genetické algoritmy jsou heuristické metody inspirované Darwinovou evoluéni teorii.
Vyuzivaji procesy evoluci vlastni jako napiiklad kiiZeni, mutaci nebo preziti silnéj-
Stho. Typicky se vyuzivaji pro nalezeni dobré aproximace feseni NP-tiplnych tloh,
pro které neni znam postup, ktery by nasel optiméalni feSeni v polynomidlnim case.
Genetické algoritmy pracuji s celou mnozinou p¥ipustnych reseni, které rizné kom-
binuji, aby tak nalezly lepsi feSeni. V prvni kapitole si nejprve vysvétlime zakladni
fakta o tloze obchodniho cestujiciho, na které budeme testovat chovani genetickych
algoritmii, jejichz principy si vysvétlime v kapitole nasledujici. Ve tieti kapitole se
detailné budeme vénovat parametrim genetickych algoritmii jako je velikost popu-
lace, mira elitismu a mira mutace a pokusime se pro né najit optimalni hodnoty.
V posledni kapitole se zamérime na rizné druhy operatori mutace a kiizeni, otestu-
jeme jejich vliv na chovani algoritmu v riiznych tlohach a vyhodnotime, které z nich
maji nejlepsi vliv na schopnost algoritmu konvergovat k optimu.



2 Zakladni definice

I pfesto, Ze se prace zabyva feSenim slozité tilohy obchodniho cestujiciho, predpokla-
daji se u ¢tenéie pouze zékladni znalosti z oblasti teorie grafii a pravdépodobnosti.
Ty nejpodstatnéjsi pro zkoumanou problematiku jsou uvedeny v této kapitole. De-
finice jsou pfevazné prevzaty ze skript pro predmét "Diskrétni matematika"|[1]

Definice 2.1 [1]. Graf G je dvojice G = (V, E), kde V je koneéna mnozina a
\%
EC <2>, pricemz

(3) = teniayevas )

je mnozina vSech dvouprvkovych mnozin prvki mnoziny V. Prvky mnoZiny V na-
zyvame vrcholy (¢asto také uzly), prvky mnoziny E pak hrany grafu G. Vrcholy
x,y € V jsou sousedni, pokud {x,y} € E. Pokud je E mnozina usporddanych dvo-
jic {x,y} # {y,z}), mluvime o orientovaném grafu, pokud se jednd o mnozinu
neusporadanych dvojic ({x,y} = {y,z}), jedna se o neorientovany graf.

Definice 2.2 [1].  Necht n je pfirozené ¢islo a oznac¢me [n| = {1, ...,n}. Déle defi-
novany graf ma mnozinu vrcholi [n]. Uplng graf na n vrcholech se znaci K,, a jeho
mnozina hran obsahuje vSechny neusporadané dvojice prvkii [n], takze

Definice 2.3 [1].  Sled (z vrcholu u do vrcholu v) v grafu G je posloupnost (u =
Vo, U1, ..., U = v), kde v; jsou vrcholy grafu G. Cislo k je délka tohoto sledu. Rikime,
7e sled prochazi vrcholy vy, ..., v, nebo Ze na ném tyto vrcholy leZi.

Definice 2.4 [1]. Uzavreny sled v grafu G je sled (vy,...,vx), ve kterém plati
vg = V. Kruznice v grafu G je uzavieny sled délky alespon 3, ve kterém se vr-
chol vy objevuje pravé dvakrat a kazdy ostatni vrchol grafu nejvyse jednou. Cislo
k je délka dané kruznice. Kruznice, ktera prochazi vSemi vrcholy grafu, se nazyva
hamiltonovskd, a graf obsahujici néjakou takovou kruznici je hamiltonovsky graf.



Definice 2.5 [1].  Ohodnoceny neorientovany graf (G,w) je neorientovany graf
G spolu s realnou funkci w : E(G) — (0,00). Je-li hrana e grafu G, ¢islo w(e) se
nazyva jeji ohodnoceni nebo vdha.

Definice 2.6 [1].  ViZend matice sousednosti ohodnoceného neorientovaného grafu
(G,w) s vrcholy vy, ..., v, je matice W(G) = w;;, kde

| w(vw;) pokud viv; € E(G),
Yi= N0 jinak |

proi,j=1,....n.
Z definice je mozné odvodit, Ze pro neorientovany uplng graf bude matice W (G)
Ctvercova, symetricka a pozitivné semidefinitni.



3 Uloha obchodniho cestujiciho

V 1vodni kapitole se budeme vénovat tloze obchodniho cestujiciho. Stru¢né si uve-
deme jeji principy a ukazeme si feSeni problému na primitivnim piikladu.

Uloha obchodniho cestujiciho je obtizny kombinatoricky problém z teorie grafi
a fadi se mezi NP-uplné tlohy. Definovat lze naptiklad takto: Naleznéte nejkratsi ha-
miltonovskou kruznici ve zkoumaném uplném ohodnoceném grafu. Obecné je problém
mozné fesit na libovolném tplném ohodnoceném grafu, pro potieby této prace se
ale omezime pouze na graf, ktery je tiplny, neorientovany a jehoz matice sousednosti
je symetricka. Vzdalenosti mezi vrcholy rovnéz spliuji trojihelnikovou nerovnost.

Pro velmi malé pocty vrcholi se jako vhodny postup nabizi feSeni hrubou silou.
P1i zvySujicim se po¢tu vrcholi ale stoupa pocet moznych hamiltonovskych kruznic
v grafu a nartstad do zna¢nych rozméri. Podivejme se na slozitost této tlohy. Uva-
zujme nyni graf, ktery mé pravé n vrcholi. Protoze je ndmi zkoumany graf tplny,
existuje vzdy z kazdého vrcholu v; hrana do libovolného jiného vrcholu v;. Zaénéme
nasi cestu ve vrcholu vy. Podle pfedchozi tvahy existuje n — 1 moznosti, kam se
vydat v pristim kroku. Predpokladejme nyni, Ze jsme v nasledujicim kroku skoncili
ve vrcholu vy. Z tohoto vrcholu opét vede n — 1 hran, pravé jednu z nich ale nelze
pouzit, protoze vede zpét do vrcholu vy. Zbyva ndm pouze n — 2 moznosti. Takto
miizeme pokracovat do té doby, dokud nevycéerpame vSechny vrcholy. Po navstéve
posledniho vrcholu se vracime do vrcholu po¢ateéniho (v nasem piikladu se jedna
0 vg) a dokonc¢ime tak cestu grafem, kterd spliiuje podminky pro hamiltonovskou
kruznici. Jednoduchou tvahou lze snadno odvodit, 7Ze slozitost této alohy je O(n!).
Forméalni zapis pro pocet moznych feseni je nasledujici:

Ng(n) = n! (1)

Uvazujme nyni pfipad s 20 mésty. Pocet riiznych cest, kterymi lze mésta projit,
je roven ¢islu 20! /~ 2.43 x 10'®. Je pomérné ziejmé, ze fedit takovyto problém po-
moci hrubé sily jiz neni moudré. Pokud by vyhodnoceni jedné z moznych permutaci
trvalo 50us, coz je podle simulaci rozumny odhad, trvalo by vyhodnoceni takovéto
ulohy 92.5 milionu let. Pro vétsi poc¢ty vrcholu je proto nutné uvazovat sofistikova-
néjsi metody nez je prosté feSeni hrubou silou.

V soucasnosti neexistuje algoritmus, ktery by byl schopen v polynomialnim
¢ase najit optimalni feseni. Existuji vSak algoritmy slozitosti O(n?), které naleznou
v praxi pouzitelna feSeni. Dobrym piikladem muZe byt napt. algoritmus uvedeny
v ufebnich textech pro predmét "Teorie grafii a diskrétni optimalizace 2"[2]. Re-
Seni dosazené timto algoritmem lze povazovat za polynomidlni 2-aproximaci tlohy
obchodniho cestujiciho, neboli dosazené feSeni ma v nejhorsim mozném piipadé 2x
vétsi vahu nez optimum. Dalsim vhodnym piipadem je Christofiduv algoritmus [3].
Tento algoritmus poskytuje lepsi odhad nez predchozi 2-aproximace. Nalezené feSeni



mé maximalné 1,5x vétsi vahu nez optimum. Nevyhodou této 1,5-aproximace oproti
vy$e zminéné 2-aproximaci je viak vét$i vypocetni naroénost O(n?).

Uvedme si nyni velice jednoduchy piiklad ulohy obchodniho cestujiciho, ktera
bude feSena v prubéhu préce.

Obréazek 1: Uloha obchodntho cestujiciho s 5 vrcholy

1 1
@ & ® ®
(1,5, 2,3, 4) (1,3,5,4,2)
a) b) Q)

Na obriazku 1 mizeme vidét typickou ukazku tlohy obchodniho cestujiciho.
Obecné plati, ze ilohu ma smysl fesit pouze pro ohodnocené grafy. V ukézce nejsou
kvuli prehlednosti zobrazeny vahy jednotlivych hran, nicméné predpokladame, ze
graf se nachazi v roviné a plati zde eukleidovskd metrika. P¥ipad a) zobrazuje uplny
graf K5. PovS§imnéme si, Ze z kazdého vrcholu vede hrana do vSech ostatnich vrcholi,
coz je jeden z predpokladii pro tuto Glohu. Nasim cilem je najit nejkratsi hamilto-
novskou kruznici, neboli projit cely graf, navstivit kazdy vrchol pravé jednou a urazit
pii tom co nejkratsi cestu. Jedinou vyjimkou je pocatec¢ni vrchol, ve kterém zaroven
kon¢ime. V reprezentaci cesty ale mizeme navrat do pocate¢niho vrcholu vynechat.
Piipad b) ukazuje jedno z moznych feseni. Posloupnost vrcholi pod obrazkem repre-
zentuje cestu, kterou jsme v grafu prosgli. Pokud vezmeme v Givahu zminénou metriku,
je na prvni pohled zfejmé, ze existuje lepsi feSeni. Cast ¢) zobrazuje optimalni FeSeni.

Uloha obchodniho cestujiciho ma v praxi mnoho vyuziti. Typickym p¥ikladem
je logistika. Pokud je naptiklad nutné navstivit strategicka mista na mapé kvili za-
sobovani, je rozumné navstivit tato mista v takovém sledu, ktery by uSetfil cenu
paliva nebo ¢asu. Vrcholy v grafu poté reprezentuji jednotlivd mésta nebo mista,
hrany predstavuji cesty mezi nimi. Hrany v tomto piipadé nemusi byt ohodno-
ceny pouze na zakladé vzdélenosti mezi mésty, dalsim faktorem muze byt napiiklad
¢as potiebny k ptrekonéni vzdalenosti nebo spotieba paliva. VSechny tyto faktory
a mnohé dalsi pak prispivaji k celkovému ohodnoceni hrany. V redlném piipadé
nemusi existovat spojeni mezi libovolnymi mésty, coz lze fesSit napiiklad pfifazenim
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velmi vysoké vahy konkrétni hrané. Sledy obsahujici tyto hrany maji oproti ostatnim
sledum velmi vysoky soucet vzdalenosti a nejsou dale uvazovany jako vhodna teseni.

Uloha obchodniho cestujiciho ma své vyuzitii v astronomii. Pokud je potieba se
v ur¢itém misté na obloze zamérit na vice cili, je dobré natacet teleskop optimalnim
zpusobem, predevs§im kvili usetieni ¢asu. Dalsi vyznamné uplatnéni bychom nalezli
pii vyrobé mikrocipi, planovani nebo sekvenovani DNA.
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4 Genetické algoritmy

V této kapitole se budeme vénovat genetickym algoritmim. Struéné si vysvétlime
jejich vnitini mechanismy a vysvétlime si principy, na kterych jsou zalozeny. Na
konec demonstrujeme jejich funkei na jednoduchych piikladech.

Genetické algoritmy (také znamé jako evolu¢ni algoritmy), jak jiz samotny nazev
napovidé, imituji pfirodni procesy. Darwinova evoluc¢ni teorie stru¢né feceno tvrdi,
piizptisobeni. Stejny princip adaptace se vyuziva u feSeni tloh pomoci genetickych
algoritmii. Riznou kombinaci feSeni dochézi pfi spravném chodu algoritmu ke zpies-
néni odhadu a postupné optimalizaci.

Pro pochopeni ¢innosti genetickych algoritmu je klicové si osvojit nékteré pojmy,
které budou v praci pozdéji pouzity. Abychom zéroven nastinili podobu nékterych
prvkil a pruabéh operaci, ukdzeme si jednoduchy piiklad pievzaty od Goldberga [4].

Predstavme si nyni nasledujici situaci. Mame k dispozici krabicku s péti spinaci.
Kazdy spina¢ muze byt pouze v jednom ze stavi zapnuto a vypnuto. Pozice spinace
v krabi¢ce koresponduje s vahou bitu v binarni reprezentaci a jeho stav s hodno-
tou daného bitu. Pokud je spina¢ sepnuty, ma piislusny bit hodnotu 1, pokud neni
sepnuty, ma bit hodnotu 0. Vystup nasi krabicky je ¢islo v binarni soustavé, které
je vhodné prevést do dekadické soustavy pro lepsi ¢itelnost. Dejme tomu, Ze nasim
tikolem je maximalizovat hodnotu funkce f(z) = 2%, kde z je vy$e zminény vystup.
Nésledujici odstavce predstavi jednotlivé kroky genetickych algoritmii a demonstruji
jejich pribéh na tomto piikladu.

Obrazek 2: Krabicka se spinaci

0 0
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4.1 Chromozom

Chromozom neboli jedinec je nejjednodussi stavebni kdmen genetickych algoritmu.
Sam o sobé predstavuje jedno z moznych feSeni problému. Ve vétsiné pripadi je
vhodné chromozom reprezentovat jako posloupnost bitii, pfipadné znaki. Vyznam
jednotlivych biti vSak striktné zavisi na zkoumané tloze a na implementaci navr-
héie. Pro vyse zminénou tlohu se spina¢em by vhodna reprezentace mohla vypadat
takto:

¢y = (1,1,0,0,1)

Kazdy bit reprezentuje aktualni nastaveni korespondujictho spinace. Pokud bychom
tento Tetézec povazovali za pravy biologicky chromozom, pouzili bychom misto vy-
razu bit oznaceni gen. Pozice genu v Tetézci se nazyva lokus, v této praci se nicméné
omezime na prosty vyraz pozice. Forma konkrétniho genu se nazyva alela, v praci bu-
deme tento vyraz volné zaménovat za oznaceni hodnota. Dalsi ptiklady chromozomu
pro danou tlohu mohou vypadat napiiklad nasledovneé:

Cy=1(0,1,0,1,1),C5 = (0,0,0,0,1),Cy = (1,0,0,0,0)

V&imnéme si, ze vSechny chromozomy maji stejnou délku a Ze vSechny piedstavuji
konkrétni feSeni problému. Béhem chodu algoritmu nesmi dojit k takové zméné,
kterd by z chromozomu vytvorila nevyhovujici feSeni, napt.: Cy = (2,1,0,0,1).
Hodnota 2 na pozici 1 v chromozomu Cy nedava v tloze smysl, protoze spinace mo-
hou nabyvat pouze hodnot (0,1). Pii navrhu jednotlivych ¢asti algoritmu je klicové
pouzit pouze takové postupy, které garantuji, Ze chromozom bude po jejich priabéhu
stale reprezentovat validni feSeni problému.

Pro spravny chod genetického algoritmu je potfeba zac¢inat s mnozinou vyhovu-
jicich feseni. Tuto mnozinu nazyvame populace.

4.2 Populace

Populace predstavuje soubor chromozomil a je nezbytna pro dalsi chod algoritmu.
Pro ptedchozi zavedené chromozomy by populace vypadala naptiklad takto:

P, ={Cy=(1,1,0,0,1),Cy = (0,1,0,1,1),C3 = (0,0,0,0,1),Cy = (1,0,0,0,0) }

Je dobré si uvédomit, Ze v této reprezentaci nezalezi na potadi chromozomii, pouze
na jejich poctu. Jeden chromozom se v populaci mize vyskytovat vicekrat. V tomto
piipadé na néj hledime jako na dva individuélni pfipady. Ve standardnim prubéhu
genetického algoritmu zistava velikost populace neménné. Méni se pouze chromo-
zomy v ni obsazené. Vlivem zmén béhem chodu algoritmu, které si vysvétlime v dal-
Sich castech prace, mize dojit k obméné nékterych jedinci v populaci. Po jedné
iteraci mize mit populace vlivem zmén nasledujici podobu:

P ={Cs=(1,1,0,0,1),Cs = (1,1,0,1,1),C7 = (0,0,1,0,1),Cs = (1,0,0,0,0) }
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Zaméime se nyni na rozdily v populaci. Prvni chromozom ztistal beze zmény. U dru-
hého chromozomu doslo ke zméné v hodnoté bitu na pozici nejvyznamnéjsiho bitu
(pozice 1). U tfetiho chromozomu nastala zména na pozici 3. Posledni jedinec zistal
beze zmény. Je proto patrné, ze v pribéhu jedné iterace mohou chromozomy zménit
svoji podobu nebo mohou iteraci projit beze zmény.

4.3 Fitness funkce

V 1vodu kapitoly jsme se zminili, ze genetické algoritmy vyuzivaji dobfe adapto-
vané jedince na feSeni konkrétniho problému. Abychom mohli jedince ohodnotit,
potiebujeme tzv. fitness funkci. Fitness funkci lze obecné popsat jako zobrazeni

F:C—-RCeSS,

kde R je soubor redlnych ¢isel a SS je stavovy prostor tlohy, tj. mnozina vSech
moznych vyhovujicich feSeni. C' je prvek této mnoziny a reprezentuje jeden konkrétni
chromozom. Ulohou fitness funkce je p¥ifadit kazdému jedinci realné ¢islo. Hodnota
Cisla, které je piifazeno chromozomu, se nazyva fitness. Po ohodnoceni v8ech jedincu
lze pomoci standardni metriky sefadit jedince podle velikosti jejich fitness. Obecné
plati, Ze ¢im vySsi mé jedinec hodnotu fitness, tim lepsi je fesSeni, které reprezentuje.
Pro nas piiklad se nabizi pouzit fitness funkci ve tvaru f(z) = 2%, ktera je shodna
s funkeci, jejiz hodnotu chceme maximalizovat. Nyni ilustrujeme pouziti fitness funkce
na vys$e zminénou populaci Fj.

Tabulka 1: Hodnota fitness v tiloze maximalizace funkce f(x) = z?

Chromozom x | f(x) = ?
C, = (1,1,0,0,1) | 25 625
C,=(0,1,0,1,1) | 11 121
Cs = (0,0,0,0,1) | 1 1
C.=(1,0,0,0,0) | 16 256

P1i pohledu na tabulku 1 je patrné, ze nékteré chromozomy poskytuji podstatné
lepsi feSeni nez jiné. Chromozom C dosahuje fadoveé lepsich vysledki nez napit. chro-
mozom C'3. Pro dalsi krok, kterym je selekce, je nejprve nutné jednotlivé chromozomy
sefadit sestupné podle jejich hodnoty fitness. Pro zkoumanou populaci bychom je
sefadili nasledovné:

pO = (Cl = (17 170707 1)704 = (170707070)702 = (07 170a 17 1)703 = (ana 0707 1))

Pro serazenou populaci zavedeme nové oznaceni F,. Zatimco k prvotni populaci F,
miuzeme pristupovat jako k mnoziné, protoze nezalezi na potradi prvki, k sefazené
populaci F, je jiz nutné pristupovat jako k uspofadané n-tici.
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4.4 Selekce

Bezprostfedné po ohodnoceni dochézi k selekci. Proces selekce by mohl byt povazo-
van za soucast kiizeni, kterému se vénuje dalsi odstavec, nicméné v této praci je pro
vétsi prehlednost odlouc¢ime. Pri selekci dochazi k vybéru jedinct, ktetri se budou
Ucastnit procesu kiizeni. Zpisobt, kterymi mazeme vybirat jednotlivce pro dalsi
fazi algoritmu existuje mnoho, zatim si uvedeme pouze ty zédkladni. Nejjednodussi
proces selekce se nazyva ruleta. Pokud bychom pouzili analogii se skutec¢nou ruletou,
ma kazdy chromozom sviij slot v kole rulety. VSechny sloty jsou stejné velké a proto
i pravdépodobnosti, ze dany chromozom bude vybran, maji stejnou hodnotu. Tento
zpusob je velice jednoduchy, nicméné v zadném ohledu nerespektuje fitness jedincu,
kterou jsme pocitali v minulém kroku. Zavadi se proto modifikace tohoto procesu,
ktera se nazyva vdZend ruleta. Velikosti jednotlivych slotii jsou proporcionalné roz-
déleny podle hodnoty fitness podle nasledujici funkce:
PIC) = 5o s )
j=0 j
P1i pohledu na vztah 2 je patrné, Ze soucet vSech pravdépodobnosti pro vybéry
jednotlivych chromozomii je roven 1. Pomoci této funkce jsou piidéleny relativni
vahy kazdému chromozomu podle toho, jaky podil tvori fitness konkrétniho chro-
mozomu a celkovy soucet fitness vSech chromozomii. Pro nas p¥ipad bychom dostali
nésledujici tabulku.

Tabulka 2: Relativni podily fitness v tiloze maximalizace funkce f(z) = 2

Chromozom | f(z) = * | % z celku
C, 625 62.3
C, 121 12.1
Cs 1 0.1
Cy 256 25.5

Cim vy$si ma chromozom fitness, tim vétsi ¢ést zabird jeho slot v kole rulety.
Pravdépodobnost, ze kulicka ptistane v prislusném slotu, tim padem nartsta a chro-
mozom ma vySsi Sanci Gic¢astnit se procesu kiizeni. Je dilezité si uvédomit, 7e proces
selekce (a vlastni geneticky algoritmus) neni deterministicky, nybrz stochasticky.
Diky pravdépodobnostnimu rozdéleni miizeme ocekavat jisté vysledky, muze ale do-
chazet 1 k neoCekdvanym kroktm.
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Obrazek 3: Znazornéni velikosti slotu s ohledem na hodnotu fitness v tabulce 2

a) Ndhodna ruleta b) Vazena ruleta

Proces selekce vyuzivajici vazenou ruletu ilustrovanou na obrazku 3 b) dosahuje
pomérné dobrych vysledkii a je dostate¢né t¢inny pro vyfeSeni jednodussich pro-
blémi. Nevyhodou tohoto postupu je riziko ptilis ¢astych vybéri nékolika nejlepsich
chromozomt, coz mize vést k pfedcasné konvergenci. V nasem piikladu by se jednalo
o chromozom C4. Tomuto problému je mozné se vyhnout pouzitim sofistikovanéjsiho
procesu vybéru, ktery se nazyva turnajovd selekce a prokazatelné dosahuje lepSich
vysledku [6]. Pi selekci je namisto roztoceni kola rulety ndhodné vybréano k chro-
mozomiu z populace, kde £ je tzv. velikost turnaje. V této praci budeme uvazovat
variantu turnajové selekce nazyvanou deterministicka turnajové selekce. Béhem tur-
naje se porovnava fitness vSech zucastnénych jedinci a vybird se ten nejlepsi. Jiné
postupy uvazuji pravdépodobnost vybéru libovolného jedince ti¢astniciho se turnaje
napi. podle nésledujiciho predpisu (k > 3):

P(Ch)

P(Cy) =p(1 —p)
P(C3) =p(1—p)°

I
S

POy =1—p14+ 1 =p)+...+ (1 —p)F?

V pribéhu let se pro parametr k£ zkoumaly rizné hodnoty. Bézny postup je vybér
parametru & z intervalu [2,5]. Miller s Goldbergem ve své praci [15] popisuji vliv
zvySujici se hodnoty parametru k& na chod algoritmu. Vy$si hodnoty vedou na zpiis-
néni tzv. selekéniho tlaku, coz muze mit dva nasledky. Obecné vzato vyssi selekéni
tlak vede ke zkvalitnéni vysledného feSeni, na druhou stranu ale zpisobuje ¢astéjsi
uviznuti algoritmu v lokdlnich minimech, protoze pro vétsi k je pravdépodobnost
ucasti chromozomi s nizkou fitness v procesu kiizeni prakticky nulova. Volba mensi
hodnoty v intervalu kolem k € [2, 5] zlepSuje chovani algoritmu, neni piili§ naro¢na
na vypocetni ¢as |7] a nevytvari piilis velky selekéni tlak. Pro potieby této préce
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budeme respektovat ovérené hodnoty a vybirat parametr k z intervalu [2, 5].

4.5 Kr¥izeni

Po selekci jedincti dochazi k procesu kriZent, ktery ma nejvétsi vliv na podobu je-
dinct v dalsi iteraci. Pti kiizeni dochézi k vymeéné jedincu ptivodni populace, rodici,
za jedince z populace nové, déti. K procesu dochazi v jednotlivych krocich. V prvnim
kroku jsou vybrani dva jedinci dle pfedchoziho postupu selekce. Tyto chromozomy,
nazyvané mateiské chromozomy nebo rodice, jsou posléze rekombinoviny pomoci
stochastickych pravidel, kterd nazyvame rekombinacni operdtory. Pfesnéjsimu po-
pisu téchto operatori se budeme vénovat v pozdéjsich kapitolach, nyni si uvedeme
pouze nejjednodussi piipad tzv. jednobodového kriZeni. Pii jednobodovém kiizeni
dochazi k vybéru jednoho bodu uvniti chromozomu, ktery urcuje, kde dojde k roz-
déleni chromozomu na dvé ¢asti C14 a Cp. Ke stejnému rozdéleni na Cs4 a Chp
dochézi i u druhého chromozomu na totozném mists. Cast Ci4 je poté spojena (re-
kombinovéana) s ¢asti Cyp. Ke stejnému procesu dojde s fragmenty Cip a Coy. Ze
dvou ptvodnich chromozomii se tak opét stavaji dva chromozomy Ci a C;, nazyvané
jako potomci, déti nebo dcefiné chromozomy. Pro lepsi pochopeni je proces ilustro-
van na nésledujicim obrazku za pouziti diive definovanych chromozomi C; a Cs.

Obrazek 4: Jednobodové k¥izeni

C, Cia Coa Cy
117001 1[1]0]0]1 110 1]
1

0[1]0]1]1 0(1]0

CZ C1B CZB C 2

1 0{1({0]|0]1

Tento proces se opakuje pro vSechny dalsi dvojice chromozomii, které byly vy-
brany v prubéhu selekce, dokud nemé nova populace stejnou velikost jako populace
pivodni. Po skonceni kiiZeni sestava populace z novych jedincu, jejichz fitness jiz
neni zndma. Nova populace proto neni sefazena.

Jednobodové kiizeni je pomérné jednoduché na implementaci a u chromozomi
s kratkou délkou je jeho pouziti dostacujici. Existuji ale i procesy kiizeni, kdy do-
chazi k rozdéleni chromozomu na fragmenty na vice mistech. Obecné se oznacuji
jako k-bodovd kriZeni. Mnoho autorii se v minulosti zabyvalo problematikou rozdé-
lenf chromozomu ve vice bodech. De Jong se ve své praci [8] k-bodovému kiizent
vénuje a ukazuje, ze pro zvysujici se hodnoty & dochazi k piiliSnému naruseni stavby
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jednotlivych chromozomi a pfenos dilezité informace na dals$i generaci je narusen.

U procesu kiizeni se jako dobra metoda ukazuje postup, kdy néktefi jedinci pre-
chazeji do dalsi populace bez tcasti v procesu kiizeni. V nésledujici populaci se tak
vyskytuji chromozomy z populace predchozi, aniz by prosly jakoukoliv zménou. To-
muto pristupu se fika elitismus a budeme se mu detailné vénovat v dalsich kapitolach.

U kiizeni existuji ruzné pristupy, které modifikuji jeho funkci. Jeden ze zaklad-
nich rozdila v téchto pristupech je pravdépodobnost Py, Ze po vybrani dvou jedincu
pro kiizeni k nému skutec¢né dojde. V této praci budeme uvazovat Px = 1, jinymi
slovy ke kiizeni dojde vzdy. Odliné piistupy mohou uvazovat Px < 1. Hodnoty
Px < 1 maji obecné negativni vliv na rychlost konvergence algoritmu a musi se
kompenzovat dalsimi mechanismy. Miseni jednotlivych genotypu je zmirnéno, ¢imz
dochazi k pomalejsimu prohledavani stavového prostoru tlohy. Tento nedostatek lze
eliminovat pouzitim dodateénych piistupii, kterym se ale v této praci nebudeme
prilis vénovat.

V piikladu na obrazku 4 se kiizeni ic¢astni dva rodic¢ovské chromozomy a vysledni
potomci jsou také dva. V jinych variacich procesu kiizeni nemusi byt rodice ani po-
tomci vzdy v parech. Edmondson ve své praci [11] popisuje pifistup, kdy se procesu
kiizeni acastni 3 rodic¢ovské chromozomy, které plodi 6 dcefinych jedinct. Riznymi
postupy jsou poté vybrany tfi chromozomy, které prechazeji do dalsi generace, aby
byla zachovana stala velikost populace. Jiny pristup, ktery jsme zvolili i této praci,
uvazuje dva rodicovské chromozomy a vznik pouze jednoho jedince. Druhému dce-
finému chromozomu, ktery by vznikl podle ilustrace na obrazku 4, neni umoznén
presun do budouci generace.

4.6 Mutace

Poslednim klicovym operdtorem v prubéhu chodu genetického algoritmu je proces
mutace. Stejné jako v prirodé, kdy dochazi ke zménadm v chromozomu organizmu
kvuli radiaci, toxinim nebo jinym vliviim, dochéazi i v umélém chromozomu k ob-
¢asné mutaci. Nejjednodussi pripad mutace, ktery je vhodny pro nés piiklad, je
zména hodnoty bitu. Pokud mé bit na zacatku hodnotu 1 a na piisluSném genu
dojde k mutaci, zméni se hodnota bitu na 0 a naopak. Populace se prochazi jedinec
po jedinci a u kazdého se rozhoduje, zda dojde k mutaci. Pokud mé dojit k mutaci,
nahodné se vybere pozice, ve které dojde ke zméné bitové hodnoty.

Obrazek 5: Bitova mutace

C; Cim
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Proces se opakuje pro vSechny jedince, ke zméné ale dochazi pouze v malém
zlomku chromozomii. Po skonceni této operace je dokoncena jedna iterace algoritmu,
kterd je také nazyvané generace. Pokud byla splnéna zastavovaci podminka, typicky
nalezeni jedince s ohodnocenim lepsim nez urc¢ita mez nebo prekroceni maximalniho
povoleného poctu generaci, algoritmus kon¢i sviij chod. V opa¢ném pripadé dochazi
k navratu do kroku, kde se provede ohodnoceni chromozomii pomoci fitness funkce,
a cyklus se opakuje.

4.7 Pruabéh algoritmu

Po seznameni s jednotlivymi sou¢astmi a procesy algoritmu je vhodné si uvést jeho
prubéh v nékolika krocich.

1. Inicializace prvotni populace - ndhodny vybér N chromozomu ze stavového
prostoru

2. Ohodnoceni jedinct pomoci fitness funkce, sestupné sefazeni podle fitness
3. Selekce jedincu pro kifzeni podle zvoleného kritéria (turnaj, vazena ruleta)
4. Kfizeni, mutace

5. Pokud je splnéna zastavovaci podminka, konec, jinak zpét na 2.

Vykonani vSech vySe zminénych krokia pravé jednou predstavuje jednu iteraci
neboli generaci. Pocet generaci budeme v této praci znacit g. Genetické algoritmy
potiebuji ke svému béhu typicky stovky generaci. P¥i niz8§im poc¢tu (g < 100) neméa
algoritmus dostatek ¢asu na to, aby prozkoumal postacujici pocet bodi stavového
prostoru, které jsou dostupné diky rozmanitosti genotypu v chromozomech. Naproti
tomu pro vyssi po¢ty generaci (¢ = 200) dochézi ke zmenSeni genetické rozmani-
tosti z duvodu vymizeni chromozomii s nedostate¢nou fitness a jejich nahrazenim
kvalitné€j$imi, ale mezi sebou piibuznymi jedinci.
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Obrazek 6: Typicky priubéh genetického algoritmu - 30 vrcholi, N = 200

Pribéh genetického algoritmu - 30 vrchold
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Graf 6 zobrazuje postupné vylepsovani odhadu minima nejkratsi mozné cesty
grafem. V prvnich generacich muzeme vidét strmy pokles, ke kterému dochézi diky
miseni genotypt chromozomii, které nejsou na zacdtku béhu algoritmu piibuzné. Po-
stupnym kiizenim chromozomu ale dochazi ke ztraté genetické rozmanitosti a proces
konvergence se zpomaluje. Po uplynuti 100. generace miizeme pozorovat stagnaci na
jedné hodnoté po nékolik generaci. Z tohoto lokdlnitho minima algoritmus typicky
vysvobodi nadhodn& mutace.

4.8 Rozdily oproti ostatnim pristuptim

Po seznameni s jednotlivymi procesy, které se odehravaji uvnitt genetického algo-
ritmu mizeme porovnat vyhody, nevyhody a rozdily s jinymi standardnimi pristupy.
Uvedeme si také, pro¢ je vhodné fesit ilohu obchodniho cestujictho pomoci genetic-
kych algoritmii. Ze vSeho nejdiive se zamérime na to, do které rodiny prohledavacich
algoritmii patii algoritmy genetické. Prohledavaci algoritmy bychom mohli rozdélit
do t¥i skupin. Typickym pfikladem prvni skupiny, vycerpéavajictho vyhledavani, je
prohledavani hrubou silou, o kterém jsme se jiz zminili. Tento typ prohledavani je
vhodny pouze pro jednoduché tlohy s malym poc¢tem moznych feSeni. DalSim ty-
pem je prohledavani zalozené na matematické analyze. Pro optimalizace kriterialni
funkce se typicky pouziva derivace této funkce a néasledné tuprava aktualniho feseni
pomoci informace ziskané z gradientu. Metody vyuzivajici diferencidlni pocet byly
v minulosti dikladné zkouméany a jsou dnes hojné vyuziviny ve vSech oblastech op-
timalizace. Posledni rodina prohledavacich algoritmii, do které spadaji i genetické
algoritmy, je zalozena na ndhodném prohledévani. Algoritmy z této skupiny pracuji
s Tesenim nebo TeSenimi, kterd jsou nejprve ziskdna nahodné. Iterativnimi dpra-
vami poté dochazi k postupnému zlepsovani feseni, dokud neni nalezeno vyhovujici.
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Vyhodou téchto metod je fakt, ze ke svému chodu nepotiebuji gradient kriteriédlni
funkce, lze je proto nasadit i na problémy s nespojitymi nebo nediferencovatelnymi
kriteridlnimi funkcemi.

Nespornou vyhodou genetickych algoritmii je jejich robustnost. V této préaci se
vénujeme feSeni tlohy obchodniho cestujiciho, nicméné se s jejich pomoci da fesit
mnozstvi jinych tdloh, ¢asto s diametralné odlisnymi stavovymi prostory. Pokud je
potifeba geneticky algoritmus pouzit na jiny typ tlohy, je nutné pozménit struk-
turu chromozomu tak, aby reprezentoval jeden bod stavového prostoru v konkrétni
iloze. Nékdy muze byt nezbytné upravit i metody pro kiiZzeni a mutaci takovym
zpusobem, aby byly kompatibilni s novou podobou chromozomu. Ostatni procesy a
principy vSak zistavaji neménné a G¢inné pracuji stejnym zpusobem pro riizné tlohy.

Dalsi vyhodou genetickych algoritmu je stochasticky ptrechod mezi stavy. Za-
timco u deterministickych prechodi by ziskané feSeni bylo pro zafixované vstupni
parametry vzdy stejné, genetické algoritmy poskytuji riizna feseni. Stochasticky p¥i-
stup zde umozinuje vyskyt jevi, které by se na prvni pohled zdaly nelogické nebo
nepravdépodobné, mohly by ale vést k diilezitym zménadm v celém procesu a dosa-
zeni lepsiho TeSeni.

Jeden z casto zminovanych kladt genetickych algoritmii oproti postupim, které
vyuzivaji matematickou analyzu a derivace kriteridlni funkce, je simultanni prohle-
davani vice bodu stavového prostoru. Obvyklé metody pracuji pouze s jednim bodem
stavového prostoru reprezentujicim odhad hledaného feSeni a postupné ho zpfesiuji.
Genetické algoritmy pracuji s celou populaci jedincii, kde kazdy z nich reprezentuje
jedno validni feSeni. Po skonceni chodu algoritmu obsahuje posledni populace fadu
jedinci, pricemz vice z nich muze predstavovat dostatecné kvalitni, ale odlisna feseni.

Paralelizace je dalsi pfednosti genetickych algoritmi. Pokud fesime tlohu, ktera
je slozita, ale lze rozdélit do jednodussich ¢asti, mizeme kazdy fragment tlohy fesit
samostatné. Rozdélenim na jednotlivé ¢asti se podstatné zmensi stavovy prostor a
je snazsi nalézt optimalni feseni pro podulohy. Kombinaci téchto ¢aste¢nych feSeni
je pak mozné nalézt optimalni feseni pro kompletni tlohu.

Genetické algoritmy maji na druhou stranu i své stinné stranky. Pro sviij chod
potiebuji jasné definovanou fitness funkci. Sestrojeni takové funkce, kterd by byla
vhodné pro danou tlohu, muze byt ¢asto velmi nelehky tkol. Fitness funkce musi
standardné uvazovat vice faktoru dilezitych pro konkrétni problém. Identifikace fak-
tord, jejich vliv na FeSeni tlohy a zohlednéni v ramci fitness funkce je kritické pro
uspésné feSeni tlohy.

vvvvvv

tloh. Je dilezité si uvédomit, ze teoreticka zavislost vypocetni slozitosti na velikosti
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chromozomu je pouze linearni O(n). Pokusy ukazuji, ze namétend zavislost odpovida
spiSe polynomu 2. fadu, nicméné linedrni aproximace pro pocty vrcholi n < 500,
kterymi se v této praci budeme zabyvat, je témér totozna s kiivkou ziskanou prolo-
zenim dat polynomem 2. Fadu.

Obrazek 7: Vypocetni ¢as v zavislosti na poc¢tu vrcholu grafu, N = 100
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Obrazek 7 zobrazuje nartust doby potfebné k vypoctu pro rostouci pocet vrcholii.
Data byla naméifena ze 100 realizaci algoritmu, aby se priumérovanim vyhladily na-
hodné vlivy, které mohly vzniknout uvniti vypocetni soustavy. Jiz od pohledu je
experimentalné ziskand kfivka ve zkoumaném intervalu témér linedrni funkce.

Uskali ale spo¢iva v potiebé zvySovat velikost populace nebo pouZit vypocetné
o 50 jedincich pro vyfteseni tillohy obchodniho cestujiciho s 20 vrcholy, nemusi nam
stejna velikost populace nutné zarucit vyfeseni tlohy se 30 vrcholy. Zavislost vypo-
etni doby na velikosti populace je jiz kvadraticka O(n?) a je detailngji prozkouména
v nasledujicich kapitolach. V piipadé pouziti heuristik opét narista doba potiebna
k vypoctu obecné s alespon druhou mocninou velikosti populace.

Genetické algoritmy jsou obecné vhodné pro feseni NP-tiplnych problému typu
tlohy obchodniho cestujictho, které by jinak ke svému vyteSeni potifebovaly net-
nosné mnozstvi vypocetniho casu. Genetické algoritmy na jednu stranu negarantuji
nalezeni optiméalniho feseni, jsou ale schopné nalézt feseni blizké tomu optimélnimu
v rozumném case. Tato schopnost je dana predevsim vlastnosti algoritmi analyzo-
vat mnoho odlisnych feSeni najednou a moznosti je vhodné kombinovat. 7Z tohoto
divodu jsou genetické algoritmy jednim z ¢asto uvazovanych piistupi k feseni ulohy
obchodniho cestujiciho.
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V dalsi kapitole si ukdzeme dilezité parametry genetickych algoritmi a vliv
téchto parametrii na jejich ¢innost. Vysvétlime si také vliv parametri na c¢as po-
tfebny k dokonceni tlohy. Nedilnou soucasti volby vhodné hodnoty pro parametry
bude kritérium doby vypoctu, bude proto nutné zvolit rozumny kompromis mezi
vypocetni ndrocnosti a kvalitou nalezeného feSeni.
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5 Parametry genetickych algoritmi

V této kapitole se budeme vénovat klicovym parametrim, které maji vyznamny
vliv na spravny chod genetického algoritmu. Kazdému parametru vénujeme vlastni
kapitolu a dopodrobna si vysvétlime, jaky maji na chod algoritmu vliv. Jeden z cili
této prace je pokusit se zjistit optimélni hodnoty pro tyto parametry pfi feSeni tlohy
obchodniho cestujictho. Uvedeme zde proto také experimenty, ze kterych lze vyvodit
rozumné hodnoty pro zkoumané parametry.

5.1 Velikost populace

vvvvvv

kterou algoritmus pracuje. V této praci budeme parametr znacit jako N. Velikost
populace predstavuje pocet chromozomi, o kterych se uvazuje jako o moznych fte-
Senich. V priubéhu chodu algoritmu se standardné uvazuje neménny pocet jedinci,
i kdyz to neni pravidlo. Populace mize ubyvat nebo nabyvat na velikosti, tento
proces by v pfirodnim systému odpovidal migraci. V této praci nebudeme uvazo-
vat proménnou velikost populace, rozmanitost prvotni populace je proto nesmirné
dulezita. Stejné jako v ptirodé je i u genetickych algoritmi potieba zabezpecit boha-
tou genetickou diverzitu. Nizkd rozmanitost mé za nésledek predcasnou konvergenci
algoritmu v lokdlnim minimu, ze kterého je mozné uniknout pouze diky ndhodné
mutaci. Pokud bychom napftiklad uvazovali pouze dva jedince, doSlo by v prvni
iteraci k jejich zkiiZzeni a kazda dalsi iterace by jiz pravdépodobné nevedla k pod-
statnému zlepSeni, protoze oba chromozomy by byly pifibuzné a mély podobné znaky.

Pti vybéru N je potieba si uvédomit, ze ze vSech ostatnich parametrii a ope-
ratori ma velikost populace nejvétsi vliv na dobu chodu. Na tento fakt je tieba
myslet pfi volbé hodnoty parametru, protoze pro prilis velké populace nartsté vy-
pocetni naro¢nost nad inosnou mez. Vetsi populace zaroven nutné negarantuje zisk
lepsiho feSeni. Volba by tedy méla reflektovat kompromis mezi schopnosti algoritmu
najit zajimavé reSeni a dobou potiebnou k jeho ziskéni.

Obdobny vliv ma na vypocetni ¢as také pouziti heuristik. Zapojenim heuristiky
do chodu algoritmu vznika hybridni (memeticky) geneticky algoritmus, ktery obecné
dosahuje lepsich vysledki, protoze vyuziva i lokdlni informaci o feSené tloze. V za-
vislosti na pouzité heuristice vyznamné stoupéd vypocetni naro¢nost, nicméné v této
praci se az na vyjimky heuristikami nebudeme zabyvat, protoze jsou specifické pro
feSené tlohy, nikoliv pro genetické algoritmy.

Zaméime se nyni zavislost mezi ¢asem potfebnym k vypoctu a velikosti popu-

lace. Nasledujici obrazek ilustruje vypocetni naro¢nost algoritmu pro rizné velikosti
populace.
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Obrazek 8: Vypocetni ndroc¢nost algoritmu pro ruzné velké populace, g = 100
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Pokud prolozime ziskan& data kfivkou, lze snadno ovéfit, ze vypocetni Cas je
pfimo zavisly na druhé mocniné N. Zacatek kapitoly se zminuje o nutnosti popu-
lace obsahovat geneticky rozmanité jedince. Ukdzeme si, Ze existuje rozumny odhad
pro velikost populace, ktery ve vétsiné pripadu poskytuje dobré feseni a neni prilis
vypocetné naro¢ny. VSechny pokusy byly provedeny s ndhodnou volbou pocatec¢ni
populace a zafixovanymi parametry. Vysledky byly néasledné zprimérovany ze 100
realizaci algoritmu pro kazdou hodnotu populace, aby se zmirnily vlivy stochastic-
kych jevi.

Obrazek 9: Graf se 30 vrcholy, 100 generaci

Kvalita reseni vzhledem k velikosti po¢ate¢ni populace - 30 vrchold
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Podivejme se nyni na obrazek 9 zobrazujici nejlepsi feSeni nalezené algoritmem
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v zavislosti na volbé velikosti pocatecni populaci. Cervena krivka reprezentuje fit-
ness nejlepsiho jedince v pocatecni populace pred zacatkem chodu algoritmu. Po-
vSimnéme si, Ze bod reprezentujici populaci o velikosti N = 150 mé lepsi ohodnoceni
nez bod reprezentujici vétsi populaci o velikosti N = 200. Tento jev je zpiisoben néa-
hodnym generovinim jedinct do pocatecni populace a neni neobvykly. Modra ktivka
zobrazuje nejlepsi feSeni, kterého algoritmus dosahl po skonceni svého chodu. Rozdil
mezi délkou ndhodného priuchodu pfi inicializaci a nalezeného feSeni neni pro mensi
populace tak rozdilny, protoze pocatecni chromozomy nejsou dostatecné geneticky
rozmanité. Pro vétsi populace se tento rozdil zvétsuje z divodu vyskytu genotypu,
které predtim byly dosazitelné pouze diky nepravdépodobné, ndhodné mutaci. Fia-
lova primka piredstavuje délku optimalniho feseni. Je patrné, ze zvysovani populace
v intervalu N € [2;100] podstatné vylepsuje kvalitu nalezeného feseni. Na intervalu
N € [100;200] stale dochazi ke zlepSeni, nybrz zkraceni délky nalezeného feSeni jiz
neni tak vyrazné. Pro stile vétsi populace se algoritmus dostava blize k optimu, za-
roven ale narusta vypocetni ¢as. V tomto konkrétnim piipadé v iloze se 30 vrcholy
lze volbou relativné velké populace N = 500 dosdhnout optima (experimentélné
ovéieno) nebo alespon vysledku, jehoz délka je pouze o jednotky % delsi.

Ukazme si nyni jiny piipad. Uvazujme graf, ktery misto 30 vrcholi obsahuje
vrcholi 48. Jedna se o graf att48 z volné dostupné knihovny zaméiené na tlohu
obchodniho cestujictho TSPLIB [13] poskytnuté univerzitou v Heidelbergu, jehoz
polohy vrcholi odpovidaji skute¢nym geografickym polohdm hlavnich mést Spoje-
nych stati americkych. V této praci budeme na tomto konkrétnim grafu casto vy-
hodnocovat simulace, protoze odpovida redlnému logistickému problému. Dle vzorce
(1) v kapitole 3 je zfejmeé, Ze mnozstvi moznosti, kterymi lze projit graf att48, je
nesrovnatelné vyssi nez pocet cest v grafu s 30 vrcholy.

Obrazek 10: Graf att48, 100 generaci

Kvalita reseni vzhledem k velikosti pocate¢ni populace - att48
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Pti pohledu na obrazek 10 je dobie patrné, ze se zvySujici se populaci dochézi
ke stejnému jevu jako na obrazku 9. Zajimavé je, ze charakter poklesu ktivky pied-
stavujici nejlepsi fesSeni je i pfes vyznamné rozdily v mnozstvi moznych prichodu
podobny. Pro mensi populace dochazi ke znatelnému zlepseni odhadu feSeni a rych-
lost konvergence odhadu feSeni k optimu se opét zpomaluje pro vyssi populace.

Pti volbé velikosti populace se musime zamyslet nad casovymi naroky, které
chceme splnit. Pokud je nasim cilem najit co nejlepsi feseni v kratkém case, napii-
klad v fadu vtefin, je dobré volit mensi po¢ate¢ni populaci o velikosti N € (100, 200).
Pokud se nas ¢asovy plan pohybuje ve vyssich fadech, naptiklad hodin, mtuzeme si
dovolit uvazovat populace o velikostech mnoha tisici, kterd za cenu mnohonasobné
delsiho vypocetniho ¢asu poskytne lepsi feseni.

Velikost populace ale neni jediny parametr, ktery ovliviiuje konvergenci algo-
ritmu. V dalsich kapitolach si ukdzeme zpusoby, jak podstatné zlepsit vlastnosti
genetického algoritmu za cenu minimalniho navySeni ¢asové narocnosti.

5.2 Elite rate

Elitismus jsme predbézné zminili jiz v kapitole 4.5. Pokud v nasem genetickém algo-
ritmu pouzijeme elitismus, uvazujeme pieziti nékterych rodicovskych chromozomu
z puvodni populace do té nasledujici. Flite rate urcuje miru, s jakou elitismus v pri-
béhu algoritmu uplatiuje svij vliv. V této praci budeme elite rate znacit jako Eg.
V procesu kiizeni je v zavislosti na hodnoté parametru Er vybrano nékolik jedinci
s nejlepsi fitness a ti jsou beze zmény zafazeni do nasledujici populace. Protoze
pozadujeme zachovani velikosti populace v pribéhu algoritmu, musi dojit k omeze-
nému poctu opakovani kiizictho mechanismu. Po skonceni procesu kiizeni pak nova
populace sestavé zaroven z nejlepsich jedinct z predchozi generace a z jedinci, kteri
vznikli procesem kiizeni.

Elitismus prokazatelné zlepSuje schopnost algoritmu dosahnout kvalitnéjsich te-
Seni [8]. Urcité riziko vsak spociva v tendenci elitismu zptsobovat uviznuti algoritmu
v lokdlnich minimech. Piedstavme si nyni piipad, kdy ma jeden z chromozomi v po-
¢atecni populaci i pies nahodny proces inicializace mnohem vétsi fitness nez ostatni
jedinci. Diky elitismu jisté piejde do dalsi generace a zaroven existuje pomérné
velkd pravdépodobnost, Ze se ucastni kiizeni. Ve vétsiné piipadu projde tento jedi-
nec a chromozomy s nim pfibuzné do dalsi generace beze zmény diky nizké hodnoté
miry mutace Mg, které se budeme detailné vénovat v dalsi kapitole. V dalsi ge-
neraci se pravdépodobné vyskytuji chromozomy s vysokou fitness piibuzné s vyse
zminénym chromozomem, které budou opét preneseny do dalsi generace diky eli-
tismu a kiizeni. Z populace nasledné vymizi chromozomy s odliSnym genotypem,
ktery mohl byt potencialné dulezity. Vymizenim genotypu dochazi k ochuzeni roz-
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Jeden 7z postupi, ktery slouzi ke zmirnéni rizika uviznuti v lokdlnim minimu
zpusobeného elitismem, je omezeni Zivotnosti jednotlivych chromozomu [14]. Tato
metoda zabranuje pfezivani jedincu beze zmény béhem pfilis velkého poc¢tu gene-
raci. Zavedenim maximdalni délky zivota pro chromozomy zamezime zablokovani ¢asti
populace starymi, neménnymi chromozomy a podpofime zmény v genotypu pomoci
operatoru kfizeni.

Pokud chceme urcit optiméalni hodnotu pro Eg, musime si nejprve uvédomit, ze
parametr predstavuje podil populace. Z tohoto faktu logicky vyplyva, ze hledana
hodnota bude lezet v intervalu [0, 1]. P¥ili§ vysoké hodnoty (blizko 1) by zname-
naly, Zze podstatnou ¢ast nové populace budou tvofit jedinci z té pfedchozi. Zistava
tak mélo prostoru pro zdokonaleni zbyvajicich jedinci pomoci kiizeni. Diverzita
pocateéni populace by v takovém piipadé ztratila svij puvodni smysl, kterym je
poskytnout dostate¢ny pocet nepiibuznych chromozomt a umoznit tak prohledani
vice bodi stavového prostoru.

Pojdme nyni prozkoumat vliv hodnoty Er na kvalitu nalezeného feSeni. Nejprve
se podivame na stejny pfipad se 30 vrcholy jako v predchozi kapitole. Pro zmirnéni
vlivu kvalitni pocatecéni populace, byla jeji volba zafixovana pro vSechny simulace.

Pro kazdou hodnotu elitismu bylo provedeno 100 simulaci, jejichz vysledky byly poté
zprumérovany. Pokusy byly provedeny pro nasledujici hodnoty parametru Eg:

Er =1{0;0,05;0,1;0,15;0,2;0,25;0,3;0,35;0,4;0,45;0, 5;0,6; 0, 7; 0, 8}

Obrazek 11: Uspésnost algoritmu v feSeni tlohy

Primérna délka nejlepsiho nalezeného feseni vzhledem k vlivu elitismu - 30 vrcholG
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Mira elitismu
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Obrazek 11 ilustruje vliv miry elitismu na kvalitu nalezeného fesSeni. PovSimnéme
si strmého padu v hodnoté nejlepsiho nalezeného feSeni jiz pro nejmensi testovanou
hodnotu elitismu. P¥i zachovani pouhych 5% populace dochézi v tomto piipadé ke
zlepSeni odhadu nejkratsi cesty o 30%. Pro zvySujici se hodnoty elitismu v inter-
valu Er € [0,1;0, 3] dochazi k dalsimu zlepSeni, pfi¢emz nejlepsich vysledkia dosahl
algoritmus s hodnotou Er = 0,15. Pro velmi vysoké hodnoty elitismu Er > 0,7
dochazi k prilisnému ochuzeni genotypu z divodu kopirovani prilis velké casti po-
pulace. Operator kiizeni potom neméa dostatek prostoru pro prizkum stavi tulohy
a algoritmus uvizne v lokdlnim minimu. Pfipomenme si, Ze elitismus neméa negativni
vliv na vypocetni naro¢nost, ve skutecnosti je to pravé naopak. Jisty pocet jedinci,
ktery proporcionalné odpovida Er x N je piimo zkopirovan do dalsi populace. Pro-
toze je Cast nové populace obsazena jesté pred zapocetim procesu kiizeni, dochéazi
ke snizenému poctu vypocetné narocnéjsich rekombinaci chromozomi a algoritmus
je tak paradoxné rychlejsi.

Ukazme si nyni chovani algoritmu v zévislosti na riznych hodnotach elitismu
v tloze att48. Uvazované hodnoty parametru Epr jsou stejné jako v pfedchozim
piipadé.

Obrazek 12: Uspésnost algoritmu v fegeni tlohy

Primérna délka nejlepsiho nalezeného feseni vzhledem k vlivu elitismu - att48

—— Nejlepsi reseni
70000

65000

Délka nejlepsi cesty [km]

60000

55000

50000

0.0 0.1 0.2 0.3 0.4 0.5 0.6 0.7
Mira elitismu

Na obrézku 12 mizeme vidét velmi podobné chovani jako na predchozim obrazku
11. Opét pozorujeme vysoké zlepseni kvality feSeni pro minimalni hodnoty parame-
tru Er. V tomto piipadé byla nejlepsi feseni v priméru nalezena pro Er = 0, 2,
nicméné vsechny hodnoty Egr v intervalu Er € [0.1;0.4] poskytuji velice dobré
zpresnéni nejlepsiho odhadu minima délky cesty. Pro vyssi hodnoty parametru opét
pozorujeme zhorSeni kvality feSeni.
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Pro lepsi predstavu vlivu elitismu je vhodné zobrazit si nalezené feseni jako sku-
te¢nou cestu grafem, ne pouze jeho délku. Nasledujici obrazky demonstruji kvalitu
nalezené cesty.

Obrazek 13: Uspésnost algoritmu v feSeni tlohy, N = 100, My = 0, g = 100

Nalezené feseni bez pouziti elitismu - 30 vrchol(

Nalezené feseni s pouzitim elitismu - 30 vrcholG, Egz = 0,2

Obrazek 13 znazornuje ucinek elitismu na vyslednou podobu nalezeného feSeni.
Ostatni parametry algoritmu, velikost populace N a pocet generaci g, byly nasta-
veny na hodnoty N = 100,g = 100. Mutace nebyla prozatim uvazovana, jejimu
vlivu se budeme vénovat v dalsi kapitole. Pro takovéto nastaveni je pro algoritmus
pomeérné obtizné nalézt optimum, zejména kvili nedostatecné velké populaci, ktera
tak nezajisti uspokojivou genetickou rozmanitost. Hodnoty byly takto zvoleny, aby
byl dobfe viditelny vliv elitismu na chod algoritmu a byly minimalizovany dopady
ostatnich parametri. Pro dalsi pokusy jiz budeme uvazovat hodnotu Ex € [0, 1;0, 3],
abychom dosahovali lepsich vysledki.
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5.3 Mutation rate

Mutation rate je dalsi dulezity parametr s vlivem na chod genetického algoritmu.
V kapitole 4.6 jsme si vysvétlili, co je to mutace. Mutation rate Mp predstavuje
pravdépodobnost, Zze u chromozomu dojde ke zméné béhem procesu mutace. Po-
kud bychom napftiklad zvolili Mr = 0,5, doslo by v poslednim kroku algoritmu u
kazdého chromozomu k mutaci s pravdépodobnosti 0,5. Mutation rate predstavuje
pravdépodobnost jevu, proto budeme optimalni hodnotu pro parametr opét hledat
v intervalu [0;1].

Hodnoty blizici se Mr = 1 predstavuji témér jistou zménu ve vSech chromozo-
mech. Pro takovéto hodnoty je vliv mutace tak vyrazny, ze algoritmus ztraci svij
pivodni tcel a prohledavani stavového prostoru se do velké miry stava ndhodnym.
Flegr [12] ve svych textech zabyvajicich se genetikou, konkrétné mutacemi a jejich
disledky na organizmus, zminuje, ze vliv mutace na organizmus je ve vét§iné pii-
padl zadny nebo negativni, pozitivnich mutaci je pouze zlomek. Pokud bychom se
inspirovali pfirodnimi procesy, bude lepsi volit Mp << 1, aby se omezil nezadouci
vliv nadmérného poctu mutaci.

Mnoho védci se jiz zabyvalo otdzkou vhodné volby pro tento parametr, velmi
casto ale pro jiné tlohy. V publikované literature se miuzeme setkat s riznymi pii-
stupy a doporucenimi pro hodnoty parametru Mpg. Dobré srovnani poskytl ve svém
¢lanku Hassanat a spol. [5]. De Jong ve své disertaci [8] udava optimélni hodnotu
pro Mg = 0,001. Grefenstette [9] uvadi optimalni pravdépodobnost mutace pii uva-
zovani mélo rozmanité populace. Udava horni mez Mg pax = 0,05, protoze vyssi
hodnoty dle jeho prace zhorsuji ¢innost algoritmu. Radové vy$si hodnoty pro Mg
zkoumali napiiklad Deb a Aggraval [10]. Abychom lépe pochopili rozdily v nazorech
na optiméalni hodnoty mutation rate, musime si uvédomit, Zze postupy v ostatnich
krocich algoritmu se ¢lanek od c¢lanku lisi. Zatimco De Jong uvazuje neménny para-
metr, rozmanitou populaci a jistotu kiizeni Px = 1, Greffenstette, Deb a Aggraval
uvazuji mensi, méné bohatou populaci a nejistou pravdépodobnost, ze dojde k roz-
mnozeni dvou jedinci Px < 1. Mnoho dalgich autort uvazuje rizné piistupy k této
problematice, proto se mizeme setkat s odliSnymi nazory na optimalni hodnotu,
které se pohybuji v celém uvazovaném intervalu. Je také nutné dodat, Ze vétSina
vypracovanych praci se nutné nezabyva tlohou obchodniho cestujictho. Hodnoty
nalezené piedchozimi autory proto nemusi odpovidat vysledkiim této prace, protoze
stavové prostory reSenych tloh jsou odlisné.

Ukazme si, jaky ma hodnota Mg vliv na chod algoritmu. BéZznym postupem miize
byt zkoumani mnoha prubéhi algoritmu pro jednotlivé hodnoty Mpg. Z vétsiho poctu
pribéhu je poté mozné urcit relativni pomér konvergence algoritmu, ktery udava,
v kolika p¥ipadech bylo s konkrétni hodnotou mutation rate nalezeno optimum. Jed-
notlivé poméry mizeme porovnat a urcit hodnotu nebo interval pro Mg, pro které
algoritmus nejcastéji dosahuje konvergence k optimu. V této praci vyzkousime od-
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lisny pristup. Budeme nyni ptedpokladat, ze dloha, u které chceme najit optimalni
feSeni, je pii vybrané populaci a vlivu elitismu velmi obtizné feSitelna, neboli nalezeni
optima s danymi parametry je nepravdépodobné. Pokud bychom zvolili dostate¢né
velkou velikost populace, mohlo by dojit k pfili§ ¢asté konvergenci algoritmu a vliv
mutace by tak byl obtiZzné rozpoznatelny. Namisto hledani optima se zaméifime na
minimalizaci kriteridlni funkce, ktera v tomto pripadé odpovida fitness funkci. Chod
genetického algoritmu prozkoumame na nékolika grafech, vzdy s fixovanymi hod-
notami pro vSechny parametry s vyjimkou zkoumaného Mpg. Pro kazdou hodnotu
Mp, spustime 100 chodu algoritmu, abychom mohli vysledky zprimérovat a vyloudit
prilisny vliv ostatnich stochastickych ¢asti algoritmu. Pfi tomto druhu testovani je
nesmirné dulezité zafixovat prvotni generaci. Proces inicializace prvotni generace je
silné nahodny a rozdily v riiznych realizacich algoritmu zptisobené kiizenim by silné
zastinily vliv mutace, ktery zkouméme predevsim. Velikost populace N = 100 a mira
elitismu Fr = 0.25 je pro vSechny nésledujici simulace stejna z divodu zachovani
konzistence pokust. Zkoumané hodnoty pro Mg jsou nasledujici:

My = {0;0,0005;0,001;0,0015; 0,002; 0,005;0,01;0,02; 0,05;0,1;0,2;0,3;0,4}

Obrazek 14: Mira mutace - 30 vrchola

Primérna délka nejlepsiho nalezeného feseni vzhledem k mife mutace - 30 vrchold
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Obrazek 15: Mira mutace - 30 vrcholi, detail

Primérna délka nejlepsiho nalezeného feseni vzhledem k mife mutace - 30 vrchold
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Obréazek 14 ukazuje vliv miry mutace na schopnost algoritmu nalézt nejkratsi
cestu. Prozatim se zaméime na vy$si hodnoty mutation rate. Je dobfe patrné, ze
hodnoty vyssi nez Mg = 0,1 maji za nésledek zhorSeni schopnosti algoritmu nalézt
rozumné FeSeni. VIiv mutace je tak velky, Ze zastini ¢innost ostatnich dilezitych
chodi algoritmu, zejména procesu selekce. Selekce vybirad nejvhodnéjsi kandidaty
na rozmnozeni dle jejich fitness ohodnoceni. Velkd mira mutace ale zpusobuje, ze
charakteristiky, diky kterym byly chromozomy dobfe adaptovany a méli vysokou
fitness, budou s velkou pravdépodobnosti naruseny diky ndhodné mutaci.

Interval Mp =0 A Mp <= 0,01 vykresleny v detailu na obrazku 15 je pro nase
ucely mnohem zajimavéjsi. Nizsi pravdépodobnost mutace mé za nasledek vétsi ce-
listvost genotypli napfi¢ generacemi. Nedochézi k ¢astym zménédm gent, které by
prilis ovlivnili podobu chromozomu. Mutace s negativnim vlivem mohou byt odstra-
nény z pristi generace diky kiiZeni, protoze je vyssi pomér jedincii, kterym nebyla
snizena fitness diky nevhodné mutaci. Naopak jedinci, u kterych doslo k mutaci s
pozitivnim vlivem maji vétsi Sanci se dale propagovat beze zmény v klicovych ¢as-
tech genotypu. Malé rozdily v nejlepSim nalezeném feSeni ve zkoumaném intervalu
jsou zptisobeny konkrétni podobou grafu, na kterém byla mutace testovana. ZlepSeni
chodu algoritmu pii hodnoté Mr = 0,01, které nastava i pii primérovani pres velky
pocet simulaci, je pravdépodobné zpusobeno nadhodnym charakterem mutaci a je
spiSe neobvyklé. Tato skutecnost pouze podtrhuje stochasticky charakter algoritmu
a schopnost mutaci pozitivné ovlivnit chod algoritmu. Relativni zlepSeni nalezeného
feSeni se pro tento piipad pohybuje pouze v jednotkach %.

Podivejme se nyni na piipad slozitéjsi ilohy o 100 vrcholech. Velikost populace
a mira elitismu jsou stejné jako v predchozim piipadé.
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Obréazek 16: Mira mutace - 100 vrcholu

Primérna délka nejlepsiho nalezeného feseni vzhledem k mife mutace - 100 vrchol(
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Obréazek 16 poskytuje lepsi pohled na vliv mutace na chod algoritmu. Zatimco
v piedchozim piipadé bylo zlepSeni v fadu jednotek %, pro slozitéjsi graf je vliv
mutace vyznamnéj$i. Pro hodnotu Mz = 0,002 dosahuje relativni zlepseni 20%,
coz je vyznamny rozdil oproti pfipadu, kdy by mutace nebyla vyuzita. Charakter
vyobrazené kiivky pro vy$si hodnoty mutation rate (Mg > 0,002) je podobny jako
v predchozim pripadé. éastéjéi pripady mutace maji opét za nasledek zhorseni ¢in-
nosti algoritmu z divodu opakovaného naruseni genotypu.

Ptiklady pro dalsi testované tlohy jsou uvedeny v piiloze, nicméné vSechny nale-
zené charakteristiky maji spolec¢né rysy. Mira mutace v fadu tisicin ma pozitivni vliv
na chod algoritmu ve smyslu nalezeni kratsi cesty, nez jakou by algoritmus nasel bez
pritomnosti mutace. Vyssi hodnoty maji za nasledek pfili§ casté zmény v genotypu
chromozomu a vedou ke zhorSeni schopnosti algoritmu najit dobré feSeni.

Velice zajimavy je fakt, Ze nalezené hodnoty jsou podobné tém, které De Jong
[8] a Grefenstette [9] nalezli ve svych pracich, které se ale vénovaly optimalizacim
funkci a ne tloze obchodniho cestujiciho. Obé tyto tlohy maji nesrovnatelné stavové
prostory, nicméné optimalni hodnoty pro parametr Mg jsou témeér stejné.
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6 Rekombinac¢ni operatory krizeni a operatory mu-
tace

Dosud jsme se vénovali pouze parametriim genetického algoritmu, které lze vyjadrit
pomoci ¢isla. Ukazali jsme si, ze vhodné nastaveni parametri ma vyznamny vliv
na dobu potiebnou k nalezeni piijatelného feseni a podstatné ovliviiuje schopnost
algoritmu najit dobré feSeni. V této kapitole se budeme vénovat rekombina¢nim ope-
ratorim. Jednotlivé operatory si miizeme piedstavit jako soubory pravidel, kterymi
se Tidi procesy kiizeni a mutace. V kapitole 4.5 a 4.6 jsme si zminili nejjednodussi
pripady operatoru kfizeni a mutace. Piiklad, na kterém jsme operatory ilustrovali,
predpokléddal reprezentaci chromozomu ve tvaru fetézce nul a jednicek. Tuto repre-
zentaci ale neni vhodné pouzit v tloze obchodniho cestujiciho, pro kterou je vhodné
uvazovat chromozomy ve tvaru posloupnosti indexti vrcholt grafu. Kazdy index se
v reprezentaci muze vyskytovat pravé jednou, aby pro cestu grafem byla splnéna
zakladni podminka pro hamiltonovskou kruznici. Operatory ki¥izeni a mutace musi
respektovat tuto podminku a jejich predpisy musi zabezpecit, aby dceiiné, respek-
tive zmutované chromozomy reprezentovaly hamiltonovské kruznice.

Samotné operatory, podobné jako v predchozich kapitoldch zkoumané parame-
try, maji na chod algoritmu vyznamny vliv. Jsou zodpovédné za vhodnou kombinaci
genil dvou nebo vice rodi¢ovskych chromozomii do dcefinych chromozomi. Rekom-
bina¢ni operatory musi zachovavat jistou genetickou strukturu v chromozomech,
jinymi slovy nesméji p¥ili§ rozkladat struktury, které vznikly v prubéhu predchozich
generaci a které silné koreluji s vysokou fitness chromozomu. Pokud by operatory
prilis casto naruSovaly zminéné struktury, jako v piipadé k-bodového kiizeni pro
vysokd k£ zminéném v kapitole 4.5, zménil by se charakter algoritmu na nahodné
prohledavani.

Nejprve si zminime nékteré druhy rekombinacnich operatorii, které se daji pouzit
pro feSeni tlohy obchodniho cestujiciho, a ukdzeme si jejich vliv v procesu kiizeni na
jednoduchém piikladu. Poté demonstrujeme pouziti jednotlivych operatortu kiizeni
na stejnych tlohach, na kterych jsme vyhodnocovali vliv parametria velikosti po-
pulace atd. Na konec porovname vliv rekombina¢nich operatori na chod algoritmu
a pokusime se najit takovy operator, ktery poskytuje lepsi vysledky nez ty ostatni.

Rekombinaéni operdtory kiizeni a operatory mutace funguji na velice podobném
principu. Hlavnim rozdilem je pocet chromozomt vstupujicich do procesu kiizeni,
respektive mutace. Zatimco kiizeni se témér vzdy ucastni alespon dva chromozomy,
mutace se ucastni pouze jeden. KfiZeni proto umoziuje miseni riznych genotypu
chromozomu s vysokou fitness a pfedstavuje klicovy mechanismus genetického algo-
ritmu, diky kterému mize algoritmus navstivit body stavového prostoru s potenci-
alné vysokou fitness. Mutace naproti tomu slouzi jako pomocny mechanismus, ktery
umoznuje unik algoritmu z lokdlniho minima diky obohaceni genotypu nahodnou
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zménou v chromozomu.

V prvni ¢asti kapitoly se budeme vénovat rekombina¢nim operatorim, ve druhé
¢asti se poté zaméiime na vliv riaznych druhi mutace na chod algoritmu.

6.1 Operatory mutace

V této sekci se budeme vénovat operatorim mutace. Nejprve si zminime mechanismy
skryvajici se pod jednotlivymi typy mutace, predvedeme jejich pribéh na jednodu-
chém prikladu a na konec porovname tcéinnost algoritmu pii pouziti konkrétnich
typt mutaci. Larrafnaga a spol. [17] a Abdoun a spol. [16] ve svych ¢lancich zminuji
nékteré zakladni typy mutaci, které zde budeme zkoumat.

6.1.1 Mutace EM

Mutace oznacované jako exchange mutation je asi nejzékladnéjsi piipad pro mutaci
chromozomu v tloze obchodniho cestujictho. Jeji princip je velice jednoduchy. Na
zacatku jsou v chromozomu ndhodné vybréany dva geny, které si nasledné vyméni
pozici.

Obrazek 17: Exchange mutation

112|13(4(5|6|7|8[9]10

118|3(4(5|6|72[9]10

Exchange mutation na obrazku 17 je oproti ostatnim typlim mutaci pomérné
neinvazivni. Vyménou 2 mést v pruchodu grafu dochézi ke zméné minimalné 2 a ma-
ximélné 4 hran. Ke zméné dvou hran vSak dochézi pouze v pfipadé, kdy spolu v pii-
vodnim chromozomu vybrand mésta sousedi a zaroven reSime symetrickou tlohu
obchodniho cestujictho. Pro jakykoliv jiny ptipad, kdy spolu dvé vybrani mésta
nesousedi, dochéazi ke zméné 4 hran.

6.1.2 Mutace CIM a CIM*

Mutace CIM neboli central inverse mutation v chromozomu provadi zmény podob-
ného poc¢tu hran jako vySe zminéna exchange mutation. Chromozom je nejprve roz-
délen v libovolném misté na dvé casti. Kazda z téchto casti je poté prochéazena
v opacném sledu, nez ve kterém byla prochazena ptvodné.
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Obréazek 18: Mutace CIM

112|13(4(5|6|7|8[9]10

!

5(4|3(2|1110]/9|8|7]|6

Podivejme se nyni dikladné na vysledny chromozom na obrazku 18. P#i blizsim
pohledu na chromozom vznikly po aplikaci operatoru CIM zjistime, 7Ze se jedné
o stejnou reprezentaci jako v pivodnim pripadé. Zacatek cesty je posunut z mésta 1
do mésta 5 a cela cesta je prochazena pozpatku, nicméné za predpokladu symetrické
tlohy obchodniho cestujiciho se jednd o reprezentaci stejného pruchodu grafem,
pouze jinak zapsaného. Mutaci CIM proto obménime zvySenim poc¢tu segmenti, na
které puvodni chromozom rozdélime. Nové ziskanou mutaci ozna¢ime CIM*.

Obrazek 19: Mutace CIM*

112|13(4(5|6|7|8[9]10

3(2|1(7|6(5]4|10/9]|8

Povsimnéme si rozdilu mezi operatorem CIM na obrazku 18 a operatorem CIM*
na obrazku 19. Jednotlivé segmenty jsou opét prochézeny pozpatku, zvySeny pocet
délicich bodi mé ale za nésledek vznik zcela nového chromozomu. Struktury uvnitf
jednotlivych segmentii jsou zachovany, dochazi tak k poruseni a vzniku novych hran
pouze na rozhrani segmenti.

6.1.3 Mutace RSM

Reverse sequence mutation je dalsi pomérné neinvazivni druh mutace. Je velice po-
dobnéa modifikovanému operatoru CIM* s tim rozdilem, Ze pozpéatku se projde pouze
centralni segment. Zbylé dva segmenty jsou prochazeny stejné jako v puvodnim chro-
mozomu. V posledni kapitole si ukadzeme, 7e tento druh mutace je totozny s typem
heuristiky, kterd je vhodné pro feseni tloh obchodniho cestujiciho.
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Obrazek 20: Mutace RSM

112|13(4(5|6|7|8[9]10

112(3|7|6|5|4[8]|9(10

P#i mutaci RSM miuze dojit k jednomu ze dvou pfipadi. Pokud se hrany, které
vychazeji z mést na okraji segmenti kiizi, dojde k jejich rozuzleni. Pokud se hrany
naopak neprotinaji, dojde k jejich piekiizeni. Z trojuihelnikové nerovnosti lze po-
mérné snadno odvodit, ze v grafu, kde plati eukleidovska metrika, lze dosdhnout
kratsi cesty rozuzlenim piekiizenych hran. Idedlnim pripadem je proto mutace, ktera
odstrani pfekiizené hrany.

6.1.4 Mutace Throas

Posledni z mutaci, kterd nema prilis velky vliv na stavbu chromozomu, se nazyva
Throas mutace. Chromozom je stejné jako v predchozich ptipadech rozdélen na tii
Casti. Autoii v puvodni praci |16], ze které je podoba mutace pievzata, uvazuji
centralni segment, ktery obsahuje piesné tii geny. V této diplomové praci je mutace
generalizovana a centralni segment muze byt libovolné dlouhy. Mutace spoc¢iva v
posunuti jednoho genu v centralnim segmentu. Po rozdéleni na ¢asti a utvofeni
centralniho segmentu je posledni gen segmentu pfesunut na jeho zacatek. Zbylé dva
segmenty zustavaji beze zmény. Pribéh Throas mutace je ilustrovan na obrazku 21.

Obréazek 21: Mutace Throas

112|3(4(5|6|7|8[9]10

112(7|3(4|5|6[8]|9(10

Opét pozorujeme zménu pouze 4 hran. Nedochazi proto k podstatné zméné ge-
notypu. Mutace Throas Ize vice zobecnit. Zatim predpoklddame posun gent uvnit
segmentu pravé o jednu pozici. Vygenerovanim ndhodného cisla lze ale uc¢init na-
hodnym i proces, ktery rozhoduje o poctu pozic, o které se jednotlivé geny maji
posunout. Tento postup vSak v této praci nebudeme uvazovat.
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6.1.5 Mutace PSM

Dalsi druh mutace, ktery si v této praci zminime, je partial shuffle mutation. Na
rozdil od ostatnich typi mutace je tento druh pomérné invazivni ke genové struktuie
chromozomu. Chromozom, stejné jako v pfedchozich piipadech, ndhodné rozdélime
na tii ¢asti. Dva krajni segmenty zustévaji beze zmény. Centralni segment, jehoz
délka je nahodna, je poté nahrazen jeho libovolnou permutaci. Nasledkem permutace
dochazi k ndhodné podobé centralniho segmentu, ktera mize byt naprosto odlisna
od pivodni struktury. Vyhodou této mutace je piinos v podobé nové genetické
informace, ktery vSak miize byt zastinén pfiliSnym zasahem tohoto operatoru do
struktury chromozomu.

Obrazek 22: Mutace PSM

112|3(4(5|6|7|8[9]10

112|5(8(6(7|34(9]10

Zasah mutace do genotypu chromozomu vykresleny na obrazku 22 je zavisly pte-
devsim na $ifce centralniho segmentu. Pokud jsou délici body relativné na blizkych
pozicich v chromozomu, permutace centralntho segmentu nema za nasledek pfilisné
pieskupeni hran v cesté grafem. Pokud se vSak délici body nachézeji daleko od sebe
a centralni segment zabird podstatnou ¢ast chromozomu, dochazi k vyznamnym
zménam uvniti segmentu a k preskupeni velkého poc¢tu hran. Mutace PSM muze v
nejhorsim piipadé zcela znehodnotit chromozom pFiliSnym snizenim jeho fitness.

6.1.6 Mutace SSM

Poslednim typem mutace, ktery budeme zkoumat, se nenachézi ani v jednom z
¢lanku |16][17]. Byl navrzen €isté pro potfeby této diplomové prace s cilem otestovat
alternativni ptistupy k jiz existujicim operatortim. Nazveme ho segment switch mu-
tation, protoze nasledkem jeho piisobeni je vyména dvou segmentii v chromozomu.
Jedna se o zobecnéni operatoru exchange mutation s tim rozdilem, Ze nedochézi
k vyméné pozic dvou mést, ale dvou celych ¢asti chromozomu.
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Obréazek 23: Mutace SSM

112|3(4(5]6|7|8[9]10

112[91]10/6(7|8|3|4|5

Vyménou dvou segmentt opét dochazi k obméné celkem 8 hran, pticemz 4 za-
nikaji a 4 vznikaji. Hrany uvniti jednotlivych segmenti nejsou pozménény, v celém
chromozomu proto nedochazi k prilisSnému naruseni genotypu.

6.1.7 Porovnani vlivu operatori mutace

V této casti si ukdzeme vliv jednotlivych operatori mutace na chod algoritmu. V
pribéhu této prace byl pouzit postup, ktery uvazuje jednotkovou pravdépodobnost
procesu kiizeni, jinymi slovy ke kiizeni dojde vzdy. Mira mutace Mz ma hodnotu v
fadu pouhych tisicin, nemé proto podstatny vliv na vysledek algoritmu. Mutace u
tohoto postupu slouzi pouze jako pomocny operator, ktery muze pomoci algoritmu
k ob¢asnému tiniku z ndhodného lokdlniho minima.

Ptvodni pokusy, které byly provedeny s podobnymi parametry jako v piedcho-
zich kapitolach (N = 100,¢9 = 100, Er = 0, Mr = 0.002,), ukézaly, Ze rozlisovani
mezi jednotlivymi operatory mutace nema prili§ velky smysl. V pribéhu algoritmu s
vyse uvedenymi parametry bychom totiz o¢ekéavali p¥iblizné Mg x N x g mutaci, coz
by pro zvolené hodnoty odpovidalo 20 mutacim v priubéhu celého algoritmu. Takto
maly pocet mutaci neposkytuje dostatecné rozdily ve vyslednych priubézich a zne-
moziuje rozligit rozdilné vlivy jednotlivych operatort. Clanky [5] a [18] pojednéavaji
o vlivu mutace na prubéh algoritmu, nicméné autofi predpokladaji nesrovnatelné
vySS$i hodnoty miry mutace My nez uvazujeme v této praci. Pro zajisténi lepSich
vysledkii je nutné zvysit pocet mutaci, které se uskutecni béhem jednoho prubéhu
algoritmu. Zaroven je ale dilezité, abychom zachovali ptivodné zamyslenou tlohu
rekombina¢nich operatorit a operatorti mutace. PriliSnym zvySenim hodnoty miry
mutace Mg zanika ucel operatoru mutace jakozto podpirného mechanismu pro tnik
z lokalniho minima a operator se postupné stava hlavnim prohledavacim mechanis-
mem algoritmu. Postup, ktery byl zvolen v této praci uvazuje stile stejnou populaci
o velikosti N = 100. Mira mutace je nastavena na mez definovanou Grefenstettem
[9] na Mg = 0.05. Pocet generaci je navySen na g = 500. Vysledky byly opét pru-
mérovany ze sta realizaci a z fixované pocateéni populace.
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Obrazek 24: Porovnani operatori mutace - 30 vrchola

Vliv operatord mutace na prdbéh algoritmu - 30 vrchold
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Obréazek 24 ilustruje pouziti jednotlivych operdtori mutace a jejich vliv na
chod algoritmu. Pii zobrazeni celého pribéhu neni vliv rozdilnych operatoru pa-
trny, nicméné pro uplnost je nutné jej zobrazit. Pii bliz§im pohledu je ziejmé, ze
pro vyhodnoceni neni piili§ vhodné uvazovat vy$si pocet generaci, protoze proces
konvergence je v poslednich generacich velmi pozvolny. Podivejme se nyni na chod
algoritmu v poslednich 300 generacich ve vétsim detailu.

Obrazek 25: Porovnani operatoru mutace - 30 vrcholi, detail

Vliv operatord mutace na prdbéh algoritmu - 30 vrchold
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Pti pohledu na obrazek 25 jiz mizeme rozeznat rozdilné chovani algoritmu pii
pouziti odlisnych operatori. Diky odstranéni prvnich generaci z vykresleni muzeme
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mnohem lépe pozorovat rozdily mezi jednotlivymi kiivkami. Méjme vSak na paméti,
ze relativni rozdily v délce nalezené cesty jsou pouze v jednotkach %. Nejlepsiho vy-
sledku dosahuje pro zkoumany piipad se 30 vrcholy operator RSM. Nejhorsi pribéh
mél algoritmus, ktery jako operator mutace pouzil PSM.

Na zékladé jednoho grafu je obtizné urcit, ktery operator je nejlepsi. Vysledek
muze byt ovlivnén velikosti grafu, rozmisténim jeho vrcholi nebo konkrétni poca-
Jeden piipad bude zobrazovat pribéh na jiz zndmém grafu att48, zaméfime se ale i
na podstatné slozit&jsi ilohu s 225 vrcholy tsp225 prevzatou opét z TSPLIB [13]. Po-
¢atecni generace nebudeme zahrnovat do vykresleni, protoze vyznamny pokles délky
nejkratsi nalezené hamiltonovské kruznice je zptisoben rekombina¢nimi operatory, a
nikoliv operatory mutace.
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Obrazek 26: Porovnani operatori mutace - att48, tsp225, detail

Vliv operatorl mutace na prdbéh algoritmu - att48
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Pfi porovnani obrazki 25 a 26 jiz muzeme vyvodit nékteré zavéry. Ve vSech zkou-
manych tlohach si nejhute vedl algoritmus pouzivajici operator PSM. Pravdépodob-
nou pric¢inou je ptilisny vliv operdtoru na genotyp diky ndhodné permutaci jednoho
segmentu chromozomu a zméné piilis velkého poctu hran v cesté grafem. Operator
RSM si vedl nejlépe na tloze se 30 vrcholy, jeho efektivita ale pro slozitéjsi tlohy
klesa. Operatory EM a Throas si lépe vedly na jednodussi tdloze, zatimco ve slozi-
té&jsich ulohéach zaostavaji. Nejlépe si vedly algoritmy vyuzivajici operatory CIM* a
SSM. U jednodussi tlohy lehce zaostavaly, nicméné ve slozitéjsich tlohéach tyto typy
mutace pomohly algoritmu nalézt kratsi feSeni nez ostatni operatory. Obecné si 1épe
vedly algoritmy s operatory, které svym ptisobenim ménily v grafu vétsi poc¢et hran
a provadély tak vyznamnéjsi zmény v genotypu. Porovnéni s relativné Spatnymi
vysledky algoritmu vyuzivajictho PSM ve vSech tdlohach ale naznacuje, zZe existuje
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rozumny odhad pro limit poc¢tu hran vzhledem k velikosti grafu, které by operator
mél svym puisobenim zménit.

6.2 Operatory krizeni

V posledni kapitole se budeme vénovat rekombina¢nim operatorim. Rekombina¢ni
operatory slouzi v genetickém algoritmu jakozto hlavni prohleddvaci mechanismus
stavového prostoru. Jsou zodpovédné za proces kiizeni a urcuji, jakym zptsobem bu-
dou z rodicovskych chromozomi vytvofeny chromozomy dcefiné. Stejné jako v pred-
chozi kapitole 6.1, ktera se vénovala operatorim mutace, i v této kapitole si nejprve
ukazeme jednotlivé druhy rekombinac¢nich operatori. Méjme na paméti, ze obycejné
rekombinacéni operatory pro bitové tetézce neni mozné pouzit, protoze by béhem
procesu kiizeni vznikaly jedinci, ktefi by neprezentovali validni prichod grafem. Po
sezndmeni s rekombina¢nimi operatory pouzitymi béhem experimenti vyzkousime
jejich vliv na chod algoritmu. Pro zajimavost si uvedeme i jeden typ heuristiky, jejiz
pouziti je vhodné v tloze obchodniho cestujiciho.

Mnoho autori se v minulosti zabyvalo operatory kiizeni. Pro potieby této prace
je dulezité zminit predevsim prace Hollanda [19], Hussaina a spol. [20] a Larranagy
a spol. [21]. Pro porovnani vlivu operatori na konvergenci genetického algoritmu
jsme cerpali z téchto uvedenych praci. Pfipomenme si, 7e na rozdil od mutace se
procesu kiizeni Gcastni alespon dva chromozomy. Podivejme se nyni na jednotlivé
typy operatort pouzité v této praci.
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6.2.1 Jednobodové k¥iZzeni - 1P

Ze vsech uvazovanych rekombinac¢nich operatoru si nejprve zminime nejjednodussi
jednobodové kriZeni. Nejprve je nahodné zvolen délici bod v jednom z rodic¢u. Je-
den ze vzniklych segmenti je piimo zkopirovan do jednoho dcefiného chromozomu,
druhy segment je zkopirovan do druhého potomka. Do volnych pozic v potomcich
jsou poporadé zkopirovany geny z druhého rodice tak, aby vznikly chromozom re-
prezentoval hamiltonovskou kruznici v grafu.

Obrazek 27: Operator 1P - jednobodové kiizeni

Ri|5|4(9(2[1]|6|3|7|8]10

R[1]12]|9]10|/6|7|8|3|4]|5

D:i|5|14|9(2|1]10|/6|7|8]|3

D,|112(9(4(5|6|3|7|8|10

Rekombinac¢ni operator jednobodového kiizeni garantuje, ze velkd cast genetické
informace jednoho z rodi¢ii bude pfenesena do dalsi generace témér beze zmény.
Nevyhodou tohoto operatoru je ale slaba schopnost prozkoumavat body stavového
Po zkiizeni jsou si rodic¢e a potomci velmi podobni, coz muze byt nezidouci jev z
hlediska schopnosti algoritmu konvergovat k optimu.
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6.2.2 Cycle crossover - CX

Druhy rekombinac¢ni operator, ktery si v praci zminime, nese nazev cycle crossover.
Funkce operéatoru spoc¢iva v identifikaci cyklu, pomoci metody, kterou si popiSeme
v nésledujicim odstavci. Schéma funkce operatoru CX je ilustrovano na obrazku 28.

Obrazek 28: Operator CX - cycle crossover

Ri|5|4|9(2[1]|6|3|7|8]10

D:|5(2|9|10{1|6|8|7|4|3

D, 114]9(|2|6|7|3|5|8]10

V prvnim z rodi¢d je ndhodné vybran gen. V nasem piikladu na obrazku 28
byl vybran gen na pozici 1 s hodnotou 5. K tomuto genu je nalezen korespondujici
gen ve druhém rodici, ktery sdili stejnou pozici v chromozomu. V piikladu tomu
odpovida gen 1 na pozici 1 v chromozomu Rs. V prvnim rodici je poté vyhledan
gen se stejnou hodnotou (nikoliv pozici). V R; by tomu odpovidal gen s hodnotou 1
na pozici 5. Postup se opakuje, dokud neni dokoncen cyklus. V piikladu by byl pti
pouziti operatoru nalezen cyklus 5 — 1 — 6 — 7 — 5. Nalezeny cyklus je pfenesen do
obou potomkii se stejnymi pozicemi, ve kterych se nachéazi v jednotlivych rodicich.
Volné geny v potomkovi D; jsou poté doplnény geny z rodice Rs a geny v potomkovi
Dy jsou ziskany z R;. Diky charakteru pribéhu operatoru nemiize dojit ke kolizim
dvou genti se stejnou hodnotou v jednom chromozomu. Pozice zkopirovanych gent
jsou proto v potomcich totozné s pozicemi genu u rodi¢i. MiiZe nastat situace, kdy
mé cyklus stejnou délku jako cely chromozom. V takovém piipadé sice dochazi ke
kiizeni, potomci ale maji stejnou podobu jako rodice.
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6.2.3 DPosition-based crossover - POS

Position-based crossover je dalsi z rekombina¢nich operator, kterym se v této préci
budeme vénovat. Na zacatku procesu kiizeni je ndhodné vygenerovan seznam po-
zic v chromozomu, ktery je pro oba rodi¢e shodny. Geny nachazejici se na téchto
pozicich jsou zkopiroviny poporadé z rodicti Ry, Ry do potomki Dy, Dy. Zbyvajici
pozice v Dy jsou poté popotadé doplnény z chromozomu R, tak, aby se v potomkovi
nevyskytovaly duplikidtni geny. Volné pozice v Dy jsou stejnym zpusobem zaplnény
geny z R;. Prubéh kiizeni za pomoci operatoru POS je znazornén na obrazku 29.

Obrazek 29: Operator POS - position-based crossover

Ri|5|4|9(2[1]|6|3|7|8]10

R[112]|91]10|6|7|8|3|4]|5

D,|5(4|2|9]|1|610|7|8|3

D,|112|5[9(6|7|3|8|4]10

Proces vybéru pozic, které zistanou zachovany, je zcela ndhodny. V priméru
bychom ale ocekavali zachovani 50% gent. Operator umoziuje pfeneseni velkého
poctu osamocenych gent, nicméné potomci pravdépodobné zdédi i vétsi mnozstvi
kratsich segmenti, které se puvodné vyskytovaly v rodicich.
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6.2.4 Ordered crossover - OX

Operator ordered crossover poprvé zminény Davisem v jeho préci [22] ma za tkol
zachovat relativni poradi vrcholi v chromozomu. Nejprve jsou ndhodné vybrany
dvé pozice, ve kterych jsou rodice rozdéleni na tii segmenty. Centralni segmenty
jsou poté zkopirovany z rodicli na potomky. Zbyvajici volné pozice jsou vyplnény
stejnym zpusobem jako u operatoru 1P a POS. Opét plati, Ze volné pozice dcefiného
chromozomu D1, ktery obsahuje segment rodice R;, jsou zaplnény geny z rodice R,.
Analogicky pozice v Dy jsou zaplnény geny z rodice Rj.

Obrazek 30: Operator OX - ordered crossover

Ri|5(4|9|2|1|6|3|7]|8|10

R,1112/91]10/6|7/8|3|4|5

D:|10{7|9|2|1|6|8|3|4|5

D,|5(4(9/|10|6|7|2|1]3|8

Obrazek 30 ukazuje proces kiizeni za pouziti operatoru OX. Oba centralni seg-
menty prechazeji do dalsi generace beze zmény. Chromozomiim je tak umoznéno
zachovat potenciilné dulezity kus genotypu a pfenést ho do dalSich generaci. Za-
chovanim alespon ¢asti relativniho faddu genu z druhého rodice dochazi k vytvoreni
potomka, ktery mé zna¢nou Sanci na vysokou fitness.
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6.2.5 Partially mapped crossover - PMX

Partially mapped crossover, neboli PMX, byl poprvé zminén Goldbergem a Linglem
[23]. Jejich cilem bylo navrhnout operator, ktery by zabezpedil pfenos co nejvice jed-
notlivych segmentii, které zpiisobuji vysokou fitness chromozomu, do dalsi generace.
Vysledkem jejich snazeni je PMX.

Obrazek 31: Operator PMX - partially mapped crossover

Ri|5|4|9(2[1]|6|3|7|8]10

R,1112/91]10/6|7|8|5|4|3

D.5|4|91(10/6|7|3|7]|8]10

DJ1|12/9(2]|1]|6|8|5(4]3

D:|5|4|9(10{6|7|3|1(8]2

D, 7(10/9|2|1|6|8|5|4|3

Podivejme se nyni blize na obrazek 31, ktery ukazuje proces kiizeni pomoci ope-
ratoru PMX. Na prvni pohled je vidét, Ze na rozdil od ostatnich rekombinac¢nich
operatoru, obsahuje PMX jeden mezikrok navic. Stejné jako v pfedchozich p¥ipa-
dech jsou zvoleny dva body, které rozdéluji rodice na tii segmenty. Mezi centralnimi
segmenty se vytvoii mapovani hodnot mezi geny, které lezi na stejnych pozicich
v chromozomu. Jedna hodnota se miize mapovat na vice jinych stejné jako v na-
Sem piikladu. Po vybéru pozic pro vytvoreni segmenti bychom dostali nasledujici
mapovani:

99, 210, 167

V mezikroku jsou nejprve vytvotreny kopie rodi¢ovskych chromozomii, u kterych
jsou nésledné prohozeny centralni segmenty, ¢imz vznikaji protodceriné chromozomy
D1, D). Vsechny ostatni geny jsou poté transformovany na Dy, Do pomoci difve
vytvoreného mapovéani na validni hodnoty.
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6.2.6 Porovnani vlivu rekombinaé¢nich operatori

Po seznameni se vSemi typy operatoru kiizeni, které v praci pouZzijeme, si ukazeme
ucinnost algoritmu pii pouziti téchto operatori na riznych tlohach. Pro simulace
budeme uvazovat optimalni hodnoty pro parametry, které jsme v této praci diive
urcili. Vsechny simulace byly opét primérovany ze 100 realizaci algoritmu, v zajmu
rozumné vypocetni naroc¢nosti proto byla zvolena populace o velikosti N = 100.
Mira elitismu a mira mutace byly zvoleny s hodnotami Er = 0.2, Mp = 0.002. Pro
srovnani je uvedena i verze algoritmu, ktera vyuziva 2-opt heuristiku [24]. Jedna se
o jednoduchou heuristiku pivodné vyvinutou pro feSeni tilohy obchodniho cestuji-
citho. V chromozomu se hleda posloupnost gent, kterd pii priichodu grafem vytvari
prekiizené hrany. Pokud je takova posloupnost nalezena, je v chromozomu pieskla-
dana tak, aby byla prochazena v opacném sméru. Tento pfistup je shodny s funkci
operatoru RSM.

Obrazek 32: Porovnani rekombina¢nich operatori - 30 vrchol

Vliv operatord kfizeni na pribéh algoritmu - 30 vrcholG

— CX — OX + 2o0pt 1P
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Obrazek 32 ilustruje o¢ekévané priitbéhy genetickych algoritmii p¥i vybéru jednot-
livych rekombinac¢nich operatorti. Nejhtte si jednoznacné vedl algoritmus s operéto-
rem CX. Prvnich 10 generaci konvergoval podobné rychle jako ostatni varianty, poté
ale rychlost konvergence vyznamné zpomalila. Lépe si vedly algoritmy vyuzivajici
operatory jednobodového kiizeni, PMX a POS. Nicméné i tyto algoritmy pomérné
rychle ztratily schopnost rychle konvergovat k optimu. Ze zkoumanych operéatoriu
poskytuje nejlepsi vysledky jednoznac¢né operator OX, ktery se dostatecnou rych-
losti priblizoval k optimu az do 100. generace. Schopnost konvergence algoritmu lze
znacné posilit pouzitim heuristiky. Zelena kiivka predstavuje algoritmus, ktery ke
svému chodu vyuzil operator OX a zaroven 2-opt heuristiku. Jiz po 75 generacich
nasel algoritmus teSeni velice blizko optima. Podivejme se nyni na dalsi piiklady
z knihovny TSPLIB [13].
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Obrazek 33: Porovnani rekombinac¢nich operatori - att48, eil101
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kvili nesrovnatelné vétsimu stavovému prostoru. U problému att48 mizeme pozoro-
vat témeér totozné chovani jednotlivych verzi algoritmu jako na obrézku 32. Operator
CX rychle ztraci rychlost konvergence a ziistava daleko od optima. Rekombinaé¢ni
operatory 1P, PMX a POS dosahuji lepsich vysledku, stile se ale nachazeji prilis
daleko od optima. Jediny algoritmus, ktery se k optimu alespon priblizil byl algorit-
mus vyuzivajici operator OX. Hybridni algoritmus s 2-opt heuristikou opét poskytl
podstatné lepsi vysledky.

Uloha €il101 se svymi 101 vrcholy jiz pro algoritmy s parametry uvedenymi na
zacatku kapitoly predstavovala obtizné feSitelny problém. Operator CX dosahuje
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oproti ostatnim zkoumanym tloham lepsiho vysledku, nicméné ze vSech zkouma-
nych alternativ stale poskytuje nejhorsi odhad optimalni cesty. Operatory 1P, POS
a PMX pomérné brzy vycerpaji dostupny genotyp a proces konvergence je silné
utlumen. Operator OX opét predcil vSechny ostatni typy rekombinacnich operéa-
tortd. V tomto pfipadé se ale ani hybridni algoritmus vyuzivajici 2-opt heuristiku
nepriblizil k optimu.

Méjme na paméti, Ze schopnost konvergence algoritmu byla ovlivnéna volbou ve-
likosti pocatecni populace N = 100. ZvétSenim populace dojde ke zlepSeni procesu
konvergence pro vSechny varianty rekombina¢nich operatori. Vysledky pokusi jasné
ukazuji, Ze pro symetrickou tilohu obchodniho cestujiciho je ze zkoumanych opera-
tortt nejlepsi volbou pro operator OX. Pii porovnani chovani ¢istych genetickych
algoritmii a hybridniho algoritmu, ktery vyuziva heuristiku, je ziejmé, Ze hybridni
algoritmy mohou se stejnymi parametry dosdhnout daleko lepsich vysledkii. Pouzita
2-opt heuristika je jedna z nejjednodussich heuristik pro tlohu obchodniho cestu-
jiciho. Existuji dalsi, sofistikovanéjsi piistupy, jako napiiklad 3-opt |25] heuristika.
3-opt heuristika se ¥idi velmi podobnymi principy jako 2-opt. Odstranénim 3 hran v
grafu je chromozom rozdélen na 3 segmenty. Segmenty lze poté spojit dohromady 7
novymi usporadanimi a vznika tak 7 novych chromozomi. Pokud je fitness nékterého
z novych chromozomu vyssi nez fitness pivodniho chromozomu, dojde k nahrazeni
puvodniho chromozomu jedincem s vyssi fitness. V soucasnosti jedna z nejlepsich
heuristik pro feseni tlohy obchodniho cestujiciho, Lin-Kernighanova heuristika [26],
iterativné vylepsuje feSeni postupnym pfeskupenim hran v grafu. Pokud je nalezeno
lepsi feSeni nez feSeni puvodni, je puvodni chromozom nahrazen novym a proces se
opakuje, dokud neni dosazeno lokdlniho minima fitness funkce. Hybridizaci genetic-
kych algoritmii za pouziti heuristik lze dosdhnout mnohem lepsich vysledki nez pti
pouziti samotnych genetickych algoritmu. Uskali ale spodiva ve vypocetni slozitosti
heuristik, které na rozdil od genetického algoritmu s teoretickou vypocetni slozitosti
vzhledem k poc¢tu vrcholi O(n), maji vypocetni slozitost alespon kvadratickou.

7 poznatki ziskanych v pribéhu prace muzeme urcit strategii, kterd je vhodna
pro nalezeni optimalniho feSeni, nebo alespon teSeni blizkého optimu. Vhodnou vol-
bou velikosti poc¢ate¢ni populace N = 100 pro problémy, které potiebujeme vyfesit
okamzité, nebo N v fadu tisicti pro problémy, kde nejsme v ¢asové tisni, zabezpecime
dostatecnou genetickou rozmanitost. Pouzitim podpurnych mechanismu selekce, na-
piiklad turnajové selekce, zrobustnime proces vybéru jedincii s vysokou fitness pro
kiizeni. Aplikaci elitismu s mirou Eg € (0, 1;0,3) vyznamné posilime pravdépodob-
nost, ze se dobie adaptovani jedinci dostanou do nasledujici generace beze zmény.
Vhodnou volbou miry mutace Mpr = 0,002 poskytneme algoritmu mechanismus
uniku z lokdlntho minima, ktery zaroven negativné neovliviiuje schopnost algoritmu
konvergovat. Vykonnost algoritmu lze zna¢né posilit pouzitim vhodné heuristiky,
ktera je ale jedinec¢na pro konkrétni typ tlohy. V tloze obchodniho cestujiciho jsme
si pouze jako piiklad uvedli heuristiky 2-opt, 3-opt a Lin-Kernighanovu heuristiku.
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7 Zavér

Cilem této prace bylo sezndmit se s principy genetickych algoritmi a demonstro-
vat jejich funkci na tloze obchodntho cestujictho. V prvni kapitole jsme si nejprve
predstavili samotnou tlohu obchodniho cestujiciho a vymezili pozadavky na syme-
tricnost a eukleidovsky prostor, ve kterém jsme tlohu tesili. V néasledujici kapitole
jsme si vysvétlili diulezité pojmy a principy genetickych algoritmi a seznamili se s
jednotlivymi mechanismy a operatory, které algoritmus ke svému chodu vyuziva. Na
zaveér kapitoly jsme si uvedli vyhody genetickych algoritmi oproti ostatnim piistu-
pim a vysvétlili si divody, pro¢ je vhodné vyuzit genetické algoritmy pravé v tloze
obchodniho cestujiciho.

Ve treti kapitole jsme se zamérili na tii dilezité parametry: velikost populace N,
miru elitismu Fr a miru mutace Mpg. Provedli jsme pokusy s cilem urcit optimélni
hodnoty pro tyto parametry zejména s ohledem na schopnost algoritmu konvergovat
k optimu a na vypocetni ¢as. Experimentalné jsme urcili vyrazné zlepSeni chovani
algoritmu pro postupné zvysovani populace az do hodnoty N = 100. Vyssi hodnoty
vedou ke zlepsSeni schopnosti algoritmu konvergovat, nicméné vliv jiz neni tak vy-
razny a pouziti velkych populaci je vhodné spiSe pro zpracovani, které neni nutné
dokoncit v realném case. Pro miru elitismu a pro miru mutace jsme urcili optimélni
hodnoty na zakladé experiment provedenych na nékolika tlohach s rozdilnou ob-
tiznosti. Mira elitismu Eg € (0,1;0,3) se ukazala jako optimalni pro razné tlohy
a podstatné zlepsila schopnost algoritmu najit lepsi feSeni nez bez pouziti elitismu.
Vysoké hodnoty miry elitismu vedly k pfilisné degradaci genotypu a algortimus uvizl
v lokalnich minimech. Mira mutace Mz mé podobny vliv na konvergenci jako mira
elitismu. Vhodné hodnota miry mutace Mgz = 0,002 umoziuje algoritmu vysvobo-
zeni z lokdlntho minima a nalezeni lepSiho feSeni, nicméné v nastaveni, ve kterém
mutace slouzi pouze jako pomocny operator, neni zlepseni piili§ vyznamné. Na dru-
hou stranu zvySeni hodnoty nad Mz = 0,05 vede k pozvolnému zhorSeni chovani
algoritmu. Pri dalsim zvySovani hodnoty My algoritmus zcela ztraci schopnost kon-
vergovat a jeho charakter se méni na nahodné prohledavani.

V posledni kapitole jsme se vénovali jednotlivym operatorim mutace a rekombi-
na¢nim operatorum. Nejprve jsme si predstavili nékteré operatory mutace, vysvétlili
jejich principy a ukézali si jejich prubéh na piikladech. Poté jsme porovnali jejich vliv
na geneticky algoritmus v sérii pokusti se zafixovanou vstupni populaci, abychom co
nejvice omezili vliv rekombinac¢nich operatori. Ve vSech pokusech dosahoval nejhor-
Sich vysledku algoritmus s operatorem PSM, ktery svym piisobenim p¥ili§ zasahuje
do struktury chromozomu. Nejlepsi chovani vykazovaly algoritmy vyuzivajici ope-
ratory mutace SSM a CIM. Je nutné si pfipomenout, ze pro ziskani vysledkia bylo
nutné zvétsit pocet generaci a hlavné podstatné navysSit hodnotu miry mutace az
na tinosnou mez Mg = 0,05. Pokud za hlavni prohledavaci mechanismu povazujeme
rekombinacni operdtory, a operatory mutace slouzi jen jako pomocny mechanismu
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proti uviznuti v lokdlnim minimu, neni pfili§ vyznamné, jaky typ mutace algoritmus
pouziva. Mnohem dilezitéjsi je spravna volba hodnoty miry mutace Mg, kterou jsme
si uvedli v predchozim odstavci.

Ve druhé casti posledni kapitoly jsme se seznamili s rekombina¢nimi operatory.
Opét jsme si uvedli jednotlivé typy, vysvétlili jejich principy a predvedli na jedno-
duchych piikladech. Algoritmy vyuzivajici rizné typy kiizeni jsme poté podrobili
experimentum, s cilem identifikovat nejlepsi ze zkoumanych operatori. Na rozdil od
operatoru mutace, maji rekombinac¢ni operatory vyznamny vliv na schopnost algo-
ritmu konvergovat. V pribéhu pokust byly pouzity parametry s hodnotami, které
byly zjistény v pribéhu této prace. Po vyhodnoceni experimentt se jako nejlepsi
volba pro typ kiizeni jevi operator OX. Pro zajimavost byl pouzit i algoritmus vyu-
zivajici 2opt heuristiku, ktery ze vSech ostatnich verzi algoritmu poskytuje nejlepsi
vysledky.

Jako nejlepsi postup pro feSeni problému obchodniho cestujiciho se jevi pouziti
hybridntho genetického algoritmu, ktery vyuziva heuristiku charakteristickou pro
danou tlohu, s parametry ziskanymi v této praci. Pouziti heuristiky v kombinaci se
spravné zvolenymi parametry vyznamné posiluje schopnost genetického algoritmu
nalézt dobré feSeni. Budouci prace by se mohly zabyvat hybridizaci genetickych
algoritmii a pouzitim heuristik vhodnych pro konkrétni problémy. Rozvinuti této
prace by se mohlo zabyvat naptiklad pouzitim heuristickych rekombina¢nich opera-
tort nebo implementaci heuristik vhodnych pro feseni tilohy obchodniho cestujiciho,
zvlasté pak Lin-Kernighanovy heuristiky.
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A Priloha

Tato sekce obsahuje ukazky grafi z T'SPLIB, na kterych byly testovany genetické
algoritmy. Jedna se o grafy att48, eill01 a tsp225. Na nasledujicih grafech jsou
zobrazena optimalni feSeni a pro ilustraci feSeni nalezena genetickym algoritmem.
V pribéhu prace bylo ukdzano, ze genetické algoritmy bez heuristik mohou dobte
vyTeSit tlohy, které svou obtiznosti odpovidaji tloze att48. Pro graf tsp225 je vyob-
razeno pouze optimalni feSeni, protoze pro algoritmus je bez heuristiky nebo velmi
velké populace téméf nemozné najit rozumné feSeni v piijatelném case a vyobrazeni
nalezeného teSeni by bylo pfili§ neptfehledné.

Pro graf att48 bylo nalezeno feSeni, které je velmi blizko optimu a i pifi pohledu
na prilohu A je zfejmé, Ze nalezené feSeni je rozumné.

Piiloha B zobrazuje graf €il101 se 101 vrcholy. Nalezené feSeni se od optima uz
li$1, nicméné je mozné pozorovat pomérné rozumné struktury.

V priloze C mizZeme pozorovat rozmisténi mést v grafu tsp225. Tento graf je
jiz piili§ slozity pro nalezeni feSeni v rozumném case, své uplatnéni ale mél pii
optimalizaci parametri.
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