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Abstrakt

Fakulta aplikovanych véd

Katedra kybernetiky
Bakalar (Bc.)

Neuronové sité pro zpracovani prirozeného jazyka

Jan Cedik

Tato bakalarska prace se zabyva zpracovanim prirozeného jazyka pomoci
neuronovych siti. V soucasnosti dochazi k rychlému rozvoji neuronovych
siti v tomto oboru, pri¢emz spolecnost OpenAl je hlavnim prikopnikem
s jejimi velkymi modely zalozenymi na architekture Transformer. Teo-
retickd Cast se zaméruje prave na tuto architekturu, konkrétné na ar-
chitektury T5, BERT a GPT. V praktické ¢dasti provadime experimenty jak
v Cestiné, tak v anglictiné, zaloZené na architektuie T5. Shromézdili jsme
data obsahujici prirozené dialogy mezi jednotlivci. Pro dosazeni co nej-
lepsich predpovédi vystupu se snazime o ruzné modifikace trénovacich
dat, jako je znackovani nebo augmentace. Hodnoceni se provadi pomoci
modelu sémantické ndvaznosti, ktery porovnava vstup a vystup modelu.

Klicova slova
neuronové sité, zpracovani prirozeného jazyka, Transformer architek-
tura, BERT, T5, GPT, augmentace, Uprava dat, chatbot
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UNIVERSITY OF WEST BOHEMIA

Abstract

Faculty of Applied Sciences

Department of Cybernetics
Bachelor (Bc.)

Neural networks for natural language processing

Jan Cedik

This bachelor’s thesis deals with natural language processing using neu-
ral networks. Currently, there is a rapid development of neural networks
in this field, with the company OpenAl being a major pioneer with its
large models based on the Transformer architecture. The theoretical
part focuses on this architecture, specifically the T5, BERT, and GPT ar-
chitectures. In the practical part, we conduct experiments in both Czech
and English languages based on the T5 architecture. We gathered data
containing natural dialogues between individuals. Through various mo-
difications of the training data, such as tagging or augmentation, we aim
to achieve the best possible output predictions. Evaluation is performed
using a semantic continuity model, comparing the input and output of
the model.

Key words
neural networks, natural language processing, Transformer architecture,
BERT, T5, GPT, augmentation, data modification, chatbot
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Kapitola 1
Uvod

Za posledni roky doslo k velkému pokroku v oblasti zpracovani priroze-
ného jazyka, kdy pomoci umélé inteligence dokazeme rozpoznavat, zpra-
covavat a generovat prirozenou rec¢. Tyto moznosti umoziuji otevieni
novych dveri v Sirokém spektru tloh a odveétvi.

V soucasné dobé dochézi k obrovskému rozmachu neuronovych siti pro
zpracovani prirozeného jazyka. Mezi nejmodernéjsi neuronové sité lze
zaradit architekturu Transformer (Vaswani et al., 2017), kterd umoznila
nové pristupy k témto tlohdm. Na zdkladé této architektury bylo vytvo-
Feno mnoho ruznych variant v zavislosti na typu ulohy, jako je napriklad
GPT (Radford a Narasimhan, 2018) vyvinuty spolecnosti OpenAl, jenZ vy-
nikd schopnosti generovat prirozené texty. Spole¢nost OpenAl, diky ob-
rovskym jazykovym modelim, dosahuje mnoha state-of-the-art vysledku.
Zasadni uspéch slavi jejich nejnovéjsi a zaroven nejvétsi model GPT-4.

I pres Gspéchy architektury GPT je stale dulezité provadét experimenty
i pomoci jinych architektur zalozenych na architektuire Transformer.
V této bakalarské praci se predevsim zaméiime na architektury T5 (Text-
To-Text Transfer Transformer) (Raffel et al., 2020), BERT (Bidirectional
Encoder Representations from Transformers) (Devlin et al., 2019) a GPT
(Generative Pre-trained Transformer) (Radford a Narasimhan, 2018).
Samotné experimenty jsou nasledné provadény na natrénovanych mo-
delech zalozenych na T5.

V teoretické Casti této prace se zamérime na zakladni popis jiz zmine-
nych architektur. Text-To-Text Transfer Transformer se proslavil jako
vSestranny model, ktery lze vyuzit pro rozsdhlou $kalu tloh zpracova-
véni prirozeného jazyka, jez vyuzivaji prevodu textu na text. Generative
Pre-trained Transformer, jak uz nazev napovida, dokadze generovat smys-
luplné texty. BERT uspél napriklad v predpovidani chybéjiciho slova ve
vété, pomoci daného kontextu, nebo klasifikovani textd do ruznych kate-
gorii.

V Césti s experimenty se zamérime na upravu trénovacich dat, jelikoz
je zndmo, Ze velmi dileZitou roli v procesu trénovani hraje kvalita tré-
novacich dat. Pokusime se data upravit tak, aby vystup modelu byl za-
visly na kontextu predchozich promluv pomoci mnoha tagi doplnénych
do sekvenci. Cilem je zjistit, kterda uprava dosdhne nejlepsich vysledka
pri odpovidani na ruzné vstupni texty.
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1.1 Soucasny stav

V poslednich letech dosahuje nejlepsich vysledka spole¢nost OpenAl se
svymi modely zaloZenymi na architekture GPT. V roce 2022 oficidlné
spustili verejné dostupnou chatovaci platformu ChatGPT zaloZenou na
modelu GPT-3. V roce 2023 predstavili zatim nejvétsi model GPT4, ktery
dokaze prijimat jak textové, tak obrazové vstupy (Marr, 2023).

Modely GPT vynikaji v feSeni mnoha uloh v zavislosti na promptu, ktery
se naléza ve vstupnim textu. Pro ukazku jsme pouzili pravé chatovaci
platformu ChatGPT. Jako vstupni text jsme vyuzili nasledujici vétu:

Napis$ 5 promptu, které dokdzes zpracovat.
Vystup vypadal nasledovneé:
Jisté! Zde je pét riznych prompti, se kterymi mohu pracovat:
1. "Jaky je vliv globalniho oteplovani na zivotni prostredi?"
2. "Vysvétli mi princip fungovani umélé inteligence."
3. "Co jsou nejvetsi vyhody a nevyhody pouzivani solarni energie?"
4. "Jaké jsou hlavni pri¢iny a dusledky nedostatku pitné vody ve svét&?"
5

. "Porovnej a popi$S rozdily mezi demokracii a autoritarskym rezi-

mem.

Soucasnym nejveétSim problémem platformy ChatGPT je takzvany hallu-
cination. Tento problém odkazuje na generovani vystupu, které se mohou
jevit jako smysluplné, avSak jsou bud’ fakticky nespravné nebo nesouvisi
s danym kontextem. Dalsi limitaci je zpoplatnéné pouziti modelu a prede-
vSim to, ze veskery text, ktery pouZijeme jako vstup do modelu, posilame
spolecnosti OpenAl a to mize byt problém zpravidla u citlivych dat.

1.2 Cile prace

Cile této prace jsou:
1. zpracovat reSersi nejnovéjSich pristupu v oblasti neuronovych siti

pro zpracovani prirozeného jazyka

2. ziskat vhodné data pro natrénovani ¢eskych a anglickych modela
pro automatickou chatovaci platformu

3. sestavit robustni dialogovy korpus z nasbiranych dat v ceském
a anglickém jazyce

4. experimentdlné ovérit vliv riznych modifikaci trénovacich dat pro
trénink T5 v ramci konverza¢niho modelu a néasledné vyhodnotit
vliv zahrnuti konverzacni historie pro naslednou predikci modelu
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1.3 Struktura prace

Tato prace se sklada ze Sesti kapitol.

Uvodni ¢4st prace (Kapitola 1) se zabyva sou¢asnym stavem v oblasti
zpracovavani prirozeného jazyka a nejmodernéjsimi technikami, jez jsou
v tomto odvétvi pouzivany.

Kapitola 2 je vénovana popisu neuronovych siti vyuzivanych pro zpraco-
vani prirozeného jazyka. Nejprve je popsana obycejna doprednda neuro-
nova sit’, na kterou navazuje popis rekurentni neuronové sité. V Sekci
2.2 jsou popsany principy fungovani architektury Transformer. Zbytek
kapitoly je vénovan popisu jednotlivych architektur postavenych na ar-
chitekture Transformer a metodam, jenz byly pouzity pro zpracovani
a upravu dat.

Ve Kapitole 3 jsou popsany veskeré ziskané datasety obsahujici dialogy
spolu s potrebnymi anotacemi.

Kapitola 4 obsahuje popis jednotlivych experimentu, které byly prove-
deny. Pro kazdy experiment bylo provedeno vyhodnoceni, pomoci modelu
navaznosti (4.3).

V predposledni ¢asti (Kapitola 5) se vénujeme diskuzi o vysledcich, kte-
rych jsme dosdahli. Vysledky jsou nasledné porovnany.

Kapitola 6 je vénovana zavéru, rekapitulaci a namétum na budouci praci.



Kapitola 2

Neuronové site pro
zpracovani jazyka

Neuronové sité jsou inspirovany biologickym protéjsSkem jimz je mozek
a nervovy systém. Mozek ma charakteristické schopnosti jako je uceni
a prizpusobovani. Neuronové sité stavi na neurdlnich principech pro re-
Seni dil¢ich dloh.

Zakladnim stavebnim kamenem neuronovych siti je neuron, ktery lze vni-
mat jako jednotku zpracovavajici informace. V samotné neuronové siti
jsou pak neurony propojeny synapsemi, kde kazda ma svoji vahu. Diky
témto spojum kazdy neuron v siti dostava vaZzenou informaci od neuront,
na které je pripojen. Vystup je tvoren vaZzenym souctem vystupnich sig-
nalu prochézejici aktivacni funkci, ktery lze interpretovat nasledujicimi
rovnicemi (Bulin, 2021):

2 =b+ Y (- wky) (2.1)
=1

, kde z; je agregace vSech vstupu, b je parametr, ktery je pricten k va-
zenému souctu, n udava pocet vstupnich neurond, z,, je hodnota signélu
a wy,; je vaha synapse. Na vyslednou hodnotu z; je nasledné pouZita vy-
brana aktivacni funkce f:

ar = f(z) (2.2)

Cely proces je shrnuty na Obrazku 2.1.
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Obrazek 2.1: Interpretace vypoctu vystupu neuronové
sité (Baheti, 2021)

Neuronové sité lze rozdélit do dvou hlavnich skupin podle typu spo-
jeni mezi jednotlivymi neurony. Prvni skupinou jsou neuronové sité s do-
prednou vazbou a druhé skupina jsou rekurentni neuronové sité, které
jsou dale popsané v Sekci 2.1. Rozdil mezi témito typy siti je néasledu-
jici - rekurentni sité jsou rozsirené o smycky, které umoznuji vystupum
z neuronu ve skryté vrstvé byt opét vstupem do neuront ve stejné vrstvé
nebo i predchozi (Sazli, 2006).

(a) Recurrent Neural Network (b) Feed-Forward Neural Network

Obrézek 2.2: (a) Rekurentni neuronova sit’, (b) Dopredna
neuronova sit’ (Eliasy a Przychodzen, 2020)

2.1 Rekurentni neuronova sit’

Rekurentni neuronové sité jsou obohaceny o koncept paméti, tim Ze si
kazdy neuron v siti uchovava vnitini stav, ktery preddva informace
z predchoziho vypoctu do nésledujiciho. Tato smycka tvori hlavni roz-
dil mezi klasickymi neuronovymi sitémi a rekurentnimi sitémi. Smycka
umoznuje predavani informaci v rdmci vrstvy, to znamen4, ze vrstva po-

v 7 7 O . 7 . - v 7 7 e
uziva svuj vystup jako vstup, na rozdil od doprednych neuronovych siti,
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v nichz se informace predavaji pouze mezi vrstvami. Vyhodou téchto siti
je moznost prijimat sekvencni data a rozpoznavat souvislost v datech
diky jejich kratkodobé paméti. Nevyhodou pak muze byt vanishing gra-
dient problem, jelikoz hodnoty pouzivané pro Gpravu vah se v prubéhu
backpropagation algoritmu stavaji velmi malymi. Nasledné nasobeni vah
gradientem, ktery se blizi nule, zabranuje siti ucit se nové vahy. Tento
problém vede k tomu, Ze rekurentni neuronové sité zapominaji, co vidély
v delSich sekvencich (Dancker, 2022).

Tyto sité lze aplikovat na Sirokou Skalu uloh avSak nejcastéji jsou vy-
uzivany pro zpracovavani prirozeného jazyka a rozpoznavani reci. Po-
drobnéjsi popis rekurentnich neuronovych siti 1ze nalézt v rigorézni praci
Ing. Martina Bulina, MSc. On Using Multi-Agent Technologies to Build
Neural Networks (Bulin, 2021).

2.2 Transformer

Neuronova sit’ typu Transformer byla poprvé zminéna v odborném c¢lanku
s nazvem ”"Attention Is All You Need” v roce 2017 (Vaswani et al., 2017).
Novinkou bylo vyuziti enkodér-dekodér architektury zalozené na tak-
zvaném Attetion mechanismu. Dal$i z podstatnych rozdili oproti jinym
architekturdm je moznost predavani vstupni sekvence paralelné, diky
cemuz je mozno efektivnéji vyuzit grafickou kartu a zvysit tak rychlost
trénovani modelu. V nasledujicich bodech jsou shrnuty problémy, se kte-
rymi se potykaji rekurentni neuronové sité a jakym zplisobem tyto pro-
blémy resi Transformer (Sarkar, 2022).

* Rekurentni neuronové sité se potykaji s problémem zohlednovat
dlouhodobé zavislosti v dlouhych textovych dokumentech, coz mize
ovliviiovat kvalitu vysledku. Architektura Transformer vyuziva jiz
zminény Attention mechanismus, diky kterému lze vytvaret spojeni
mezi jakymikoliv ¢astmi sekvence a tak maji dlouhodobé zavislosti
stejnou prioritu jako kratkodobé zavislosti.

* RNN sité se potykaji s problémem gradient vanishing nebo gradi-
ent explosion. Transformer sité se s timto problémem potykaji mi-
nimdalné az zanedbatelné, jelikoz v Transfomer sitich je trénovana
celd sekvence souCasné a na zakladé toho je priddno pouze par
vrstev, coZ zajiSt'uje, ze se problém gradient vanishing nebo explo-
sion vyskytuje pouze zridka.

* RNN site vyzaduji delsi kroky trénovani pro dosazeni lokalniho nebo
globalniho minima. RNN sit’ 1ze vizualizovat jako velmi hlubokou
rozvinutou sit’, jejiz velikost zavisi na délce sekvence, a tak vznika
velky pocet parametru, kde vétSina z nich je vzdjemné propojena.
Z toho vyplyva, Ze optimalizace vyzaduje dlouhou dobu trénovani
a velké mnozstvi kroku. V porovnani s Transformer siti vyzaduji
vice kroku k trénovani.
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* RNN sité neumoznuji paralelni vypocty, ackoli grafické karty para-
lelni vypoc¢ty umoznuji. Vypocet v RNN sitich probiha sekvencné,
tudiz ho nelze paralelizovat.

Architektura

Stejné jako v drive vyuZivanych architekturach, které resily sequence-
to-sequence ulohy, i tato pouziva strukturu enkodér-dekodér. V tomto
pripadé enkodér mapuje sekvenci vstupnich symbold x = (x1, ..., x,) na
sekvenci z = (z1, ..., 2,). Z dané sekvence z dekodér vygeneruje vystupni
sekvenciy = (y1, ..., yn) symbold. Model v kazdém kroku vyuziva jiz vy-
generované symboly jako dalsi vstupy pri generovani textu. Hlavnim za-
kladnim blokem architektury Transformer je blok zaloZeny na Attention
mechanismu, dale je architektura doplnéna o plné propojené dopiedné
vrstvy (Vaswani et al., 2017).

Qutput
Probabilities

-
Add & Norm

Feed
Forward

| Add & Norm I:

4 1
Add & Norm Multi-Head

Feed Attention

Forward y ) Nx
| Add & Norm z
Nx I

~

f-)l Add & Norm | Masked
Multi-Head Multi-Head
Attention Attention
1t 1
\_ J \_ — )
Positional Positional
Encod ¥ e -
ncoding Encoding
Input Output
Embedding Embedding
Inputs Outputs
(shifted right)

Obréazek 2.3: Pivodni Transformer architektura (Vaswani
et al., 2017)

Enkodér

V obecném vyznamu je enkodovani prevadeéni dat do urcitého formatu.
V ulohach automatického zpracovavani jazyka to znamend, Ze enkodér
zajist'uje prevedeni textu do ¢iselného vektoru.
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Enkodér v ptivodni Transformer architekture (Obrazek 2.3), se sklada
ze Sesti identickych vrstev. Kazda z vrstev ma jesté své vlastni dvé pod-
vrstvy. Prvni vrstva obsahuje multi-head self-attention mechanismus
(blize popsan v Sekci 2.2) a druha vrstva je plné propojena dopredna
neuronova sit’. Kolem kazdé ze dvou dil¢ich vrstev jsou pouzita dve rezi-
dudlni spojeni, ktera poskytuji cestu pro data, coz umoznuje dosazeni po-
sledni ¢asti neuronové sité preskocenim nékterych vrstev (Wong, 2021).
Tato spojeni jsou nésledovana normaliza¢ni vrstvou. Vystup kazdé pod-
vrstvy je normalizovan

Lazyer Norm(x + Sublayer(z)) (2.3)

, kde Sublayer(x) je funkce implementovand samotnou podvrstvou. Ves-
keré podvrstvy maji pevné danou velikost vystupu a to o dimenzi
Amodelw = 912(Vaswani et al., 2017).

Dopfedna
neuronova sit's
Dopfedna rezidualnim
neuronova sit propojenim
vstup vstup

|
vystup °

vystup

Obrazek 2.4: Rezidudlni propojeni

Dekodér

Dekodovani obecné znamena zpétné prevadeni kédované zpravy do sro-
zumitelného jazyka. V tlohdch automatického zpracovani jazyka to ty-
picky znamend, Ze dochdzi k prevedeni ¢iselného vektoru na text.

Stejné jako enkodér se i dekodér v puvodni architekture (Vaswani et al.,
2017) sklada z Sesti identickych vrstev. Navic je k dvéma podvrstvam
pridéna treti podvrstva, ktera provadi multi-head attetion pres zasob-
nik enkdderu. Stejneé jako u enkodéru dochézi k vyuziti rezidudlnich spo-
jeni u kazdé podvrstvy nasledované normalizacni vrstvou (Vaswani et al.,
2017).
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Positional encoding

Positional encoding popisuje umisténi slova v sekvenci. V Transformer
architekture se vyuziva positional encoding schéma, které umoznuje
jedine¢nou reprezentaci umisténi prvku v sekvenci pomoci vektoru.
Vystupem tohoto encodingu je matice, kde jednotlivé radky reprezentuji
enkodované tokeny vstupni sekvence spolu s informaci o pozici. Timto
zpusobem je nahrazena drive pouzivana zdkladni metoda indexovéani slov.
Existuje nékolik divodu, pro¢ se nepouzivd pouze index pozice v sek-
venci, pro reprezentaci samotné pozice. Napriklad v dlouhych sekven-
cich mohou indexy nabyvat velkych hodnot. Jedno z moznych reseni je
normalizace, kdy jsou indexy mapovany mezi nulu a jednicku, avSak na-
stava problém u sekvenci s promeénlivou délkou, jelikoZ by byly normali-
zovany odliSné (Saeed, 2023).

Index

Sekvence Matice pozi¢niho enkédovani
tokenu
I » 0 »  Poo Po1 Pod
am > 1 » P P11 P14
a » 2 » P2 P21 P2g
Robot > 3 > P3O P31 P3d

Matice pozi¢niho enkdédovani pro sekvenci 'l am a robot'

Obrézek 2.5: Positional encoding (Saeed, 2023)

Uvazujeme positional encoding v architekture Transformer. Predpoklé-
dédme, Zze mame sekvenci o délce L a potiebujeme urcit pozici k — tého
tokenu v sekvenci. Vypocet vypada néasledovné:

P(k,2i) = sin < k; ) (2.4)
nd
. k
P(k,2i+ 1) = cos < 2i> (2.5)
nd

, kde k je pozice tokenu v sekvenci, d je velikost vystupniho prostoru,
n je skaldr definovany uzivatelem (v puvodnim Clanku (Vaswani et al.,
2017) autori pouzili hodnotu 10000). Hodnota 7 se pouziva pro mapovani
sloupce (Saeed, 2023).
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Index Matice pozi¢niho enkddovani,
tokenu kde d=4, n=100
Sekvence k i=0 i=0 i=1 i=1
| N 0 Poo=sin(0) | Pgq=cos(0) | Pgp=sin(0) [ Ppz=cos(0)
d =0 =1 =0 =
am o 1 P4g=sin(1/1) | P44=cos(1/1) | P15=sin(1/10) |P,3=cos(1/10)
” =0.84 =0.54 =0.10 =1.0
a o 2 Pog=sin(2/1) |Py4=cos(2/1) | Py,=sin(2/10) |Py3=cos(2/10)
” =0.91 =-0.42 =0.20 =0.98
Robot > 3 P3p=sin(3/1) |P34=cos(3/1) | P35,=sin(3/10) | P33=sin(3/10)
=0.14 =-0.99 =0.30 =0.96

Matice pozi¢niho enkddovani pro sekvenci 'l am a robot'

Obrézek 2.6: Positional encoding pouzivany v Transfor-
mer architekture (Saeed, 2023)

Attention mechanismus

V ¢lanku (Bahdanau, Cho a Bengio, 2016), ve kterém byl Attention me-
chanismus predstaven v kontextu s prekladem, pouzili autoti pro ukazku
nésledujici véty:

¢ EN: The agreement on the European Economic Area was signed in
August 1992.

e FR: L'accord sur la zone économique européenne a été signé en
aolt 1992.

Cilem je preloZit prvni uvedenou vétu do jeji ekvivalentni formy ve fran-
couzském jazyce. Postup, kdy dochazi k postupnému prekladani kazdého
slova, nebude fungovat z mnoha dtivodu. Prikladem je jiné poradi slov ve
vete.

* EN: European Economic Area

¢ FR: la zone économique européenne

Tyto problémy tresi pravé Attention mechanismus, ktery umoznuje tex-
tovému modelu zvazovat kontextové zavislosti jednotlivych slov ve véte
pri rozhodovani o tom, jak provést spravny preklad (Markowitz, 2021).
V jiz zminéném clanku (Bahdanau, Cho a Bengio, 2016) autori pouzi-
vaji pro vizualizaci Graf 2.7, kde osa = odpovida slovim ze zdrojové véty
a osa y vygenerovanému piekladu. Jednotliva pole zobrazuji miru zavis-
losti 7 — tého zdrojového slova a ¢ — tého generovaného slova (svétlejsi
barva znaci vétsi zavislost).
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Obrazek 2.7: Uvazovani spojitosti pri prekladu (Bahda-
nau, Cho a Bengio, 2016)

V ¢lanku (Bahdanau, Cho a Bengio, 2016) byl Attention mechanismus po-
uzivéan spolu s rekurentnimi neuronovymi sitémi. Inovaci ¢lanku (Vaswani
et al., 2017), ve kterém byla predstavena Transformer architektura, bylo
oprosténi od rekurentnich neuronovych siti a pravé proto se ¢lanek jme-
nuje ”Attention is all you need”.

Self-attention

Self-attention mechanismus je specidlni typ zdkladniho Attention mecha-
nismu. Zatimco klasicky Attention spojuje vstupni a vystupni sekvenci,
self-attention se zameéruje pouze na jednu sekvenci. Tato vlastnost umoz-
niuje modelu 1épe porozumét vztahum mezi jednotlivymi slovy v dané sek-
venci, a tak je model schopny lépe pochopit kontextové zavislosti. Diky
tomuto mechanismu dochdzi ke zlepsSeni vysledku predevsim v tlohach
zpracovani prirozeného jazyka (Dongen, 2022).

Jako priklad budeme uvaZzovat nasledujici véty:
* Koruna je rozvétvend cast drevin.
» Ceské koruna je oficidlni ména.

Self-attention mechanismus umozni modelu rozpoznat rozdil mezi ”"ceska
koruna” a “koruna stromu” v zavislosti na kontextu.

V c¢lanku ”Attention is all you need” (Vaswani et al.,, 2017) byl tento
mechanismus autory prezentovan jako ”"Scaled Dot-Product Attention”,
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kde jako vstup x uvazovali embedding vektor, ktery je nasledné prendaso-
ben vahovymi maticemi Wq, Wg, Wy, jenz jsou ziskany pri trénovacim
procesu. Vysledkem tohoto soucinu jsou query matice (), key matice K
a value matice V (Dongen, 2022), (Vaswani et al., 2017). Attention funkce
je definovana néasledovné:

Attention(Q, K, V') = softmax <QKT> Vv (2.6)
C Vi '

MatMul

Mask (opt.)

MatMul

Q KV

Obrézek 2.8: Scaled dot product attention (Vaswani et al.,
2017)

Multi-head self-attention

V Transformer architektute je vyuzivan takzvany multi-head self-attention
modul, ktery se sklada z tzv. Attention heads. Modul umoznuje pocitat

vice Attention mechanismu paralelné. Opét uvazujeme query matici Q,

key matici K a value matici V.V tomto pripade je téchto matic n a kazda

z nich je nasledné samostatné vlozena do jednotlivych Attention heads.

Veskeré vypocty jsou na zaver spojeny a transformovany do finalni hod-

noty (Doshi, 2021)

MultiHead(Q, K, V) = Concat(heady, ..., heady,)W©° (2.7)

kde head; = Attention(QWS, KWK vwY) (2.8)

, kde matice W<, WX, WY, WO obsahuji naugitelné parametry. V &lanku
(Vaswani et al., 2017) autori uvazuji osm paralelnich Attention vrstev,
kde kazdéa z nich mé snizenou dimenzi, a tak je celkova vypocetni naroc-
nost stejna jako u single-head Attention mechanismu s plnou dimenzi.
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Obréazek 2.9: Multi-head self-attention (Vaswani et al.,
2017)

Nejpouzivanéjsi Transformer architektury

V soucasné dobeé jsou nejpouzivananegjsi nasledujici Transformer archi-
tektury:

» T5 (Sekce 2.2.1) - Tato architektura kombinuje tlohy porozumeéni
prirozenému jazyku a generovani prirozeného jazyka prevedenim
na text-to-text tlohy. Model je predtrénovan na datasetu C4, ktery
byl vytvoren za ucelem trénovani T5.

* GPT (Sekce 2.2.2) - Architektura GPT je postavena na Transformer
dekodéru. Predtrénovani bylo provedeno pomoci predikce slova na
zékladé predchozich. Model dosahl skvélych vysledku v tlohach
jako je napriklad Klasifikace.

¢ BERT (Sekce 2.2.3) - Tato architektura je zaloZena na Transformer
enkodéru. Predtrénovani bylo provedeno pomoci tiloh Masked Lan-
guage Modelling a Next Sentence Prediction.

2.2.1 TS5

Architektura T5 - Text-to-Text Transfer Transformer (Raffel et al., 2020)
je verze puvodni architektury pro ulohy s textovym vstupem i vystupem.
T5 je zaloZeny na transfer learningu, to znamend, Ze model je predtréno-
van na obrovskych datech a nasledneé je dotrénovan na specifickych da-
tech pro feSenou ulohu. V ¢lanku, ve kterém byl Transformer T5 poprvé
zminén, autori predstavuji dataset C4 (Colossal Clean Crawled Corpus),
jenz pouzili pro natrénovani samotného modelu. Diky tomuto datasetu
doséahli obstojnych vysledku v mnoha ulohach jako napiiklad sumarizace
textu, odpovidéni na otazky, klasifikace textu (Raffel et al., 2020).
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[ “translate English to German: That is good."

"Das ist gut.”

"s1x people hospitalized after
a storm in attala county.”

“cola sentence: The
course is jumping well.”

on the grass. sentence2: A rhino

“stsb sentencel: The rhino grazed
is grazing in a field.

“summarize: state authorities
dispatched emergency crews tuesday to
survey the damage after an onslaught

of severe weather in mississippi..”

Obréazek 2.10: Text-to-Text framework (Raffel et al., 2020)

Architektura

Autori puvodniho Clanku (Raffel et al., 2020) se zamérili na tri rizné
varianty architektur vhodnych pro zpracovavani prirozeného jazyka.

* Enkodér-Dekodér
Jedna se o standardni enkodér-dekodér model vyuzivajici fully vi-
sible zpusob v Attention mechanismu v enkodéru. Dekodér vyu-
ziva kauzalniho zpusobu v Attention mechanismu, to znamena, ze
tokeny v sekvenci mohou pristupovat pouze k tokenim, které je
predchézeji.

» Jazykovy model
Jazykovy model se skldda z jedné sady vrstev, kde dochazi opét
k vyuziti kauzalniho zpisobu v Attention mechanismu.

* Prefix jazykovy model
Prefix jazykovy model je velmi podobny obycejnému jazykovému
modelu. Rozdil je takovy, Ze vystupy modelu se budou zamérovat na
konkrétni ¢ast vstupu, jenz obsahuje prefix, ktery muze obsahovat
specifické informace urcujici typ tlohy.

Schémata téchto tri modeld jsou zndzornéna na Obrazku 2.11.
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Obrazek 2.11: Jednotlivé ¢tvereCky v diagramu reprezen-

tuji casti sekvence a cary, které je propojuji, znaci vidi-

telnost v Attention mechanismu. Barvy ¢tverecku znaci

jednotlivé sady vrstev. Tmavé propojujici ¢ary znaci fully-

visible zplsob, zatim co svétlé ¢ary znadi kauzalni zpisob
(Raffel et al., 2020).

Existuje hned nékolik velikosti predtrénovanych modelt T5.

Nézev Pocet parametru
t5-small 60M

t5-base 220M

tb-large 770M

t5-3b 3000M

t5-11b 11000M

Tabulka 2.1: Velikosti predtrénovanych modeld T5

C4 dataset

C4 neboli Colossal Clean Crawled Corpus je dataset pouzity pro pred-
trénovani T5 pro anglicky jazyk. Zakladam tohoto datasetu je Common
Crawl!, ktery obsahuje data shromazd’ovand po dobu del$i nez dvanact
let prochazenim a ukladanim dat z webu. Dataset obsahuje neupravena
data webovych stranek, vytazek metadat a text. Z tohoto duvodu vznikl
dataset C4, protoZe vétSina textu ziskaného z puivodniho datasetu Com-
mon Crawl neni prirozeny jazyk. Majoritni ¢ast datasetu obsahuje text
nepouzitelny pro trénovani a nebo se jedna o Sablony typu menu, chy-
bové hlasky a nebo duplicitni text. Proto musela byt vymyslena strategie,
ktera bude pouzita pro filtraci nevhodnych dat pro trénovani T5 (Raffel
et al., 2020). V nésledujicich bodech jsou popsany jednotlivé ipravy da-
tasetu:

» Doslo k odstranéni radku, které nebyly rddné ukonceny. To zna-
mend, ze nebyl pouzit spravny ukoncovaci interpunkcni znak jako
je tecka, vykricnik, otaznik nebo koncova uvozovka.

Thttps://commoncrawl.org
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* Stranky, na kterych se nachazelo méné nez pét vét byly smazéany
a zachovany byly pouze takové radky, které obsahovaly prinejmen-
$im tri slova.

e Stranky obsahujici jakékoliv slovo ze seznamu sprostych, neslus-
nych, obscénnich slov byly také odstranény.

* Na nékterych strankach dochdazelo k vyskytu samotného kédu a tak
doslo k odstranéni veskerych radku obsahujicich slovo Javascript
a také byly smazany celé stranky, pokud obsahovaly sloZenou za-
vorku, z duvodu jejich vyskytu v mnoha programovacich jazycich.

* Pro odstranéni duplicitnich dat byly z datasetu odstranény vSechny
tri-vétné useky, které se v datasetu vyskytly vice nez jednou.
V tomto pripadé byl ponechan pouze jeden z nich.

e Z dvodu, Ze vétSina uloh, které tvurci resili, vyuzivala anglicky
jazyk, byly vyfiltrovany veskeré stranky, které nebyly klasifikovany
jako anglické.

2.2.2 GPT

GPT neboli Generative Pre-Trained Transformer je architektura vyuzi-
vand pro trénovani jazykovych udloh. GPT architektura je zaloZzena na
strukture Transformer. Prvni zminka o této metodé byla v c¢lanku
“Improving Language Understanding by Generative Pre-Training”
(Radford a Narasimhan, 2018). Koncept GPT je zaloZzen na dvou fazich.
Prvni faze je predtrénovani jazykového modelu na velkém mnozstvi dat
z duvodu nauceni pocate¢nich parametri. Nasledné dojde k dotrénovéani,
kdy jsou parametry prizpusobeny urcité loze pomoci spravné zvolenych
dat.

Architektura

GPT pouziva architekturu Transformer dekodéru na rozdil od architek-
tury BERT (Sekce 2.2.3), kterd vyuziva pouze enkodér. Ziskava tak auto-
regresivni povahu diky dekodéru, protoze k predpovedi dalSiho tokenu
pouziva pouze predchozi tokeny ze sekvence (Jagtap, 2020). Existuje
mnoho velikosti GPT modelu. Pro demonstraci velikosti jsme vybrali tyto
zakladni (ALI, 2023):
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, Pocet , , Max. délka
Nazev o Trénovaci data
parametru sekvence
GPT-1 117M Common Crawl, |, 1),
BookCorpus
Common Crawl,
GPT-2 1500M BookCorpus, 2048
WebText
Common Crawl,
BookCorpus,
PT- 175000M 40
GPT-3 Wikipedia, 96
knihy, ¢lanky, ...
GPT-4 neznamo neznamo neznamo

Tabulka 2.2: Porovnani velikosti GPT modeld

Text Task
Prediction | Classifier

[ 3

Layer Morm
[

*

Feed Forward

[ 3

12x

Layer Norm

-

Masked hMul
Self Attention
i

Text & Position Embed

Obréazek 2.12: Architekturu modelu GPT, ktera se sklada
z dvandcti vrstev Transformer dekodert se 117M para-
metry. Tato architektura byla pouzita autory v c¢lanku
“"Improving Language Understanding by Generative Pre-
Training” (Radford a Narasimhan, 2018)

Predtrénovani bez ucitele

Unsupervised pre-training vyuziva algoritmy strojového uceni k analyze
a shlukovani neanotovanych dat. Tyto algoritmy naleznou skryté souvis-
losti/vzory v datech bez nutnosti lidského zasahu.
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Pro predtrénovani je poskytnut dataset tokend U = uyq, ..., u,. Cilem GPT
modelu je pokusit se maximalizovat nasledujici funkci:

Li(U) = ZlogP(uﬂui_k,...,ui,l;G) (2.9)

, kde k je velikost kontextového okna a P je podminénd pravdépodobnost,
ktera je modelovdna pomoci neuronové sité s parametry 6. Tyto parame-
try jsou trénovany pomoci gradient descent algoritmu. Cilem je maxima-
lizovat pravdépodobnost, Ze se token u; objevi v daném kontextu vzhle-
dem k tokenim  w;_j,...,u;—1. Pomoci nasledujicich rovnic
dojde k vypoctu pravdépodobnosti a Attention:

ho = UW, + W, (2.10)
hy = trans former_block(hi—1Vi € [1,n])) (2.11)
P(u) = softmax(h, W) (2.12)

,kde U = (u_g, ...,u_1) je kontextovy vektor tokend, n je pocet vrstev, W,
je token embedding matice a W), je position embedding matice (Radford
a Narasimhan, 2018), (Jagtap, 2020).

Dotrénovani s ucitelem

Supervised fine-tuning je pristup strojového uceni, jenz je zaloZeny na
pouzivani anotovanych datasetu.

V této casti uvazujeme anotovany dataset C, ve kterém je kazdd instance
sloZzena ze sekvence vstupnich tokent z!, ..., 2™ spolu s tfidou y a nasim
cilem je maximalizovat funkci:

Ly(C) = > logP(ylz',...,a™) (2.13)
(z.y)

, to znamena4, Ze se snazime maximalizovat logaritmickou pravdépodob-
nost tridy y vzhledem k tokenim 1, ..., Z,,.

P(y|zt, ..., 2™) = softmaz(h]"W,) (2.14)

, kde h! je aktivaéni hodnota findlniho bloku, ktera je ziskana diky pre-
dani vstupnich tokend do predtrénovaného modelu a W, jsou parametry
linedrni vystupni vrstvy. Kombinaci funkce L;(C), kterou jsme zminili
u predtrénovani, a funkce Ly(C) dostdvame funkci:

, kde L;(C) je Rovnice 2.9 pouzita pro dataset C' a A\ je vaha, pomoci
které 1ze funkci optimalizovat (Radford a Narasimhan, 2018), (Jagtap,
2020).
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Pokud celé dotrénovani shrneme, muzeme fict, Ze vSe zavisi na vstupu,
ktery musi byt upraven v zavislosti na resené uloze. Obrazek 2.13 zobra-
zuje mozné transformace vstupu dle tlohy.

Classification Start | Text | Extract H—-‘ Transformer H Linear ]
Entailment ‘ Start I Premise | Delim I Hypothesis | Extract ‘dﬂ Transformer H Linear |
‘ Start | Text 1 | Delim | Text 2 | Extract ‘-+[ Transformer
Similarity - +
‘ Start I Text 2 | Delim | Text 1 | Extract ‘ -I Transformer
‘ Start I Context | Delim [ Answer 1 | Extract J*i Transformer H Linear
Multiple Choice ‘ Start | Context | Delim | Answer 2 | Extract ‘_+| Transformer H Linear
‘ Start ‘ Context | Delim [ Answer N l Extract ‘-| Transformer H Linear

Obréazek 2.13: Upravy vstupu pro dotrénovani v zavislosti
na cilové uloze.(Radford a Narasimhan, 2018)

Specifické ulohy

e Textova implikace
U tlohy tohoto typu dojde ke spojeni textu a hypotézy a naslednému
rozdéleni pomoci oddélovaciho tokenu. Autori ¢lanku zvolili token
$ (Radford a Narasimhan, 2018).

e Textova podobnost

Pro ulohy, ve kterych se resi textova podobnost, neexistuje pevné
dané poradi dvou porovnavanych vét. Aby se tato skutec¢nost zo-
hlednila, vstupni sekvence je upravena tak, aby obsahovala obé dve
moznd poradi. Nasledné dojde ke zpracovani obou moznosti neza-
visle na sobé, z duvodu vzniku dvou reprezentaci jedné sekvence,
které jsou pred vstup do linedrni vstupni vrstvy se¢teny po prvcich
(Radford a Narasimhan, 2018).

« Odpovidani na otdzky a uvazovéani pomoci zdravého rozumu?

Pri reseni dloh tohoto typu je potreba kontext, ve kterém se nachazi
moznda odpoved na danou otazku. Déle je dobré mit k dispozici par
moznych odpovédi z daného kontextu. Pokud méme vsSechny tyto
prerekvizity, dojde ke spojeni kontextu z, otdzky ¢ a mnoziny odpo-
védi ai. Mezi jednotlivé moznosti je vlozen rozdélovaci token $. Vy-
sledek vypada takto [z; ¢; $; ax]. VSechny takto vzniklé struktury jsou
vloZeny do Transformer dekodéru nezavisle na sobé. Nésledné jsou
normalizovany pomoci Softmax vrstvy, kde vznikne mozné rozlozeni
vystupu pres mozné odpovédi (Radford a Narasimhan, 2018).

2Common sense reasoning - schopnost uvazovat jako ¢lovék na zékladé zkuSenosti,
znalosti o svété a socidlnich interakci
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2.2.3 BERT

Model typu BERT (Bidirectional Encoder Representations from Transfor-
mers) byl predstaven v ¢lanku "BERT: Pre-training of Deep Bidirectional
Transformers for Language Understanding” (Devlin et al., 2019). BERT
je navrzen k predtrénovani hluboké obousmérné reprezentace z neanoto-
vaného textu spoleCnym podminénim jak levého, tak i pravého kontextu
ve vSech vrstvach. Vysledkem je predtrénovany model, ktery lze dotré-
novat pouze jednou vystupni vrstvou, diky ¢emuz prichdzi moznost na-
trénovat modely pro Siroké vyuZiti, aniz by bylo nutné provadét zdsadni
zmény v architekture. Napriklad 1ze natrénovat modely pro zodpovidani
otazek a jazykové odvozovani.

Architektura

Architektura BERT modelu je zalozena na origindlni implementaci vice-
vrstvého obousmérného Transformeru s tim rozdilem, ze BERT vyuziva
pouze enkodér. BERT lze popsat pomoci po¢tu Transformer bloku L, ve-
likosti skryté vrstvy H a diky poctu self-attention heads A. V puvodnim
clanku byly predstaveny vysledky na dvou velikostech modelu.

* BERTpase(L =12,H =768, A = 12, pocet parametria = 110M)
* BERTARrcE(L =24, H = 1024, A = 16, pocet parametri = 340M )

Velikost modelu BERT g 45k byla zvolena tak, aby byla ekvivalentni s ve-
likosti modelu GPT od OpenAl pro srovnavaci ucely. Rozdil mezi nimi je
takovy, ze BERT Transformer pouzivd obousmérny self-attention mecha-
nismus, zatimco GPT Transformer vyuzivd omezeny self-attention, kde
kazdy token muze pristupovat pouze ke kontextu na levé strané (Devlin
et al., 2019).

Vstupni data

Aby BERT dokazal fesit rizné typy tloh, je nutné pripravit vstupni data.
V tomto modelu je vyuzivan WordPiece algoritmus pro segmentaci slov
se slovnikem o velikosti 30K tokenu. Wordpiece algoritmus je metoda pro
tokenizaci textu na mensi jednotky, které se nazyvaji subwordy (Y. Wu et
al.,, 2016). Prvnim tokenem kazdé sekvence je specialni klasifika¢ni to-
ken [CLS]. Konecny skryty stav odpovidajici tomuto tokenu se pouzije
jako souhrnnd reprezentace sekvence pro klasifikaci. Dvojice vét jsou
sjednoceny do jedné sekvence. Véty jsou nésledné v sekvenci rozliso-
vany dvéma zpusoby. Prvni zpusobem je pouziti specidlniho token [SEP],
ktery véty rozdéluje. Druhy zpusob oznaci kazdy token ve vété Stitkem,
ktery nam rika, do jaké veéty token patri. Na zavér jsou tokeny ocislovany
indexy, které stanovuji pozice tokenu v sekvenci (Devlin et al., 2019).
Tento postup mizeme snadno shrnout do tii bodu (Horev, 2018):

* Dojde ke vlozeni [CLS] tokenu na zacatek sekvence a [SEP] token
je vlozen mezi jednotlivé véty.



Kapitola 2. Neuronové sité pro zpracovani jazyka 21

» Pri mapovani véty jsou pouzity stitky urcujici, do které véty patri
jednotlivé tokeny.

» Kazdy token je oznacCen Cislem, jenZ stanovuje pozici tokenu v sek-
venci.

Na zaver dojde k sjednoceni téchto tfi zminénych tprav. Vysledek je po-
uzit jako vstup pro BERT model.

[MASK]

[MASK]
Input [CLS) my dog is cute [SEP] he [ likes W[ play 1 ( ##ing ] ( [SEP] 1

;cr::(::ddings ‘ EICLS} Emy H Esig E‘s Ecute E[ssp] ‘ Ehe ‘ Eunsn Ep\ay ‘ E~=mg ’ E[SEP]
+ + + + + + + + b + +
-y | | | [ [ [ [ 0T I I
Transformer + * * * l * * * * h *
Positional | Eo | ‘ E1 I | E2 ‘ ’ E3 | \ E4 ‘ | ES H E6 ‘ ‘ E7 l | EB l ‘ E9 | ’ E10 l

Embedding

Obrazek 2.14: Vstupni data pro model BERT (Devlin et
al., 2019)

Predtrénovani modelu

Model je predtrénovan pomoci dvou nerizenych uloh. Jednou z uloh je
Masked Language Modeling (MLM), to znamend, ze dojde k nahrazeni
urc¢itého procenta vstupnich tokenti maskou [MASK] a nésledné dochézi
ke zpétné predikci téchto tokend na zédkladé kontextu ostatnich tokenu
ve vété. Tato metoda umoznuje ziskat predtrénovany model, ale dochdazi
k nesrovnalostem mezi predtrénovanim a dotrénovanim, protoze [MASK]
token neni pouzivan pri dotrénovani. Aby se tento problém zmirnil, ne
vzdy jsou tokeny, které maji byt maskovany, prepsany tokenem [MASK].
Generator trénovacich dat ndhodné vybere 15% tokend pro predikci.
Z téchto tokenu je 80% nahrazeno tokenem [MASK], 10% je nahrazeno
jinym ndhodnym tokenem a u 10% nedojde ke zméné.

Druh& tdloha predikuje navaznost vét z duvodu pochopeni vztahd mezi
jednotlivymi vétami, protoze mnoho uloh, jako napriklad odpovidani na
otazky, nebo generovani textu, je postaveno pravé na tomto kontextu.
Pro predtrénovani jsou data vybrana tak, Zze 50% dvojic na sebe nava-
zuje a zbylych 50% je zvoleno tak, Ze druhda véta do dvojice je vybrana
nédhodné z veskerych dat. V puvodnim ¢lanku je uvedeno, Ze finalni mo-
del nadvaznosti dosahuje presnosti 97-98%.

Data pouzita pro predtrénovani jsou ziskdna z datasetu BooksCorpus,
ktery obsahuje 800M slov. Déle je vyuzita anglickd wikipedia, ze které
jsou vytazeny pouze textové odstavce, tzn. jsou vynechané tabulky, nad-
pisy a podobné struktury. Po této Upraveé wikipedie poskytne okolo 2500M
slov (Devlin et al., 2019).
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Dotrénovani modelu

Model mize byt pouzit na rozsahlou $kalu dloh zalozenych na praci
s jazykem. Vétsina tuloh je resena tak, ze je pridana pouze jedna vrstva.
Pro klasifika¢ni ulohy je pridana klasifika¢ni vrstva na vystup transfor-
meru. V uloze odpovidani na otdzky model dostane text, ve kterém lze
najit odpovéd’ na danou otazku. Ukolem je vyznadit v sekvenci odpovéd’.
Tento model mize byt natrénovan pomoci nauceni dvou dal$ich vektoru,
které oznali zaCatek a konec odpovédi. Pri dotrénovacim procesu zu-
stava vétsSina parametru modelu stejnych jako pri predtrénovani (Horeyv,
2018). Dotrénovani je relativné nenarocné v porovnani s predtrénova-
nim. Veskeré pokusy provadéné v puvodnim c¢lanku (Devlin et al., 2019)
trvaly maximalné jednu hodinu dotrénovani na TPU nebo par hodin na
GPU.

2.3 Automaticky preklad

Pro pieklad jsme pouZili Python knihovnu deep-translator?, kterou jsme
vybrali z divodu moznosti vybéru z vice frameworku od ruznych poskyto-
vatellu. Veskeré frameworky jsme otestovali a pro nasi praci jsme vybrali
Google preklada¢ a MyMemory prekladac. Velkym plusem téchto prekla-
dacu je jejich bezplatné neomezené pouzivani. Jediné omezeni je, Ze lze
prekladat text o maximalni délce 5K znakd.

2.3.1 Algoritmus prekladu

Pro usnadnéni prekladu velkého mnozstvi dat byl vytvoren algoritmus,
ktery na vstupu vyzaduje soubor s piiponou .tsv, ve kterém jsou data ulo-
Zzena do sloupcu. Pred spus$ténim musime urcit poradové c¢islo sloupce
obsahujiciho text. Dale zvolime jazyk vstupniho textu a jazyk, do kte-
rého chceme text prelozit. Poslednim parametrem je usporadéni sloupct
do vystupniho souboru. Po spusténi algoritmu dojde k nacteni souboru,
ze kterého jsou data Ctena po radcich. Pomoci NLTK tokenizeru (Bird
a Klein, 2009) dojde k rozdéleni textu na jednotlivé véty z duvodu moz-
nosti vyskytu dlouhych promluv presahujicich 5000 znakt. Nasledné jsou
véty jednotlivé prekladany pomoci Google prekladace. V pripadé, ze pri
prekladu dojde k chybé (nejcastéji nastane chyba TranslationNotFound,
ktera rika, ze text nelze prelozit), pouZije se preklada¢c MyMemory. Pokud
i pomoci tohoto prekladace z néjakého duvodu neni proveden preklad,
promluva je preskocena a dochézi k prekladu dalsi promluvy. Jakmile
je prelozena celd promluva, ulozi se do python listu. Ve chvili, kdy list
presahuje predem dany pocet elementd, data jsou uloZzena do souboru
s priponou .tsv a list se vyprazdni. Tato funkce je dobra z divodu pru-
bézného ukladani, tudiz se v pripadé problému vyhneme ztraté veske-
rych dosavadné preloZzenych dat a zaroven zabranujeme preteCeni pa-
méti

3https://pypi.org/project/deep-translator/
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v zarizeni, na kterém preklad probiha. V néasledujicim diagramu je po-
pséan algoritmus pro prehlednost (Obrazek 2.15).

Anglicka promluva l

Rozdéleni textu na Promluva neni
jednotlivé véty prelozena

Jednotlivé véty Nelze prelozit

Nelze prelozit

Google prekladac MyMemory preklada¢

Lze prelozit Lze prelozit

Prelozené véty <«

Pokud jsou prelozeny
vesSkeré véty z promluvy
|

Ceska promluva <

Obrazek 2.15: Algoritmus prekladu je znazornén pro

jednu promluvu. V nasem piipadé dochéazi k opakovani

vyobrazeného algoritmu, dokud nejsou pouzity vSechny
promluvy ze vstupniho souboru.

2.4 Augmentace dat

Augmentace je vyuzivana k ziskani novych dat pomoci uprav jiz existuji-
cich dat. Existuje mnoho zpusobi, jak k augmentaci pristupovat a kterou
zvolit. Vzdy zdalezi na dané uloze, kterou reSime, a na datech, které mame
k dispozici. Pro nasi ulohu jsme vybrali dva zpusoby augmentace, pomoci
kterych byl rozsiren nas puvodni dataset (vice v Kapitole 4).

2.4.1 Augmentace pomoci synonym

Augmentace pomoci synonym je zaloZzena na Transformer modelu
RoBERTa vefejné dostupného na strance Huggingface *. Tento model
je predtrénovan na velkém mnozZstvi neanotovanych dat pomoci metody
masked language modeling (MLM) jiz zminéné v Sekci 2.2.3. Samotny
model je popsan v ¢lanku "RoBERTa: A Robustly Optimized BERT Pre-
training Approach” (Liu et al., 2019). Vstupem pro predikci je text, ve
kterém nahradime jedno ze slov maskovacim tokenem na zakladé kte-
rého je predikovano slovo na vystupu. Vystupem jsou pak slova, kterymi

4https://huggingface.co/distilroberta-base
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1ze nahradit maskovaci token. Spolu se slovy dostdvame také skére na
zdkladé kterého muzeme usoudit, zda se slovo do dané véty hodi. Ne-
vhodna slova muzeme poznat podle velkého rozdilu v hodnotach.

See you <mask>.

distilroberta-base

i

See you soon. --- Confidence: 37%
See you tomorrow. --- Confidence: 23%
See you again. --- Confidence: 4%

Obréazek 2.16: Augmentace pomoci synonym

V ukéazce na Obrazku 2.16 bychom touto metodou augmentace vygenero-
vali dva nové vzorky ”See you soon.” a ”See you tomorrow.”. Treti vzorek
”See you again.” by mohl byt pomoci prahu vyfiltrovan.

2.4.2 Augmentace pomoci prekladu

Augmentace pomoci prekladu je metoda, kterd se pouziva pro ziskani
novych dat pomoci preklddani jednotlivych sekvenci. Tento postup spo-
¢iva v prelozeni vstupni sekvence do jiného jazyka a nasledném ptelozeni
zpét do puvodniho jazyka. Diky tomuto postupu je mozno ziskat text s po-
dobnym vyznamem, ale jinak formulovany. AvSak je nutno pocitat s pro-
blémy, které mohou nastat, jako napriklad chyby v prekladu nebo zména
sémantického vyznamu.

Spanish
Original text translation Augmented

Y

No, thank you. No gracias. » No, thanks.

Obrézek 2.17: Augmentace pomoci prekladu
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Kapitola 3

Data

3.1 Dialogové datasety

V na$i préci jsme vyuzili celkem osm datasetl, které obsahuji dialogy.
Klicovym prvkem pro vybér dataseti byly typy anotaci, jezZ jsme mohli
vyuzit pro nami zvolené ulohy. Dilezité byly informace o zméné rec¢nika
v dialogu a o misté prechodu z jednoho dialogu na druhy. Dalsi poskyt-
nuté anotace k jednotlivym promluvam, které jsme byli schopni vyuzit
jsou napriklad idaje o emoci a sentimentu pii promluvé. Pro zjednodu-
Seni prace bylo dilezité sjednotit format vSech datasetl, proto jsme vy-
filtrovali nepotrebné anotace a prevedli jsme data do formatu TSV. Na
zaveér doslo k prekladu veskerych promluv z anglického jazyka do ces-
kého jazyka.

3.1.1 Commonsense-Dialogues Dataset (d01)

Commonsense-Dialogues Dataset (Zhou et al., 2021) se sklada z 11 220
dialogti, které v souctu obsahuji 26 424 promluv. Dataset je zalozeny na
socialnich kontextech, které byly ziskdny ze souboru SociallQA (Sap et
al., 2019). Jedna se o meéritko rozumového uvazovani zalozeného na vice
moznostech vybéru otdzek a odpoveédi. V zavislosti na téchto kontextech
byly napsany dialogy o ¢tyfech az Sesti promluvach mezi dvéma osobami.
V datasetu je u kazdého dialogu poznamendan kontext, na zdkladé kterého
byl psén a hlavni recnik.

"7 {
"context": "Kai climbed to the top of the mountain.
It took a long time and a lot of effort.",
"speaker": "Kai",
"turns": [

"T am to the top of the mountain.",
"You finally did it.",

"It took hours to get here.",

"And a lot of effort, I bet.",
"Yeah with a lot of effort.",
"That’'s so good, happy for you."




Kapitola 3. Data 26

Zpracovany forméat dat pro integraci do findlniho dialogového korpusu je
ilustrovan v Tabulce 3.1.

dial v v,
en text cs text recnik
ID
Bylj tak nast y, Z
I got so mad, I couldn’t Y :]SGITI ax nastvany, z¢
1 .. uZ jsem to nemohl udr- | A
contain it anymore. .
zet.
1 Did you huff off? Nadechl ses?
1 I did, I flared up into Udélal jsem, vzplanul A
anger. jsem vztekem.

Tabulka 3.1: Vygenerovany (.tsv) format dialogovych dat
z datasetu Commonsense-dialogues

3.1.2 AnnoMI (d02)

AnnoMI (Z. Wu et al., 2022) je dataset obsahujici 133 dialogli mezi te-
rapeutem a jeho klientem. Rozhovory byly natoceny a profesionaly zpra-
covany do textové podoby. Ke kazdé promluvé je prirazeno ID dialogu
a samotné véty. Dale je ke kazdému dialogu poskytnuta adresa, na které
se nachdzi video z terapie. Samotné promluvy jsou dale anotovany cho-
vanim terapeuta a klienta, probiranym tématem a Casem, kdy byla pro-
mluva feCena v nahravce.

Zpracovany format dat pro integraci do findlniho dialogového korpusu je
ilustrovan v Tabulce 3.2.

dial | ., . , chovani chovani
recnik en text . cs text
ID terapeuta klienta
It’s been Uz je to
4 therapist . other n/a V,J e
a while. neéjaky cas.
Yeah, Jo, uz je to
4 client it's been | n/a neutral .. J .
i nejaky cas.
a while.
This is To je néco
4 therapist | something| reflection n/a J ,
new nového.

Tabulka 3.2: Vygenerovany (.tsv) format dialogovych dat
z datasetu AnnoMI

Puvodni formét datasetu je témér identicky jako vygenerovany (.tsv) sou-
bor. Jediny rozdil je ten, Ze jsme z datasetu odebrali informace o na-
hrévce terapie.
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3.1.3 DailyTalk (d03)

Tento dataset byl predstaven v (Lee, Park a Kim, 2022) jako kvalitni re-
covy dataset zalozeny na dialozich pro Text-to-Speech tlohy. Jako zdklad
byl zvolen dataset DailyDialog (Li et al., 2017), ze kterého byly vybrany
dialogy a néasledné zaznamendny. Pro vybér dialogu autori zvolili dvé za-
kladni kritéria:

* Vybrané dialogy se skladaji z vice nez péti promluv, protoze z krat-
kych dialogu nemusi byt jasny kontext.

* Doslo k dUpravé postav vystupujicich v dialozich. Byly vybrany né-
které dialogy, ve kterych vystupovali dva recnici stejného pohlavi.
V téchto dialozich doSlo ke zméné jednoho rec¢nika na opacné po-
hlavi.

Celkem se v datasetu nachdazi 23772 promluv, které tvori 2541 dialogu.
Kazda promluva je anotovana emoci, druhem véty.

"0": {

"0": {
"index": "0-0",
"turn": 12,
"topic": 1,
"emotion": "no emotion",
"act": "question",
"speaker": 1,
"text": "What are you working on?",
"dialog_idx": 0O,
"utterance_idx": 0

}

"1": {

}

Zpracovany forméat dat pro integraci do findlniho dialogového korpusu je
ilustrovan v Tabulce 3.3.

dial N v v .
D druh véty emoce en text cs text recnik
OK. T will
OK. Bud
7-6 commissive | no emotion | be uau A
tam.
there.
Thank _—
osléor Dekuji za
7-7 commissive | happiness Zalling zavolani. B
' Ahoj.
Goodbye. )
7-8 inform happiness Bye. Sbohem. A

Tabulka 3.3: Vygenerovany (.tsv) format dialogovych dat
z datasetu DailyTalk



Kapitola 3. Data 28

3.1.4 MELD (d04)

Multimodal EmotionLines Dataset (Poria et al., 2019) obsahuje 1433 di-
alogu ze seridlu Friends, které se skladaji z 13711 promluv. VeSkeré
promluvy jsou anotovany druhem emoce, sentimentu a jménem recnika.
Daéle jsou k dispozici casové udaje umisténi promluvy v nahrdvce a in-
formace o sérii a dilu, kde se promluva nachdzi. Tento dataset se 1iSi od
ostatnich tim, Ze se v jednotlivych dialozich muze vyskytovat vice rec-
nikid. Dataset je ve formatu .csv (comma-separated values).

en text ‘ recnik ‘ emoce ‘ sentiment ‘ série ‘ epizoda ‘ ‘
Hey! Phoebe | joy positive 6 4
Hey-Hey-
szl ey Joey joy positive 6 4
Wh
at a.re Chandler| neutral | neutral 6 4
you doing?

Tabulka 3.4: Format ptvodnich dat datasetu MELD

Zpracovany format dat pro integraci do findlniho dialogového korpusu je
ilustrovan v Tabulce 3.5.

en text rec¢nik emoce sentiment dial ID | cs text

I know. Rachel neutral neutral 25 Vim.

Oow!! Rachel anger negative 25 Ou!!

Oh god! | Monica | surprise | negative 25 Pane boze!

© 0 N O U W N
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Tabulka 3.5: Vygenerovany (.tsv) format dialogovych dat
z datasetu MELD

3.1.5 SGD (d05)

The Schema-Guided Dialogue (SGD) dataset obsahuje 22825 dialogu mezi
Clovékem a virtudlnim asistentem. Celkem dostavame 463256 promluv.
Jednotlivé konverzace jsou o ruznych tématech jako je napriklad cesto-
vani, pocasi, kalendari. Dataset obsahuje Sirokou $kalu anotaci, které se
daji vyuzit v mnoha odveétvich.

"88": {
"dialog_id":
"services": [
"0": "Buses_3"
1,
"turns": [
"2": {
"frames":
"speaker":
"utterance":

"4_00088",

(1,
IIUSERII’
"I am leaving San Francisco for Fresno."
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T,

"3": {

"frames": [],
"speaker": "SYSTEM",
"utterance":
}

]

"When would you like to leave?"

Zpracovany forméat dat pro integraci do findlniho dialogového korpusu je
ilustrovan v Tabulce 3.6.

dial ID en text recnik cs text
Wwill I th . o

5 ' reserve you the SYSTEM | Zarezervuji vam dum?
house?

5 Not now, thanks for USER Ted’ ne, dekuji
your help Za pomoc.

5 You are welcome. SYSTEM | Nemas zac.

Tabulka 3.6: Vygenerovany (.tsv) format dialogovych dat
z datasetu SGD

3.1.6 Harry Potter Movies Dataset (d06)

Soudasti tohoto datasetu! je nékolik soubort obsahujici dialogy, postavy,
mista, filmy, kouzla a kapitoly. Pro naSi praci vyuZijeme pouze soubor
s dialogy a s informacemi o postavach, ze kterého jsme schopni pomoci
id rec¢nika, urcit jeho jméno. Dataset celkem obsahuje 7442 promluv
v 234 dialozich.

dial ID chap ID place ID | char ID | dialogue
in!

18 2 8 31 Wa%ie up,' cousin!
We’re going to the zoo!
Oh, here he comes, the

19 2 8 32 ’ ’
birthday boy!

20 2 8 21 Happy birthday, son.

Tabulka 3.7: Format puvodnich dat datasetu Harry Potter

Zpracovany format dat pro integraci do findlniho dialogového korpusu je
ilustrovan v Tabulce 3.8.

Ihttps://'www.kaggle.com/datasets/maricinnamon/harry-potter-movies-dataset
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recnik en text dial ID \ cs text

Probud’ se,
Dudley Wake up, cousin! robu Vse
Dursley We’'re going to the zoo! 2 bratrance!

) Jdeme do zoo!
Petunia Oh, here he comes, the 9 Oh, prichazi
Dursley birthday boy! oslavenec!
Vernon . Vsechno nejlepsi,
H birthday, . 2

Dursley appy birthday, son synu.

Tabulka 3.8: Vygenerovany (.tsv) format dialogovych dat
z datasetu Harry Potter

3.1.7 Simpsons (d07)

Tento dataset? obsahuje 131841 promluv ziskanych ze serialu Simpsons.
Celkem dostavame 17813 dialogu, ve kterych muze vystupovat i vice rec-
nikl. V Tabulce 3.9 muzeme vidét, zZe anotaci se zde vyskytuje minimum,
ale pro nase ucely jsou postacujici, jelikoz jsme podle mezer mezi vétami
schopni rozpoznat zacatek nového dialogu..

] rec¢nik \ en text
John Queen of the Harpies!
Gloria No, I'm not!
John Here’s your crown, your Majesty.

Tabulka 3.9: Format ptivodnich dat datasetu Simpsons

Zpracovany format dat pro integraci do findlniho dialogového korpusu je
ilustrovan v Tabulce 3.10.

] recnik \ en text dial ID cs text
John Queen of the Harpies! | 23 Kréalovna Harpyji!
Gloria No, I'm not! 23 Ne nejsem!
John Here’s ypur crown, 23 Tacvly je . Vvaée koruna,
your Majesty. VasSe velicenstvo.

Tabulka 3.10: Vygenerovany (.tsv) format dialogovych dat
z datasetu Simpsons

3.1.8 The Office (d08)

Jedna se o dataset?® ziskany z prepisu dialogt seridlu The Office do tex-
tové podoby. Dohromady soubor obsahuje 8157 dialogt o celkové 54626

Zhttps://www.kaggle.com/datasets/pierremegret/dialogue-lines-of-the-simpsons
®https://www.kaggle.com/datasets/nasirkhalid24/the-office-us-complete-
dialoguetranscript
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promluvach. Jednotlivé promluvy jsou anotovany recnikem a informa-
cemi o tom, v jakém dilu seridlu se promluva odehréla.

’ série \ epizoda \ nazev \ scéna \ re¢nik en text
1 1 Pilot 3 Pam What?
1 1 Pilot 3 Michael | Any messages?
1 1 Pilot 3 Pam Uh, yeah. Just a fax.

Tabulka 3.11: Format ptivodnich dat datasetu The Office

Zpracovany format dat pro integraci do findlniho dialogového korpusu je
ilustrovén v Tabulce 3.12.

dial ID recnik en text ‘ cs text

3 Pam What? Co?

3 Michael | Any messages? Néjaké zpravy?
3 Pam Uh, yeah. Just a fax. Ano. Jen fax.

Tabulka 3.12: Vygenerovany (.tsv) format dialogovych dat
z datasetu The Office

3.2 Zpracovany dialogovy korpus

Po upravé veskerych datasetd jsme se rozhodli udélat jeden velky zpra-
covany dialogovy korpus. Jedna se o sjednoceni veskerych soubori, kde
jsou veskeré promluvy anotovany identifikacnim Cislem datasetu, iden-
tifikacnim cislem dialogu a v kazdém dialogu jsou ocislované jednotlivé
promluvy tak, aby Slo poznat jejich potadi. Posledni uvedenou informaci
je zména reCnika. Celkové se tak dostavame na 55589 dialogu a 727631
promluv. Struktura datasetu je uvedena v Tabulce 3.13.

ID ID ID v v
i " recnik en text cs text
dataset dial vety
That must To musela
d01 000131 | 24 2 <A> have been .
- byt legrace.
fun.
d01 000132 | 24 3 <B> It sure was. | To jisté byla.
do1 000133 | 24 4 <A> What was Co to bylo za
- the prank? zert?

Tabulka 3.13: Zpracovany dialogovy korpus pro trénovani
konverzacniho modelu
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Kapitola 4

Experimenty a vysledky

4.1 Architektura testovaného modelu

Pro ndas vyzkum jsme pouzili Transformer architekturu T5 bliZe popsanou
v Sekci 2.2.1. Experimenty, ve kterych nebyla pouzita augmentace dat,
jsou provadeény jak v Ceském, tak i anglickém jazyce. V Casti, kde vyuzi-
vame anglicky jazyk, byl pouzit predtrénovany model t5-base.
U experimentl s Ceskym jazykem jsme pouzili model, ktery byl pred-
trénovan pouze na ¢eské ¢asti Common Crawl' datasetu.

4.2 Rozdeleni dat

Veskeré experimenty jsou zaloZeny na zpracovaném dialogovém korpusu,
ktery jsme popisovali v Sekci 3.2. Cilem bylo pomoci Gprav trénovacich
dat natrénovat model, ktery bude fungovat jako chatovaci bot zalozeny
na dialozich z bézného zivota. Jednotlivé ipravy byly zvoleny tak, aby se
neuronova sit’ naucila kontextové zavislosti mezi vétami a byla schopna
rozliSovat rec¢niky a jednotlivé promluvy.

Nejprve jsme cely dataset rozdélili na trénovaci, testovaci a validacni
¢ast v nasledujicim poméru (Tabulka 4.1):

train test val
90% 5% 5%

Tabulka 4.1: Rozdéleni dat

Jednotlivd procenta urcuji pocet dialogu z jednotlivych datasetu, které
jsou obsazeny ve zpracovaném dialogovém korpusu (Sekce 3.2). To zna-
men3, ze napriklad z prvniho datasetu (Sekce 3.1.1), jsme vzali 90% di-
alogu a ulozili jsme je do souboru s trénovacimi daty. Analogicky byly
rozdéleny dialogy i v ostatnich datasetech. PoCet promluv obsazenych
v mnozinach je zavisly na po¢tu obrati v samotnych dialozich (Tabulka
4.2).

Thttps://huggingface.co/fav-kky/FERNET-C5
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train test val
654 952 36 887 35 785

Tabulka 4.2: PoCet promluv v jednotlivych mnozinach da-
tasetu - trénovaci, testovaci, validacni

Duvod, pro¢ jsme dataset nerozdélovali podle promluv, je takovy, Ze jsme
chtéli, aby byly dialogy v celku a nedoslo k jejich rozdéleni. Pri¢inou, proc¢
jsme nerozdélovali dataset jako celek, ale rozdélovali jsme jednotlivé
puvodni datasety, je zohlednéni rizného procentualniho zastoupeni jed-
notlivych datasetd ve zpracovaném dialogovém korpusu. Napiiklad da-
taset MELD (Sekce 3.1.4) obsahuje 1433 dialogl, zatimco dataset SGD
(Sekce 3.1.5) obsahuje 22825 dialogt. Chtéli jsme, aby nasSe tfi mnoziny
dat obsahovaly adekvatni pomér dat z dil¢ich datasetu.

Trénovaci mnozina je jednotna pro vSechny experimenty z divodu pres-
néjsiho porovnani findlnich vysledku. Jedinym rozdilem je finalni pri-
prava dat pro trénovani T5 modelu, kterd se lisi u kazdého experimentu.

4.3 Vyhodnocovaci technika

K vyhodnoceni veskerych experimenti jsme pouzili model sémantické
navaznosti predstaveny v ¢lanku (Svec et al., 2023), ktery je zaloZen na
architekture BERT (Sekce 2.2.3). Cilem tohoto modelu je urcit, zda jedna
véta navazuje sémanticky na druhou.

Pro trénovani modelu byla pouzita sada textovych dat, ze které byly na-
hodné vybirany dvé véty. Tyto véty byly nasledné rozdéleny na Ctyri casti
(1a, 1b, 2a, 2b), kde Cast b navazuje na Cast a. Samotna sit’ je pak tré-
novana tak, aby minimalizovala vzdalenosti mezi pary (dy, do — min),
jenz na sebe sémanticky navazuji, a aby maximalizovala vzdalenosti mezi
pary (ds, d4 — max), které na sebe sémanticky nenavazuji. Interpretace
téchto vzdalenosti je zobrazena na Obrazku 4.1. Vzdalenosti jsou zalo-
zené na kosinové podobnosti. Jako aktivacni funkce byla pouzita Sigmoid
funkce, kterd normalizovala vysledek mezi nulu a jednic¢ku.

\ Left emb. |Right emb |§—d1—»min—=| Left emb. |Right emb.|
LN

BERT dg—max BERT

Sentence 1a Sentence 1b
dg—max

| Left emb. |Right emb |:M—d2—>min—;| Left emb. [Right emb. |

BERT BERT

Sentence 2a Sentence 2b

Obréazek 4.1: Model sémantické navaznosti (Svec et al.,
2023)
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V nasem pripadé testovani provadime tak, Ze pouZzijeme jednotna testo-
vaci data, pro kterd predikujeme odpovédi. Vzdy dojde k predikci tri moz-
nych odpoveédi, ze kterych je jedna ndhodné vybrana. Nasledné pomoci
modelu sémantické ndvaznosti porovname testovaci sekvence s odpovi-
dajicimi vystupy. Z veskerych vysledku v daném experimentu vypocteme
stredni hodnotu a smérodatnou odchylku. Diky témto hodnotdm jsme
schopni porovnat efektivitu jednotlivych uprav v datech.

Vysledné Ciselné hodnoty anglickych modeld nelze porovnavat s hodno-
tami ¢eskych modelu z duvodu rozdilnych dat pouzitych pro natrénovéni
modelu sémantické navaznosti.

4.4 Experimenty

Jak jiz bylo zminéno (Sekce 4.1), experimenty 1-3 byly provedeny jak
pro cCesky, tak i pro anglicky jazyk. Experimenty, ve kterych byla pouzita
augmentace dat, byly provedeny pouze pro anglicky jazyk. Celkem jsme
provedli Sest experimentd shrnutych v nésledujicich bodech.

e E1: bezkontextova varianta
e E2: kontext bez tagu
» E3: kontext s rozdélovacim tagem

* E4: kontext s rozdélovacim tagem, ktery identifikuje recnika (A:Clovék,
B:bot)

» Preklad: data byla augmentovana pomoci pirekladu a nasledné upra-
vena stejné jako v experimentu E4

* Synonyma: data byla augmentovand pomoci synonym a nésledné
upravena stejné jako v experimentu E4

4.4.1 Experiment E1

V tomto experimentu jsme v pripravenych datech nijak neuvazovali kon-
textové spojitosti v ramci dialogu a ani samotné fe¢niky. Z tohoto duvodu
byly pro trénovani vyuzity pouze samotné dialogy, kde vzdy pouZijeme
promluvu jako vstup a nasledujici promluvu v rdmci dialogu jako vystup
(Tabulka 4.3).

’ vstup vystup
I made a new friend today. Where did you meet them?
Where did you meet them? We were in the same section at the
book store.
We were in the same section at the | Oh, so you must have the same in-
book store. terests.

Tabulka 4.3: Pripravend data pro E1 (bezkontextova vari-
anta)
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Pomoci takto upravenych dat byl natrénovan model, ktery jsme nésledné
pouzili pro predikci odpoveédi pri pouziti testovaci mnoziny. Na zaver byl
pouzit model navaznosti (Sekce 4.3), diky kterému jsme ziskali skére
(Tabulka 4.4), které nam tikd, jestli vygenerovany vystup navazuje na
dany dialog.

] vstup \ vygenerovany vystup \ skore
I made a new friend Is there anything else I
0.3859
today. can do?
I made a new friend I met them in San
today. Where did you Fran 0.0132

meet them?

Tabulka 4.4: Vybrané ukazky vygenerovaného vystupu -
anglicky model E1 (bezkontextova varianta)

Analogicky jsme pripravili data pro ¢esky model, kde jsme dosahli nasle-
dujicich vysledku (Tabulka 4.5).

’ vstup ‘ vygenerovany vystup skore

Dnes jsem si nasla no-

. v Dékuji mnohokrat. 0.0986
vého pritele.

Nasel jsem 1 pritele,
ktery by se vdm mohl
libit. Je to v San Fran-
ciscu.

Dnes jsem si nasla no-
vého pritele. Kde jsi je
potkal?

0.3724

Tabulka 4.5: Vybrané ukazky vygenerovaného vystupu -
cesky model E1 (bezkontextova varianta)

Vysledek tohoto experimentu pro oba jazyky je uveden v néasledujici ta-
bulce (Tabulka 4.6).

o Smeérodatna
Jazyk Stredni hodnota odchylka
en 0.3238 0.5811
cs 0.1413 0.0975

Tabulka 4.6: Vyhodnoceni experimentu E1

4.4.2 Experiment E2

Ve druhém experimentu jsme jiz uvazovali kontextové spojitosti mezi pro-
mluvami v rdmci dialogu. Proto jsme upravili trénovaci data tak, ze na
vstupu jsou vzdy vSechny promluvy v rdmci dialogu, které predchéazely
odpovédi, jenz je na vystupu. Jednotlivé promluvy oddélujeme vybranym
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tokenem. Na zédklade této pripravy dat byly provedeny dva experimenty,
které se lisi pouze vyuzitym oddélovacim tokenem.

Experiment E2 a)

V tomto experimentu jsme véty oddélovali pouze mezerou. Data tak vy-

padaji nasledovné (Tabulka 4.7).

vstup

\ vystup

I made a new friend today.

Where did you meet them?

I made a new friend today. Where
did you meet them?

We were in the same section at the
book store.

I made a new friend today. Where
did you meet them? We were
in the same section at the book
store.

Oh, so you must have the same in-
terests.

Tabulka 4.7: Pripravend data pro E2a

S vyuzitim takto upravenych dat, jsme natrénovali model, jenz dosdahl
nasledujicich vysledku (Tabulka 4.8).

vstup ‘ vygenerovany vystup skore
I mad friend

rmade a new trien It's a friend of mine. | 0.0516
today.
I made a new friend Yes. I met them at a
today. Where did you . ) _ 0.0218

coffee shop in the city.

meet them?

Tabulka 4.8: Vybrané ukazky vygenerovaného vystupu -
anglicky model E2a (kontextova varianta)

Obdobné jsme natrénovali ¢esky model s vyuzitim prelozenych dialogt

(Tabulka 4.9).

] vstup \ vygenerovany vystup skore
Dnes jsem si naSla no- | Ne, to je vSe, co potre-
, v .. 0.1218
vého pritele. buji.
Dnes jsem si nasla no- Ano, naSel jsem pritele
vého pritele. Kde jsi je ’ . p 0.0566

potkal?

v New Yorku.

Tabulka 4.9: Vybrané ukazky vygenerovaného vystupu -
cesky model E2a (kontextova varianta)
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Vysledek tohoto experimentu pro oba jazyky je uveden v nésledujici ta-
bulce (Tabulka 4.10).

. , Smeérodatna
Jazyk Stredni hodnota odchylka
en 0.2401 0.4625
cs 0.1964 0.0650

Tabulka 4.10: Vyhodnoceni experimentu E2a

Experiment E2 b)

Stejné jako v predchozim experimentu (Sekce 4.4.2) jsme skladali véty
predchézejici promluvé v ramci dialogu. Nyni jsme vsak jednotlivé pro-
mluvy oddélovali tokenem <;;;> (Tabulka 4.11).

vstup ‘ vystup

I made a new friend today. Where did you meet them?

I made a new friend
today.<;;;>Where did you meet
them?

We were in the same section at the
book store.

I made a new friend
today.<;;;>Where did you meet | Oh, so you must have the same in-
them?<;;;>We were in the same | terests.

section at the book store.

Tabulka 4.11: Pripravena data pro E2b

S vyuzitim takto upravenych dat, jsme natrénovali model, jenz dosahl
néasledujicich vysledku (Tabulka 4.12).

vstup ‘ vygenerovany vystup skore

I made a new friend | I'm glad you made a

.7664
today. new friend. 0.766

I made a new friend Yes, I met them on the
today.<;;;>Where did ’ 0.0513

street.
you meet them?

Tabulka 4.12: Vybrané ukazky vygenerovaného vystupu -
anglicky model E2b (kontextova varianta)

Obdobné jsme natrénovali ¢esky model s vyuzitim prelozenych dialogt
(Tabulka 4.13).
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vstup \ vygenerovany vystup skore
D j i Sl 12
nels Jsevn,l S nasia Ano, to je skvélé. 0.1857
noveho pritele.
Dnes jsem si nasla
nového pritele. Kde jsi | To je v poradku. 0.3517
je potkal?

Tabulka 4.13: Vybrané ukazky vygenerovaného vystupu -
cesky model E2b (kontextova varianta)

Vysledek tohoto experimentu pro oba jazyky je uveden v Tabulce 4.14.

o Smeérodatna
Jazyk Stredni hodnota odchylka
en 0.3294 0.5178
cs 0.2071 0.0648

Tabulka 4.14: Vyhodnoceni experimentu E2b

4.4.3 Experiment E3

Ve tretim experimentu jsme opét chtéli zohlednit kontextové zavislosti
v ramci dialogu spolu s ozna¢enim zmény recnika, proto jsme pouzili dva
oddélovaci tokeny <A> a <B>. Token byl doplnén vzdy na zaCatek sek-
vence v dané promluvé. Pokud v navazujici promluvé v rdmci dialogu
dojde ke zméné recnika, pouzijeme opacny token k tokenu, jenz byl pou-
zit v predeslé promluve. Upravena dat pak vypadaji nasledovné (Tabulka

4.15).

’ vstup

vystup

<A>I made a new friend today.

Where did you meet them?

<A>] made a new friend
today.<B>Where did you meet
them?

We were in the same section at the
book store.

<A>] made a new friend
today.<B>Where did you meet
them?<A>We were in the same
section at the book store.

Oh, so you must have the same in-
terests.

Tabulka 4.15: Pripravena data pro E3

Takto upravena data byla pouzita pro Fine-tune anglického modelu. Do-
trénovany model dosahuje nasledujicich vysledki (Tabulka 4.16).
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vstup \ vygenerovany vystup skore
<A>I
) made a new Yes. I'm a new friend. 0.3034
friend today.
<A>I made a new fri- How did vou meet
end today.<B>Where y 0.1809
. them?
did you meet them?

Tabulka 4.16: Vybrané ukazky vygenerovaného vystupu
- anglicky model E3 (kontextovd varianta s ohledem na

recnika)

Obdobné jsme natrénovali ¢esky model s vyuzitim prelozenych dialogu

(Tabulka 4.17).

] vstup \ vygenerovany vystup skore

<A>D i i nasl

, nesvgsem sinasia Ne, to je vSe. 0.1790
noveho pritele.
<A>Dnes jsem si
nasla nového  pri- .

Ne, to j . 0.1785

tele.<B>Kde jsi je e toJevse
potkal?

Tabulka 4.17: Vybrané ukazky vygenerovaného vystupu -
cesky model E3 (kontextova varianta s ohledem na rec-
nika)

Vysledek tohoto experimentu pro oba jazyky je uveden v nésledujici ta-
bulce (Tabulka 4.18).

. , Smeérodatna
Jazyk Stredni hodnota odchylka
en 0.3121 0.5277
cs 0.2111 0.0655

Tabulka 4.18: Vyhodnoceni experimentu E3

4.4.4 Preklad

V tomto experimentu byla vyuzita augmentace pomoci prekladi zminénéa
v Sekci 2.4.2. Pro augmentaci jsme vybrali Spanelsky a francouzsky ja-
zyk. Zpusob upravy dat jsme zvolili stejny jako v experimentu E3 (Sekce
4.4.3), protoze pouzité tagy obsahuji nejvice informaci.

Augmentovany byly vSechny promluvy obsazené v nasem datasetu (Sekce
3.2). Nové dialogy byly vytvoreny tak, Ze jsme postupné nahrazovali pro-
mluvy jejich augmentaci v chronologickém poradi. Kazdé nahrazeni zna-
menalo vytvoreni nového dialogu. Pro ilustraci je postup znazornény v
nésledujici schématu (Obrazek 4.2).
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Dataset

Dialogy vytvorené z datasetu

Original Augmentace Dial 1 Dial 2 Dial 3 Dial 4
A A A A A A
B B' > B > B > B > B'
C c' Cc C C c'

Obrazek 4.2: Dataset obsahuje jeden dialog, kde jsou
jednotlivé promluvy oznacCeny pismeny A, B, C. Pismena
s apostrofem oznacuji augmentované promluvy. Z dia-
gramu je vidét, Ze z dialogu o trech promluvach lze vy-

tvorit tri nové dialogy.

Z duvodu vysokych naroku na vypocetnich vykon jsme se rozhodli omezit
velikost souboru s daty pripravenymi pro trénovani.

Francouzsky preklad

Diky vyuziti augmentace pomoci francouzského jazyka jsme se dostali na
14 097 508 promluv (Tabulka 4.19).

vstup \ vygenerovany vystup skore
<A>1 i- i -

made a new fri- | I made a new friend to 0.0045
end today. day.
<A>I made a new fri- i met them in san fran
end today.<B>Where 0.1388

did you meet them?

cisco.

Tabulka 4.19: Vybrané ukazky vygenerovaného vystupu -
anglicky model FR preklad (kontextova varianta s ohle-

dem na recnika)

Vysledek tohoto experimentu je uveden v Tabulce 4.20.

Smeérodatna
k Stredni hodnot
Jazy redni hodnota odchylka
| en 0.5124 0.6141
Tabulka 4.20: Vyhodnoceni experimentu FR preklad
Spanélsky preklad

V tomto experimentu jsme vyuzili augmentaci pomoci Spanélského ja-
zyka. Vzniklé dialogy celkem obsahuji 13 898 961 promluv (Tabulka 4.21).




Kapitola 4. Experimenty a vysledky 41

vstup \ vygenerovany vystup skore

<A>I made a new fri- imade a new friend to
end 0.0031

day.
today. .

<A>I made a new fri- i found a friend in san
end today.<B>Where 0.0242

francisco.
did you meet them?

Tabulka 4.21: Vybrané ukazky vygenerovaného vystupu -
anglicky model ES preklad (kontextova varianta s ohle-
dem na recnika)

Vysledek tohoto experimentu je uveden v Tabulce 4.22.

Jazyk Stredni hodnota (S)g;?;i:tna
| en 0.5019 0.5739

Tabulka 4.22: Vyhodnoceni experimentu ES preklad

4.4.5 Synonyma

Tento experiment je zaloZeny na augmentaci pomoci synonym predsta-
vené v Sekci 2.4.1. Augmentace byla provedena tak, Ze postupné byla
nahrazovana veskerd slova v promluveé maskovacim tokenem. Pro kazdé
maskované slovo bylo predikovano pét moznych slov. Pokud naptiklad
uvazujeme vétu o péti slovech, ziskavame 25 novych vét spolu se sko-
rem, jenz urcuje, jak moc se dané slovo hodi do véty.

Nové dialogy byly vytvoreny stejnym zpusobem jako v predchozim
experimentu (Sekce 4.4.4) s jednim rozdilem. U augmentace pomoci pre-
kladu, v pripadé zZe byl proveden preklad, vznikla vZdy jen jedna nova
véta. Nejprve jsme museli urcit, jaké augmentované véty vyuzijeme. Pro
nas experiment jsme si vybrali vzdy tfi augmentované véty s nejvyssim
skére pro danou promluvu. Pri Upravé dat byla vzdy postupné nahrazo-
vana kazda promluva svymi moznymi augmentacemi.
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Dataset

Dialogy vytvorené z datasetu

Original Augmentace Dial 1 Dial 2 Dial 3 Dial 4
A AL A" A A A A" A"
B B, B", B > B > B > B > B
Cc c,c", C Cc C c Cc
Dial 5 Dial 6 Dial 7 Dial n
A A" A"
> B > B > B" >
C C Cc

Obrazek 4.3: Toto schéma zobrazuje postup vytvareni no-
vych dialogi pomoci novych vét ziskanych diky augmen-
taci pomoci synonym. Postupné jsou nahrazovany veskeré
puvodni promluvy v dialogu vSemi moZnymi augmenta-

cemi.

Diky augmentaci pomoci synonym nas dataset obsahuje 48 626 287 pro-
mluv (Tabulka 4.23). Proto jsme se rozhodli omezit velikost vysledného
souboru s daty pripravenymi pro trénovani z divodu vysokych vypocet-

nich nérokd.

’ vstup ‘ vygenerovany vystup ‘ skore
<A>I made a new fri-
end What did you do? 4.2292
today.
<A>l made a new fri- I met them at a local
end today.<B>Where 0.0681

. bar and restaurant.

did you meet them?

Tabulka 4.23: Vybrané ukazky vygenerovaného vystupu -

anglicky model synonyma (kontextova varianta s ohledem

na rec¢nika)

Vysledek tohoto experimentu je uveden v Tabulce 4.24.

Smeérodatna
k I ih
Jazy Stredni hodnota odchylka
| en 0.3293 0.5048

Tabulka 4.24: Vyhodnoceni experimentu Synonyma
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Diskuze

V této Césti se zamérime na vysledky naseho vyzkumu, ktery se zame-
foval na porovnani riznych modifikaci a augmentaci dat. Provedli jsme
nékolik experimentt, ve kterych jsme upravovali data obsahujici priro-
zené dialogy, pomoci nichZ jsme natrénovali modely zalozené na archi-
tekture T5, jez jsme pouzili jako jadro pro chatovaciho bota. Pro vyhod-
noceni jsme pouzili model sémantické nédvaznosti (Sekce 4.3). Snazime

svv/

chylkou.

5.1 Shrnuti vysledku

V prvnich c¢tyrech experimentech jsme modifikovali data pomoci vkla-
dani riznych tagi mezi promluvy. Tyto tagy méli zapricinit lepsi predikci
odpovédi v zavislosti na predchozich promluvach. Nutno podotknout, Ze
zpusob, pomoci kterého jednotlivé modely vyhodnocujeme, je experimen-
talni, a tak jsou vysledky pouze orientacni. Vysledky téchto experimentu
jsou zobrazeny v nasledujicim grafu (Obrazek 5.1). Rozdélovaci tagy byly
mezi promluvy vklddany bez mezer. Je mozné Ze lepsich vysledku by bylo
dosazeno vkladanim tagu oddélenych mezerami.



Kapitola 5. Diskuze 44

Porovnani vsech experiment(

B En
08 B Cs
0.6
©
8
(o]
[
3 0.4
<
c
8 . .i
b
= ‘
w0
0
-0.2
El E2a E2b E3
Experiment

Obrazek 5.1: Sloupce zobrazuji vyslednou stredni hod-

notu jednotlivych experimentl spolu se smérodatnou od-

chylkou. Barva sloupce odlisuje jazyk, ve kterém byl ex-
periment provadeén.

Na prvni pohled mizeme vidét velky rozdil mezi ceskymi a anglickymi
modely, proto budeme jednotlivé jazyky porovnavat zvlast'. Jedny z da-
vodt, pro¢ nemuzeme ¢eské a anglické modely porovnavat, jsou zminény
v Sekci 4.3 a v Sekci 2.4.2. Nejprve porovname vysledky modeli natré-
novanych na ¢eském jazyce (Obrazek 5.2).
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Porovnani experimentl v ¢eském jazyce

0.25

0.2

0.15

0.1

0.05
El E2a E2b E3

Experiment

Stredni hodnota

Obrazek 5.2: Vysledné stredni hodnoty jednotlivych expe-
rimentu spolu se smérodatnou odchylkou. (Ceské modely)

Modely natrénované na datech v ceském jazyce nedosahly dobrych vy-
sledkl. Jednotlivé upravy trénovacich dat vedly ke zhorSeni predikci.
Na prvni pohled se muze zdat, Ze smérodatné odchylky modelt jsou po-
mérné nizké. Pricinou téchto hodnot jsou podobné predikce na veskeré
vstupy, to znamen4, ze takto mald smérodatna odchylky neni zaddouci.

U ¢eskych modelu jsme nedosahli zlep$eni vysledki v zavislosti na uvaZo-
vaném kontextu. Naopak u modeld natrénovanych na anglickych datech
jsme dosdhli zajimavéjsi vysledku (Obrazek 5.3).
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Porovnani experimentl v anglickém jazyce

0.8 I
0.6 [
0.4

0

-0.2

Stredni hodnota

El E2a E2b E3

Experiment

Obrazek 5.3: Vysledné stredni hodnoty jednotlivych expe-
rimentd spolu se smérodatnou odchylkou. (anglické mo-
dely)

Nejlepsich vysledkt dosahl model (Experiment E2a - Sekce 4.4.2) natré-
novany na datech modifikovanych mezerou. Stiedni hodnota vysledku to-
hoto modelu dosahla znacné lepsSich hodnot, neZ ostatni modely. Nejlépe
také dopadla smérodatna odchylka, kdy model predikuje rozmanité od-
povedi a zaroven se odpovedi drzi tématu. Ostatni experimenty v anglic-
kém jazyce prekvapivé nedosahly oCekavanych vysledku. Jejich predikce
jsou prijatelné, ale kontextové verze modell pouzivajici tagy nedosahly
lepsich vysledkid nez bezkontextova verze.

Experimenty, ve kterych byla upravena data augmentaci, neni vhodné
porovnavat s ostatnimi experimenty, protoZze jsme z ddvodu vypocetni
naroc¢nosti omezili velikost trénovacich dat na 12GB. Pri omezovani ve-
likosti nedoslo k nekorektnimu rozdéleni zavérecného dialogu. To zna-
mend, ze data, pouZzitd pro trénovani, nemusela obsahovat cely rozsah
puvodnich dataseti. Napriklad se v nich mohly vyskytovat pouze ¢asti
puvodnich datasett, tudiz trénovani bylo provadéno na omezené pest-
rosti dialogu. Graf 5.4 interpretuje vysledky téchto experimentd.
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Porovnani experimentl vyuzivajicich augmentaci

=

0.8

0.6

0.4

Stredni hodnota

0.2

o

-0.2
FR ES Synonyma

Experiment

Obrazek 5.4: Sloupce zobrazuji vyslednou stredni hod-
notu jednotlivych experimentl spolu se smérodatnou od-
chylkou.

Experimenty, které byly augmentovany pomoci prekladu, dosahly velmi
podobnych vysledki. Leps$iho vysledku pak dosahl model zaloZeny na
augmentaci pomoci synonym. Tento rozdil véak muze byt zapri¢inén pravé
ruznou pestrosti dialogi v trénovacich datech. Ackoliv jsou trénovaci
soubory stejné velké, mohou obsahovat jiny rozsah ptvodnich datasetu.
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5.2 Realné vyuziti

Pro nase natrénované modely jsme vytvorili chatovaci aplikaci s webo-
vym rozhranim (Obrazek 5.5).

LGN * T5-based CHATBOT Readme ) TTson ‘%> SpeechCloud connected = T5 connected

12.5.2023 18:13:03.594

Hey there!

Hey there!

12.5.2023 18:13:10.1

Do you like fish?

Yes, | do.

12.6.2023 18:13:25.293

| do not like chips.

Is there something else | can help you with?

Obrazek 5.5: Webové rozhrani pro chatovaci aplikaci

Daéle jsme modely implementovali do robota (Obrazek 5.6) postaveného
na platformé Raspberry Pi. Zjistili jsme, Ze vykon pouzitého zarizeni neni
dostate¢ny pro provoz modelu, a tak jsme vyuzili requestu z robota na
platformé Raspberry Pi na pocitac s dostatecnym vykonem.

| 4.3" Touch Display j
4-Mic-Array !

2x Solar Panel

X
2x RPi Camera V2 | |G
=
\ .\ - g
>
r
ROTATIONAL RPi Camera
Speaker DIY PCB Scheduler
Driver
— - Speaker a SRS
2x Rotation O Bearings
Sensor 2
A {
Stepper
Motor * FanCase ‘
Main Switch
p Q Stepper @
0/ 'Q/ 7/ Motor Driver y &
! 4x Lum Sensor x LED
7 »
Solar Charger STATIC DIY PCB N
é/ ]
< o
\ ©

DIY SLOT INTERFACE

microSD slot  charger switch

LAN 2xUSB-A USB-C mini HDMI

Power Bank

Obrazek 5.6: Schéma robota
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Kapitola 6

Zaver

Cilem této bakalarské prace bylo porozuméni problematice zpracovani
prirozené teci v souvislosti s neuronovymi sitémi zaloZzenymi na archi-
tekture Transformer, které v poslednich letech dosahly velmi dobrych
vysledkd.

Teoretickd cast této prace byla vénovana popisu architektury Transfor-
mer, kde jsme vysveétlili principy jejiho fungovéani. Dédle jsme se zameérili
na moderni architektury T5, GPT a BERT, jenz jsou zaloZzené na archi-
tekture Transformer. V zavéru teoretické Casti jsme popsali funkénost
strojového prekladu a metody, které jsme pouzili pro augmentovani dat.
Celda nésledujici kapitola byla vénovana popisu ziskanych datasetu, ze
kterych byl nasledné vytvoren dataset pouzivany pro nase experimenty.

V experimentdlni Casti jsme se vénovali modifikaci trénovacich dat s ci-
lem dosahnout co nejlepsich odpovédi na rizné vstupni promluvy. Pro vy-
hodnoceni jsme pouzili model sémantické navaznosti, ktery porovnéaval
jednotna trénovaci data a generované predikce. Nejprve jsme natréno-
vali model, ve kterém jsme neuvazovali kontext promluv v ramci dialogu.
V dalSim experimentu jsme uvazovali vesSkeré promluvy predchézejici od-
povédi. Promluvy jsme rozdélovali pomoci predem urcenych tagt. Ve tre-
tim experimentu jsme tagy zvolili tak, aby reflektovaly zménu recnika
v ramci dialogu. Z téchto experimentd vySla nejlépe Uprava vyuziva-
jici rozdélovani promluv pomoci mezer pro anglicky model. Ceské mo-
dely doséhly podobnych vysledku, kdy jejich predikce byly jednotvarné
a proto i jejich smérodatna odchylka byla nizkd. Posledni experimenty
vyuzivaji datasety, které prosly augmentaci. Pouzili jsme augmentace po-
moci synonym a s vyuzitim prekladd. Pro trénovaci data jsme zvolili tagy
obsahujici informace o zméné recnika a zjistili jsme, Ze nejvétsi zlepseni
zpusobi augmentace pomoci synonym, ackoliv jsme omezili velikost tré-
novaciho souboru z duvodu vypoc¢etni narocnosti.

6.1 Prace do budoucna

Neékteré napady na budouci préci jsou uvedené v nasledujicich bodech.

 Filtrace nevhodnych promluv
Rozpracovali jsme filtraci nevhodnych promluv pomoci predikce
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sentimentu zaloZené také na architekture T5. Natrénovali jsme né-
kolik modelt na datasetech CSFD a IMDB, které obsahuji recenze
filma spolu s anotaci sentimentu zaloZené na hodnoceni. Tyto mo-
dely jsme nestihli odexperimentovat na predikcich naseho chato-
vaci bota a zaroven tato filtrace nemusi byt uplné efektivni z du-
vodu filtrace negativniho sentimentu, jenz nemusi byt vzdy Spatny
natolik, aby byl filtrovan.

* Kombinace augmentaci a modifikaci dat
V této praci jsme nezkouseli kombinovat rizné modifikace a stejné
tak jsme nezkouseli kombinovat zpusoby augmentace dat. Zajimavé
by bylo zjistit, jestli by ruzné kombinace mély vliv na lepsi predikce.
Téchto kombinaci a zpusobu je témér neomezené mnozstvi.

» Pouziti celych trénovacich dat
U modelu, které vyuzivali augmentovand trénovaci data, jsme ome-
zovali velikost soubort z divodu vypocetni narocnosti. Cilem by
bylo data upravit a rozdélit tak, abychom vyuzili maximalni poten-
cial augmentace.

 Natrénovani vice modelt
Veskeré modely jsme trénovali za pomoci stejnych hyper-parametru.
Cilem by bylo natrénovat velké mnozstvi modelti, kde kazdy by
byl natrénovan pri jinych hyper-parametrech. Pro vSechny expe-
rimenty jsme vyuzivali architekturu T5. Dal$i moznosti muze byt
vyzkousSet i jiné architektury a porovnat je mezi sebou.



51

Literatura

[1] Warren S McCulloch a Walter Pitts. ,,A logical calculus of the ideas
immanent in nervous activity”. In: The bulletin of mathematical
biophysics 5.4 (1943), s. 115-133.

[2] Murat Sazli. , A brief review of feed-forward neural networks”. In:
Communications Faculty Of Science University of Ankara 50 (led.
2006), s. 11-17. doi: 10.1501/commual-2_0000000026.

[3] Edward Loper Bird Steven a Ewan Klein. Natural Language Pro-
cessing with Python. O’Reilly Media Inc., 2009.

[4] Dzmitry Bahdanau, Kyunghyun Cho a Yoshua Bengio. Neural Ma-
chine Translation by Jointly Learning to Align and Translate. 2016.
arXiv: 1409.0473 [cs.CL].

[5] Yonghui Wu et al. Google’s Neural Machine Translation System:
Bridging the Gap between Human and Machine Translation. 2016.
arXiv: 1609.08144 [cs.CL].

[6] Yanran Li et al. DailyDialog: A Manually Labelled Multi-turn Dia-
logue Dataset. 2017. arXiv: 1710.03957 [cs.CL].

[7] Ashish Vaswani et al. Attention Is All You Need. 2017. arXiv: 1706.
03762 [cs.CL].

[8] Rani Horev. BERT Explained: State of the art language model for
NLP. Accessed 24 April 2023. 2018. url: https://towardsdatascience.
com/bert - explained - state - of - the - art - Language - model -
for-nlp-f8b21a9b6270.

[9] Alec Radford a Karthik Narasimhan. ,Improving Language Under-
standing by Generative Pre-Training”. In: 2018.

[10] Jacob Devlin et al. BERT: Pre-training of Deep Bidirectional Trans-
formers for Language Understanding. 2019. arXiv: 1810 . 04805
[cs.CL].

[11] Yinhan Liu et al. RoBERTa: A Robustly Optimized BERT Pretrai-
ning Approach. 2019. arXiv: 1907.11692 [cs.CL].

[12] Soujanya Poria et al. MELD: A Multimodal Multi-Party Dataset for
Emotion Recognition in Conversations. 2019. arXiv: 1810 . 02508
[cs.CL].

[13] Maarten Sap et al. SocialIQA: Commonsense Reasoning about So-
cial Interactions. 2019. arXiv: 1904.09728 [cs.CL].

[14] Ashkan Eliasy a Justyna Przychodzen. ,The role of Al in capital
structure to enhance corporate funding strategies”. In: Array 6
(¢vc. 2020), s. 100017. doi: 160.1016/j.array.2020.100017.

[15] Rohan Jagtap. OpenAl GPT: Generative Pre-Training for Langu-
age Understanding. Accessed 24 April 2023. 2020. url: https:
/ / medium . com/ dataseries / openai - gpt - generative - pre -
training- for-language-understanding-bbbdb42b7ff4.


https://doi.org/10.1501/commua1-2_0000000026
https://arxiv.org/abs/1409.0473
https://arxiv.org/abs/1609.08144
https://arxiv.org/abs/1710.03957
https://arxiv.org/abs/1706.03762
https://arxiv.org/abs/1706.03762
https://towardsdatascience.com/bert-explained-state-of-the-art-language-model-for-nlp-f8b21a9b6270
https://towardsdatascience.com/bert-explained-state-of-the-art-language-model-for-nlp-f8b21a9b6270
https://towardsdatascience.com/bert-explained-state-of-the-art-language-model-for-nlp-f8b21a9b6270
https://arxiv.org/abs/1810.04805
https://arxiv.org/abs/1810.04805
https://arxiv.org/abs/1907.11692
https://arxiv.org/abs/1810.02508
https://arxiv.org/abs/1810.02508
https://arxiv.org/abs/1904.09728
https://doi.org/10.1016/j.array.2020.100017
https://medium.com/dataseries/openai-gpt-generative-pre-training-for-language-understanding-bbbdb42b7ff4
https://medium.com/dataseries/openai-gpt-generative-pre-training-for-language-understanding-bbbdb42b7ff4
https://medium.com/dataseries/openai-gpt-generative-pre-training-for-language-understanding-bbbdb42b7ff4

Literatura 52

[16]

[17]

[18]

[19]

[20]

[21]

[22]

[23]

[24]

[25]

[26]

[27]

[28]

[29]

[30]

Colin Raffel et al. Exploring the Limits of Transfer Learning with a
Unified Text-to-Text Transformer. 2020. arXiv: 1910.10683 [cs.LG].
Pragati Baheti. Activation Functions in Neural Networks [12 Ty-
pes Use Cases]. Accessed 9 May 2023. 2021. url: https://www.
v7labs.com/blog/neural-networks-activation-functions.
Martin Bulin. ,On Using Multi-Agent Technologies to Build Neural
Networks”. In: (2021).

Ketan Doshi. Transformers Explained Visually (Part 3): Multi-head
Attention, deep dive. Accessed 26 April 2023. 2021. url: https://
towardsdatascience.com/transformers-explained-visually-
part-3-multi-head-attention-deep-dive-1cl1ff1024853.

Dale Markowitz. Transformers, Explained: Understand the Model
Behind GPT-3, BERT, and T5. Accessed 25 April 2023. 2021. url:
https://daleonai.com/transformers-explained.

Wanshun Wong. What is Residual Connection? Accessed 20 April
2023. 2021. url: https://towardsdatascience.com/what-is -
residual-connection-efb07cab0d55.

Pei Zhou et al. ,Commonsense-Focused Dialogues for Response
Generation: An Empirical Study”“. In: Proceedings of the 22nd An-
nual Meeting of the Special Interest Group on Discourse and Dia-
logue. Singapore a Online: Association for Computational Linguis-
tics, 2021. url: https://arxiv.org/abs/2109.06427.

Jonte Dancker. A Brief Introduction to Recurrent Neural Networks.
Accessed 1 May 2023. 2022. url: https://towardsdatascience.
com/a-brief-introduction-to-recurrent-neural-networks -
638f64a61ff4.

Thomas van Dongen. Demystifying efficient self-attention. Acces-
sed 25 April 2023. 2022. url: https://towardsdatascience.com/
demystifying-efficient-self-attention-b3de61b9b0Ofb.

Keon Lee, Kyumin Park a Daeyoung Kim. DailyTalk: Spoken Dialo-
gue Dataset for Conversational Text-to-Speech. 2022. arXiv: 2207 .
01063 [eess.AS].

Arjun Sarkar. All you need to know about ‘Attention’ and ‘Trans-
formers’ — In-depth Understanding — Part 1. Accessed 21 April
2023. 2022. url: https://towardsdatascience.com/all- you -
need-to-know-about-attention-and-transformers-in-depth-
understanding-part-1-552f0b41d021.

Zixiu Wu et al. ,Anno-MI: A Dataset Of Expert-Annotated Counsel-
ling Dialogues”. In: ICASSP 2022-2022 IEEE International Confe-
rence on Acoustics, Speech and Signal Processing (ICASSP). IEEE.
2022.

FAWAD ALI. GPT-1 to GPT4: Each of OpenAl’s GPT Models Expla-
ined and Compared. Accessed 24 April 2023. 2023. url: https:
//www.makeuseof.com/gpt-models-explained-and-compared/.
Bernard Marr. ChatGPT: What Are Hallucinations And Why Are
They A Problem For Al Systems. Accessed 21 May 2023. 2023.
Mehreen Saeed. A Gentle Introduction to Positional Encoding in
Transformer Models, Part 1. Accessed 25 April 2023. 2023. url:


https://arxiv.org/abs/1910.10683
https://www.v7labs.com/blog/neural-networks-activation-functions
https://www.v7labs.com/blog/neural-networks-activation-functions
https://towardsdatascience.com/transformers-explained-visually-part-3-multi-head-attention-deep-dive-1c1ff1024853
https://towardsdatascience.com/transformers-explained-visually-part-3-multi-head-attention-deep-dive-1c1ff1024853
https://towardsdatascience.com/transformers-explained-visually-part-3-multi-head-attention-deep-dive-1c1ff1024853
https://daleonai.com/transformers-explained
https://towardsdatascience.com/what-is-residual-connection-efb07cab0d55
https://towardsdatascience.com/what-is-residual-connection-efb07cab0d55
https://arxiv.org/abs/2109.06427
https://towardsdatascience.com/a-brief-introduction-to-recurrent-neural-networks-638f64a61ff4
https://towardsdatascience.com/a-brief-introduction-to-recurrent-neural-networks-638f64a61ff4
https://towardsdatascience.com/a-brief-introduction-to-recurrent-neural-networks-638f64a61ff4
https://towardsdatascience.com/demystifying-efficient-self-attention-b3de61b9b0fb
https://towardsdatascience.com/demystifying-efficient-self-attention-b3de61b9b0fb
https://arxiv.org/abs/2207.01063
https://arxiv.org/abs/2207.01063
https://towardsdatascience.com/all-you-need-to-know-about-attention-and-transformers-in-depth-understanding-part-1-552f0b41d021
https://towardsdatascience.com/all-you-need-to-know-about-attention-and-transformers-in-depth-understanding-part-1-552f0b41d021
https://towardsdatascience.com/all-you-need-to-know-about-attention-and-transformers-in-depth-understanding-part-1-552f0b41d021
https://www.makeuseof.com/gpt-models-explained-and-compared/
https://www.makeuseof.com/gpt-models-explained-and-compared/

Literatura 53

https://machinelearningmastery.com/a-gentle-introduction-
to-positional-encoding-in-transformer-models-part-1/.

[31] J. Svec et al. Asking Questions: an Innovative Way to Interact with
Oral History Archives. Accessed 15 May 2023. 2023.


https://machinelearningmastery.com/a-gentle-introduction-to-positional-encoding-in-transformer-models-part-1/
https://machinelearningmastery.com/a-gentle-introduction-to-positional-encoding-in-transformer-models-part-1/

54



Priloha Al. Zpracovany dialogovy korpus CS 55

Priloha A1l

Zpracovany dialogovy
korpus CS

401 000001 | 1 |1 | <A> Byl jsem talvi nastvany, ze uz jsem to
- nemohl udrzet
d01 000002 |1 | 2 | <B>| Nadechl ses?
d01 000003 |1 | 3 | <A>| Udélal jsem, vzplanul jsem vztekem
d01 000004 | 1 |4 | <B>| Musite se uklidnit, je to jen videohra
401 000005 | 1 |5 | <A> Vim, nemeél bych to nechat takhle do-
- padnout.
d01 000006 |1 | 6 | <B>| vypust'te paru a vrat'te se
d01 000007 | 2 | 1 | <A>| Po porazce jsem byl tak zni¢eny.
d01 000008 |2 | 2 | <B>| Mél jsi tomu vénovat vice usili!
Ano, ja vim! OdeSel jsem v navalu
d01 000009 | 2 | 3 | <A>| vzteku poté, co jsem byl porazen v
soutézi videoher.
d01 000010 | 2 | 4 | <B>| Pristé se musi$ pripoutat!
d01 000011 |2 |5 | <A>| Ja vim, budu.
401 000012 |3 |1 | <B> Byl js?m tak nastvany, ze jsem vcéera
- prohral.
d01 000013 | 3 | 2 | <A>| co jsi hral?
d01 000014 | 3 | 3 | <B>| Byla to soutéz videoher.
d01 000015 | 3 | 4 | <A>| Proti komu jsi hral?
d01 000016 | 3 | 5 | <B>| Byli to hraci z mésta vedle nas.
d01 000017 | 3 | 6 | <A>| To se obcCas stavalo. Pristé vic Stésti.
PamatujeS si, kdyz jsem si hrdl s
d01.000018 | 4 | 1 | <B>1 ) 1ama, kdy# jsi odchazel?
d01 000019 | 4 | 2 | <A>| Rozbil jsi néco?
Jo, Kkluci se do mé pustili a rozbili
d01 000020 |4 | 3 | <B>| jsme dvere. Tak jsem zavolal mameé
a rekl ji to.
d01 000021 |4 | 4 | <A>| To, co rikala?
401 000022 | 4 |5 | <B> Byla opravdu naétviné a rekla mi,
- abych zavolal opravare.
d01 000023 |4 | 6 | <A>| No, alespon jesté nejste uzemnéni.
d01 000024 |5 |1 | <B>| Myslim, Ze je na mé Taylor nastvana.
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Priloha A2

Zpracovany dialogovy
korpus EN

I got so mad, I couldn’t contain it any-

do1_000001 |1 |1 | <A>
- more

d01 000002 2 | <B>| Did you huff off?

d01 000003 |1 | 3 | <A>| Idid, I flared up into anger

401 000004 |1 |4 | <B> You need to calm down, it’s just a vi-
- deo game

401 000005 | 1 |5 | <A> I. know, I should not let it get to me
- like this.

d01 000006 |1 | 6 | <B>| blow off some steam and come back

d01 000007 | 2 | 1 | <A>| [ was so devastated after the defeat.

You should have put more effort into

do1 000008 |2 |2 | <B> it

yes, I know! I left in a huff of rage
d01 000009 | 2 | 3 | <A>| after I was beaten in the video game
competition.

d01 000010 | 2 | 4 | <B>| You need to buckle up next time!

d01 000011 |2 |5 | <A>|Iknow, I will.

d01 000012 | 3 |1 | <B>| I was so upset that I lost yesterday.
d01 000013 | 3 | 2 | <A> | What did you play?

d01 000014 | 3 | 3 | <B>| It was a video game competition.
d01 000015 | 3 | 4 | <A>| Who did you play against?

d01 000016 | 3 |5 | <B> They were players form the town

next to us.

That happened sometimes. Better

dol 000017 |3 | 6 | <A> i
- luck next time.

Remember when I was playing with

do1 000018 |4 |1 | <B> ) i
- the guys while you were leaving?

d01 000019 |4 | 2 | <A>| Did you break something?

Yeah, the boys tackled me and we
d01 000020 | 4 | 3 | <B>| broke the door. So I called my mom
and told her.

d01 000021 |4 | 4 | <A>| What did she say?
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